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Resumen

Aumentar el uso de fuentes renovables de energia es de vital importancia para lograr un desa-
rrollo sostenible. Los vehiculos eléctricos se consolidan como la alternativa de automocién que
mds crece en lo ultimos afios. Las baterias de Iones de Litio es la tecnologia que predomina
en los vehiculos eléctricos. Lograr el uso 6ptimo de las baterias no es una tarea sencilla, las
no-linealidades de los procesos electroquimicos subyacentes hacen complejo el desarrollo de
modelos precisos para el diagndstico y/o prondstico de las condiciones en que se encuentran
las baterfas. Existen problemas abiertos para la ciencia en el modelado de baterias de Iones de
Litio, siendo uno de estos problemas la estimacion del Estado de Salud mediante modelos que
puedan ser utilizados a bordo de los vehiculos eléctricos. La presente tesis desarrolla nuevos
modelos dindmicos que facilitan la estimacion del Estado de Salud en baterias de Iones de Li-
tio. Estos modelos semi-fisicos tienen un enfoque multicriterio y se basan en el conocimiento

parcial acerca de los fenémenos electroquimicos y térmicos que ocurren en las baterias.

Los modelos semi-fisicos de segunda generacion propuestos contienen un conjunto de ecuacio-
nes diferenciales con bloques inteligentes embebidos. Este enfoque reduce el niimero de bloques
que se comportan como pequefias cajas negras en el modelo. Los nuevos modelos son Sistemas
Genético-Difuso Multiobjetivo que requieren de potentes algoritmos para el aprendizaje. El uso
de estos modelos implica aproximar la primera derivada de la salida de tensién del modelo con
respecto a la carga almacenada en la bateria, lo cual es un procedimiento costoso y muy sus-
ceptible a pequeiias variaciones. Este elemento conlleva a que la evaluacién de la funcién de
adaptabilidad en el proceso evolutivo consuma més del noventa por ciento del tiempo de una ge-
neracién completa. Ademds, durante el aprendizaje se genera un elevado nimero de soluciones
resistentes a la dominacién. Las dificultades encontradas en los procesos de aprendizaje de los
modelos propuestos y el comportamiento promedio de los algoritmos existentes han motivado

el desarrollo de extensiones a los Algoritmos Evolutivos Multiobjetivo.

La primera aportacion a los algoritmos de aprendizaje en esta tesis consiste en la inyeccion de
conocimiento en el proceso evolutivo. El mecanismo de preferencias parciales propuesto modi-
fica ligeramente el ordenamiento de los individuos en la etapa de seleccion de la supervivencia.
Se usa un operador basado en taylorismo para complementar los niveles de no-dominacién de
Pareto con un segundo orden parcial. La propuesta incluye ademds modernas estrategias para
fomentar la diversidad de la poblacion durante el proceso evolutivo. Los modelos aprendidos
son potencialmente mejores por la presion ejercida en el proceso evolutivo. El estudio empirico
realizado concluye que la propuesta obtiene mejores resultados que el resto de los algoritmos

genéticos evaluados.

La segunda aportacién se realiza ante la necesidad de aprender un modelo semi-fisico simple pa-

ra la estimacion del Estado de Salud en baterias de Iones de Litio. El modelo requiere aprender
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indirectamente y de manera completamente interpretable la variable latente asociada al poten-
cial del electrodo negativo de la bateria. Con el aprendizaje indirecto de expresiones analiticas
mediante algoritmos que puedan ser utilizados en los vehiculos eléctricos, se resuelve de manera
inmediata la estimacion del Estado de Salud. Ante las carencias identificados en los algoritmos
de aprendizaje basados en Programacion Genética Multiobjetivo se propone una extension de
estos. La propuesta hace uso de gramdticas para explotar la monotonia de la variable latente
de interés, asi como de modernas estrategias en la etapa de seleccién de la supervivencia. El
algoritmo propuesto permite estimar los puntos de cambios de fase en las curvas de tension de
la bateria a bajas corrientes. Desde el punto de vista prictico se corresponde con la estimacion
de los picos representativos de las curvas resultantes del Andlisis de Capacidad Incremental fa-
cilitando el diagnéstico de Estado de Salud en las baterias. Esta aportacion sirve como base a

nuevas lineas de investigacion en el drea.
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Abstract

Increasing the use of renewable energy sources reducing emissions of polluting gases to the en-
vironment is essential for achieving sustainable development. Nowadays, one of the main goals
to reduce the world pollution is related to the control of carbon dioxide emissions produced by
conventional engine automobiles. Electric vehicles are a good alternative to mitigate this envi-
ronmental pollution problem. The efficiency of the electric vehicles, that use Li-Ion batteries,
grows with the scientific innovation. Optimizing Li-Ion battery operation is not a simple task.
Li-Ion batteries for automotive applications are complex and unstable dynamical systems with
multiple inputs and outputs. Estimating the State of Health of the Li-Ion batteries is the major
challenge for the developing of battery model. For this reason, developing of accurate estima-
tion techniques, for battery management systems in electric vehicle, requires the concentration
of the scientific community. This thesis proposes a new generation of dynamical models for the
diagnosis of the State of Health in Li-Ion batteries. The models are based on partial knowledge

of the electrochemical and thermodynamic phenomena defining the behavior of a Li-lon battery.

The semi-physical models comprise a set of differential equations with intelligent elements em-
bedded that minimize the number of small black boxes. The learning process of the resulting
Multiobjective Genetic Fuzzy Systems requires powerful algorithms. Due to the necessary ap-
proximation of the first derivate of the battery voltage respect to the stored charge. This is an
expensive procedure and small changes in the voltage curve cause large excursion of the first
derivate. The fitness evaluation in each generation is more than the ninety percent of the consu-
med time. On the other hand, existing evolutionary learning processes generate a high number of

dominance-resistant individuals. All this motivates two major contributions made in this thesis.

The first contribution is the knowledge injection through fuzzy preference order in to the lear-
ning process. Thus, prioritization of the individuals is altered in the survival selection stage. A
tailored-made operator is used which complements Pareto Non-Dominance levels with a partial
order at each level. The learned models are potentially better for the advantages of the propo-
sed evolutive pressure mechanism. It has been shown, that accurate State of Health models for
Li-Ion batteries can be obtained if a knowledge-based preference ordering of individuals is im-
plemented. In this work, an empirical study is performed and the result of different multi and

many-objectives genetic algorithms are assessed.

The second contribution is focused in the learning process of a simple semi-physical model for
the State of Health estimation. This model is based on the side reactions on the electrodes that
can degrade a battery. In this case, the learning process requires the indirect estimation of a latent
variable with human understandable structure. The contribution extends the Multiobjective Ge-
netic Programming-Based Learning by using different survival selection strategies suitable for

this problem. The proposed algorithm Grab-MO-GaP incorporates recent advances developed
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for many-objectives genetic algorithms. The proposed algorithm uses Grammatical Evolution to
enforce the monotonicity of the latent variable respect to the model outputs and works as an evo-
lutive pressure mechanism. The human-readable structures allow obtaining the location of the
characteristic points of the negative electrode when the battery is being charged or discharged at

a low current.



Abreviaturas

MOEFS

FRBS
GPBL

MOEA
MMOOEA

MOGP
GE
NSGA
SPEA
MOEA/D

MOPSO

0-DEA

¢-FPO !
Grab-MO-GaP !
BMS

SoC

SoH

ocCv

Sistema Evolutivos-Difuso Multiobjetivo (Multi-Objective

Evolutionary Fuzzy System);

Sistema Basado en Reglas Difusas (Fuzzy Rules-Based System);

Aprendizaje Basado en Programacion Genética (Genetic Programming

Based Learning);

Algoritmos Evolutivos Multi-Objetivo (Multi-Objective Evolutionary Algorithms);
Algoritmos Evolutivos para Problemas de Muchos Objetivos (Many-Objective
Evolutionary Algorithms);

Programacién Genética Multi-Objetivo (Multi-Objective Genetic Programming);
Programacién Genética basada en Gramatica ( Grammatical Evolution);
Nondominated Sorting Genetic Algorithm;

Strength Pareto Evolutionary Algorithm;

Algoritmo Evolutivo Multiobjetivo basado en Descomposicion (Multi-Objective
Evolutionary Algorithm based on Decomposition);

Optimizacién basada en Enjambre de Particulas Multiobjetivo (Multi-Objective
Particle Swarm Optimisation);

Algoritmo Evolutivo basado en dominacién-6 (f-Dominance Evolutionary
Algorithm);

Preferencias Parciales Difusas basadas en §-DEA (6-Fuzzy Preference Order);
Grammar-Based Multi-Objective Genetic Algorithm-Programming;

Sistemas de Gestion de Baterias ( Battery Management Systems);

Estado de Carga ( State of Charge);

Estado de Salud ( State of Health);

Tension de Circuito Abierto ( Open-Circuit Voltage);

! Algoritmo propuesto en la presente tesis.
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ICA
CEE
LFP
MSE
Modelos SMF

Andlisis de la Capacidad Incremental ( Incremental Capacity Analysis);
Circuito Eléctrico Equivalente;

Litio-Hierro-Fosfato (LiFePOy);

Error cuadrético medio (Mean Squared Error).

Modelos Semi-Fisicos.
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Capitulo 1

Planteamiento del Problema

Durante este capitulo se plantean las motivaciones de la presente investigacion, enfocando al
lector hacia el problema en el que se trabaja a lo largo de la tesis. Posteriormente, se expone la
metodologia para el desarrollo de la investigacién mediante el establecimiento del objetivo ge-
neral, los objetivos especificos y las preguntas cientificas que serdn respondidas en el desarrollo
del trabajo. Finalmente se explica el hilo conductor que se ha seguido en las diferentes etapas de

la investigacion y la estructura de la tesis.
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1.1. Motivacion

Alcanzar el desarrollo sostenible plantea importantes retos para la humanidad. Los gobiernos y
las empresas dedican muchos esfuerzos a disminuir el uso de combustibles fosiles y las emisio-
nes de gases contaminantes al medio ambiente. Se ha hecho indispensable con el paso de los
afios aumentar el uso de las fuentes renovables de energia como el viento, el agua y la radiacion
solar. La disponibilidad de energia de estas fuentes renovables no es continua, se deben utilizar
sistemas que faciliten la toma de decisiones minuto a minuto para la gestién de los recursos
energéticos. Un complemento importante para garantizar la disponibilidad es el uso de sistemas
para el almacenamiento de energia. Las baterias son un elemento clave en dichos sistemas de
almacenamiento, tanto en aplicaciones que necesitan de respaldo eléctrico como en aplicaciones

moviles (vehiculos eléctricos, ordenadores personales, teléfonos, etc).

En las aplicaciones de automocién, donde las baterias representan una parte importante de la
inversion, se debe garantizar su uso 6ptimo. Para este fin, los vehiculos eléctricos incorporan
Sistemas de Gestién de Baterias (BMS, del inglés: Battery Management Systems) que imple-
mentan modelos de diagndstico y/o prondstico. En el desarrollo de éstos modelos los investiga-
dores se enfrentan a problemas que son complejos de resolver mediante métodos clasicos. Estos
problemas tienen una particularidad, generalmente cuentan con un planteamiento sencillo y alta
dificultad de resolucion. En las ciencias y las ingenierias, de manera general, ya pasaron los
afios en que se encontraban soluciones sencillas a problemas sencillos. Cuando no se cuenta con
métodos exactos para la resolucién de problemas o su aplicacién es muy costosa, las técnicas de

Aprendizaje Automdtico han demostrado ser una poderosa alternativa para el modelado [14].

El Aprendizaje Automadtico es una rama de la Inteligencia Artificial que ha evolucionado sustan-
cialmente en las dltimas décadas. Estas herramientas de modelado permiten generalizar compor-
tamientos a partir del conocimiento extraido de los datos. Cuando el conocimiento de la dindmi-
ca de un sistema es parcial, los investigadores recurren a modelos universales, conocidos como
modelos de caja negra [15]. Estos intentan prescindir del conocimiento de expertos humanos
en el proceso de aprendizaje. No obstante, si los datos que describen el funcionamiento de un
sistema son incompletos o imprecisos es necesario inyectar conocimiento de la dindmica de los

sistemas en el aprendizaje, dando lugar a modelos de caja gris [16—18].
El conocimiento aportado al proceso de aprendizaje de modelos se puede expresar mediante
diferentes formas:

= Reglas lingiiisticas proporcionadas por un experto humano;

= Ecuaciones que definen la dindmica de alguno de los bloques constituyentes (p.e. modelos

de Wiener [19], modelos de Hammerstein [20], etc);
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= Modelos semi-fisicos, los cuales estdn inspirados total o parcialmente en determinados
fendmenos fisicos (p.e. asimilar el comportamiento de una bateria a un depdsito de agua
[6], etc);

= A través de hibridos entre modelos de caja negra y modelos basados en “primeros princi-
pios” [67].

Varios son los problemas de ingenieria que hacen uso de herramientas de Aprendizaje Automati-
co y logran buenos resultados. Sin embargo, en otros problemas de ingenieria se hace dificil el
aprendizaje por la inestabilidad de los sistemas y las no-linealidades implicitas. Este es el caso
de los modelos dindmicos asociados a las baterias de Litio. Estos modelos, al igual que otros,
tiene la particularidad de contar con memoria, sus salidas dependen tanto de las entradas como

del valor de las variables latentes.

En funcién de la utilidad del modelo y la aplicacién, puede ser necesario que los elementos que
se aprenden sean total o parcialmente comprensibles por los seres humanos. En algunas ocasio-
nes es suficiente con disponer de instrumentos virtuales con los cuales se realizan simulaciones
del proceso. En otras ocasiones, es necesario que la estructura del modelo o de determinados
bloques internos sean interpretables. En el caso particular del aprendizaje indirecto de variables
latentes en modelos dindmicos se requiere la mayor interpretabilidad posible. Un elemento que
los investigadores no pierden de vista en las estrategias de aprendizaje es el equilibrio entre

interpretabilidad y precision [21].

Aprender un modelo consiste en encontrar el conjunto de pardimetros que minimicen el error
de prediccion en una secuencia de entradas y salidas conocidas. En el aprendizaje de modelos
basados en reglas lingiiisticas dicho conjunto de pardmetros comprende los antecedentes y con-
secuentes de las reglas difusas [22]. Es conocido que los Sistemas Genéticos-Difusos no son el
mecanismo ideal para aprender bloques totalmente interpretables. La comprensién del conoci-
miento extraido mediante sistemas basados en reglas difusas puede ser muy pobre cuando no se
usan particiones difusas fuertes. Aunque varios estudios logran buenos resultados facilitando la

interpretabilidad del conocimiento extraido mediante reglas lingiiisticas [23, 24].

Desde el punto de vista de la comprensioén por los seres humanos, el aprendizaje basado en
Programacién Genética estd un paso por delante del aprendizaje basado en reglas difusas [25].
Sus estructuras en forma de arboles facilitan la compresion del conocimiento extraido tanto en
problemas de clasificacién como en problemas de regresion simbdlica. El genotipo y fenotipo
de la codificacién del cromosoma garantiza la intepretabilidad estructural y semadntica de los

individuos (soluciones) para un problema determinado.

Los problemas de aprendizaje de modelos dindmicos con enfoque multicriterio van un paso mas

alla. La complejidad para el aprendizaje hace que las técnicas tradicionales de la Investigacion de
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Operaciones (optimizacion basada en métodos de planos cortantes o basadas en gradiente) sean
poco factibles [1]. Los algoritmos de computacién evolutiva para el aprendizaje multiobjetivo

son los mas utilizados y se encuentran en constante evolucion.

En problemas multicriterio de dos o tres objetivos es conocido que los algoritmos evolutivos
multiobjetivo obtienen muy buenos resultados. Los algoritmos mas estudiados en problemas de
estas dimensiones son NSGA-II [26] y SPEA?2 [27]. Sin embargo, la convergencia de estos al-
goritmos y sus similares no es la misma cuando se enfrentan a problemas de muchos objetivos
(cuatro o mds objetivos). Incluso existen problemas de dos o tres objetivos que presentan Fren-
tes de Pareto dificiles de aproximar, fundamentalmente por la cantidad de éptimos locales que
contiene el horizonte de programacidn de la funciones de adaptabilidad. Varios de los problemas
dindmicos que se presentan en la ingenieria requieren el aprendizaje de problemas de muchos

objetivos o de Frentes de Pareto dificiles.

En los dltimos afios existe un interés creciente por los algoritmos evolutivos para problemas de
muchos objetivos, con aplicaciones en muy diversas dreas como los sistemas de control [28, 29],
la planificacién de actividades de la produccion [30, 31], la ingenieria de software [32], etc. El
principal reto de los Algoritmos Evolutivos Multiobjetivo en el aprendizaje de modelos dindmi-
cos es la preservacion de los individuos élites como mecanismo para alcanzar el Frente de Pareto
optimo. La convergencia de estos procesos evolutivos se hace considerablemente lenta, la ma-
yoria de los mecanismos de seleccidn elitista de individuos emplean relaciones de dominacién
basadas en Frentes de Pareto como principal criterio de seleccion. Si el proceso de evaluacién
de la funcién de adaptabilidad consume mucho tiempo de procesamiento (como en el aprendi-
zaje de modelos dindmicos) se hace todavia mds lento el aprendizaje. En espacios de soluciones
de grandes dimensiones es también un reto encontrar un equilibrio para evitar la convergencia

prematura y fomentar los mecanismos de promocién de la diversidad.

En algunos problemas de aplicacién se ha observado la aparicion de individuos resistentes a los
diferentes mecanismos de dominacidén, independientemente de las dimensiones y cantidad de
objetivos del problema [33]. En estos procesos evolutivos, si se seleccionan individuos de forma
aleatoria en una poblacién determinada, la probabilidad de escoger soluciones no-dominadas
aumenta exponencialmente respecto al nimero de objetivos [34]. Este elemento es de interés
para los investigadores, no es un fendmeno tinicamente del aprendizaje de modelos con muchos
objetivos. En problemas de aplicacién con dos o tres objetivos se han encontrado individuos
resistentes a la dominacién [35], como se mencioné anteriormente. Algunos estudios introducen
en estos procesos evolutivos un segundo nivel de ordenamiento de las soluciones basado en

preferencias parciales para alcanzar el Frente de Pareto 6ptimo [36, 37].

Las investigaciones para combatir la aparicidn de soluciones resistentes a la dominacion en los

algoritmos evolutivos multiobjetivo se centran fundamentalmente en la etapa de seleccién de los
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individuos que sobreviven para la siguiente generacidn. Los estudios se pueden agrupar en tres

lineas de trabajo fundamentales:

1. La promocién de nuevas relaciones de preferencias entre los individuos [38—42].
2. La adopcién de nuevos mecanismos de promocién de diversidad [31].
3. El uso de archivos externos independientes dedicados a la convergencia y la diversidad

[43].

Estas lineas de trabajo se complementan con varios enfoques no excluyentes entre si:

Uso de puntos de referencia bien distribuidos en el espacio de decisién para guiar la
bisqueda [34].

Descomponiendo el problema multicriterio en funciones escalares para su optimizacion,

mediante diferentes funciones de agregacion, se logra la convergencia global.

Interseccion de limites basado en penalidades [2].

Identificacién de las interacciones entre los genes (variables) durante el proceso evolutivo
[44—47], asi como la interaccién de expertos humanos durante el proceso evolutivo para

guiar la busqueda a determinadas zonas del espacio de decision.

En este contexto, los modelos semi-fisicos (SMF) para baterias de Iones de Litio tienen un enfo-
que multicriterio y necesitan de potentes algoritmos de aprendizaje [6, 7]. La primera generacién
de modelos SMFs presentan un conjunto de bloques de sistemas basados en reglas difusas embe-
bidos en las ecuaciones diferenciales. Estos modelos reducen al minimo el nimero de pequenas
cajas negras utilizadas para representar las no-linealidades de determinados bloques y facilitan
el aprendizaje indirecto de las variables latentes por su disefio. Las principales criticas que se
pueden hacer a estos modelos de primera generacién es que no logran el diagnéstico del Estado
de Carga (SoC, del inglés, State of Charge) y del Estado de Salud (SoH, del inglés, State of
Health) de las baterfas. Los algoritmos de aprendizaje utilizados en estos modelos de primera

generacion fueron métodos ad hoc.

La presente investigacion propone una segunda generacion de modelos semi-fisicos que facilitan
el aprendizaje indirecto de las variables latentes, dentro de ellas el SoC y SoH. En el proceso de
aprendizaje de los nuevos modelos se realiza la evaluacién de modernos Algoritmos Evolutivos
Multiobjetivo, siendo impracticables los métodos ad hoc de la primera generacion. Es conocido
que ningdn algoritmo de aprendizaje es superior a otro para todos los tipos de problemas [48,
49], lo cual justifica que para cada problema en particular se debe realizar la evaluacion de los

algoritmos representativos del estado del arte.
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Los algoritmos de aprendizaje para los modelos SMFs de baterias de segunda generacion requie-
ren extraer conocimiento a partir de las salidas observables sobre caracteristicas electroquimicas
internas de las baterfas. Estas curvas proporcionan informacién acerca de la capacidad de alma-
cenamiento de energia, la disponibilidad instantdnea de energia y el estado de degradacién que

presentan las baterias. Estas curvas son:

= Tension de Circuito Abierto (OCV, del inglés, Open-Circuit Voltage).

= Curva resultante del Andlisis de la Capacidad Incremental (ICA, del inglés, Incremental

Capacity Analysis).

= Curvaresultante del Andlisis de Tension Diferencial (DVA, del inglés, Differential Voltage

Analysis).

Son varios los elementos que dificultan el aprendizaje de los modelos SMFs de segunda gene-
racién propuestos. El aprendizaje indirecto de las curvas relacionadas con las variables latentes
del modelo no es un tarea sencilla. Estas curvas son muy sensibles a pequefios variaciones y
repercuten significativamente en el ajuste de las salidas observables del modelo. Fundamental-
mente las curvas ICA y DVA requieren de la aproximacion de la primera derivada de la salida de
tension del modelo, lo cual es un proceso costoso. Teniendo como un objetivo mds en el proceso
multiobjetivo de aprendizaje el error que se comete en la aproximacién de la primera derivada
(para el diagndstico del SoH), se ha observado que se genera un elevado nimero de soluciones

resistentes a la dominacion.

Estas dificultades encontradas en el proceso de aprendizaje de los modelos propuestos han moti-
vado la extension de los algoritmos de aprendizaje existentes. Dentro de las técnicas disponibles
para la mejora de los procesos de aprendizaje en modelos SMFs de segunda generacidn, el pre-

sente estudio se centra en las siguientes:

= Evaluacién del efecto de la introduccién de mecanismos disefiados para aprendizaje de

problemas de muchos objetivos.

= Estudio de la inyeccién de conocimiento mediante el uso de preferencias parciales basadas

en taylorismo y evitando el sobreajuste de los modelos.

= Desarrollo de modelos SMFs con elementos de representacion del conocimiento que sean
totalmente interpretables, lo cual puede facilitar el aprendizaje de las variables latentes de

interés en el modelo.

Este tdltimo elemento requiere la extension de los algoritmos de aprendizaje basados en Pro-

gramacion Genética Multiobjetivo para hacer frente a la generacidn de soluciones resistentes a



Planteamiento del Problema 7

la dominacién y lograr la facil comprensién del conocimiento extraido. Existen pocos trabajos
donde se usen los algoritmos de Programacién Genética para el aprendizaje de modelos dindmi-
cos [68]. En la literatura consultada se observa que los algoritmos de Programacion Genética han
sido poco estudiados en problemas puramente multicriterio [69—71]. Los estudios en el 4rea del
aprendizaje basado en Programacién Genética Multiobjetivo, en su inmensa mayoria, utilizan
funciones de adaptabilidad escalares transformadas en enfoque multicriterio afiadiendo objeti-
vos relacionados con métricas de precision y simplicidad de las expresiones a aprender [72, 73].
Los estudios realizados en esta drea no incorporan estrategias modernas en la etapa de seleccion

de la supervivencia propuesta para los Algoritmos Evolutivos Multiobjetivo.
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1.2. Problema de investigacion

En consecuencia con lo antes planteado, al no existir un estudio general del comportamiento
de distintos algoritmos para el aprendizaje de modelos semi-fisicos de baterias con enfoque

multiobjetivo se derivan las siguientes preguntas cientificas de investigacion:

= ;Cudl es el algoritmo que logra una mayor convergencia en el aprendizaje multicriterio de
modelos semi-fisicos de estimacion del Estado de Carga y el Estado de Salud en baterias
de LiFePO4?

= ;Qué efecto tendria la aplicacién de modernos mecanismos de promocién de la diversidad,
disefados para problemas de muchos objetivos, en el aprendizaje de modelos semi-fisi-

cos?

= ;Es posible extender los algoritmos de aprendizaje basado en Programacion Genética
Multiobjetivo con modernos mecanismos de promocién de la diversidad propuestos para

problemas de muchos objetivos?

= ;Es posible aprender indirectamente de manera totalmente interpretable, expresiones que
describan importantes variables latentes en modelos semi-fisicos de baterias de LiFePO4

mediante Programacién Genética Multiobjetivo basadas en gramética?
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1.3. Objetivo general

El objetivo general de la investigacion es: desarrollar nuevos algoritmos de aprendizaje basados
en un enfoque multicriterio que doten a los investigadores de otras alternativas para enfrentar
problemas dindmicos; particularmente que permitan el aprendizaje de modelos semi-fisicos de

baterias de Iones de Litio con tecnologia basada en LiFePOj,.

1.4. Objetivos especificos
Este objetivo general se desglosa en los siguientes objetivos especificos :

1. Desarrollar nuevos modelos semi-fisicos, que puedan ser utilizados en BMSs, que permi-
tan la estimacion indirecta de variables latentes relacionadas con caracteristicas electro-

quimicas en baterias de LiFePO, y de la estimacion de las salidas observables.

2. Evaluar el efecto de la inyeccién de conocimiento, mediante preferencias parciales basa-
das en taylorismo en diferentes procesos evolutivos de aprendizaje de modelos Genético-
Difusos Multiobjetivo, para la estimacion del Estado de Carga y el Estado de Salud en
baterias de LiFePOy.

3. Extender los algoritmos de aprendizaje basados en Programacién Genética Multiobjetivo
con técnicas que hagan uso de puntos de referencia en el espacio objetivo para guiar la
bisqueda y de nuevas técnicas de promocién de la diversidad. Se persigue que los algorit-
mos resultantes permitan el aprendizaje indirecto de expresiones que describan importan-
tes variables latentes conjuntamente con el ajuste de las salidas observables en modelos

semi-fisicos de baterias de LiFePOy.
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1.5. Etapas en el desarrollo de la investigacion

Durante la presente investigacion se ha seguido un hilo conductor en el trabajo cientifico. Los
resultados alcanzados en cada una de las etapas han dado paso a la siguiente fase. El diagrama de

actividades que detalla las diferentes etapas puede verse en la Figura 1.1 en forma de resumen.

1. Primera etapa: identificacion y caracterizacion del problema objeto de estudio.

= Se estudian los modelos de Circuitos Eléctricos Equivalentes para el modelado de

baterias de Iones de Litio, asi como su representacion en espacios de estado.
= [gualmente se estudian los modelos semi-fisicos de primera generacion.

= Se disefia un conjunto de ensayos de baterias los cuales se llevan a cabo en el La-
boratorio de Baterias en la Escuela Politécnica de Ingenieria de la Universidad de
Oviedo. Con los datos recolectados se procede a la creacién de juegos de datos em-

pleados en la experimentacion a lo largo de la tesis.
2. Segunda etapa:

= Se propone una segunda generacion de los modelos semi-fisicos para la estimacion
del Estado de Carga (Modelo SMF 1)

= Se realiza la evaluacion de los Algoritmos Evolutivos Multiobjetivo (MOEAs) para
el aprendizaje del modelo. Mediante el andlisis de los resultados se concluye que los
MOEAs tienen un comportamiento promedio en la extraccién de conocimiento de

la dinamica del sistema.

= En este punto se realiza un estudio numérico de la estimacion indirecta de la curva

de OCV con el nuevo modelo, mediante un algoritmo de aprendizaje ad-hoc.

3. Tercera etapa:

= Se estudian las dltimas novedades en las técnicas para la estimacion del Estado de
Salud en Baterias de Iones de Litio, identificando el ICA como una alternativa facti-
ble para la implementacién en el modelo propuesto y que puede ser utilizada en los
BMS.

= El proceso de aprendizaje del modelo semi-fisico 1 con la estimacién del estado de
salud afiadido es estudiado empiricamente con MOEAs y algoritmos de evolutivos

disefiados para problemas de muchos objetivo.

= En este punto, se realiza el aporte del Algoritmo de aprendizaje basado en preferen-

cias parciales difusas 6-FPO.
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= Se finaliza la etapa con el estudio empirico del algoritmo propuesto aplicado al pro-
blema particular de la estimacién de SoH en baterias de Iones de Litio. Se analizan

y discuten los resultados obtenidos.
4. Cuarta etapa:

= Se propone el segundo modelo semi-fisico (Modelo SMF 2) para la estimacién del
SoH basado en las curvas de potencial de circuito abierto de los electrodos en ba-

terias de iones de litio.

= Se estudian los algoritmos de aprendizaje basados en Programacion Genética multi-
objetivo identificando carencias para el aprendizaje indirecto de expresiones analiti-

cas

= Propuesta del Algoritmo de Aprendizaje basado en Programacién Genética Multi-
objetivo con el uso de gramdticas (Grab-MO-GaP). La propuesta extiende los al-
goritmos de MOGP con mecanismos modernos de promocién de la diversidad. La
propuesta enfatiza el aprendizaje indirecto de expresiones que describen bloques

relacionados con variables latentes.

= Experimentacion, andlisis y discusion de los resultados
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FIGURA 1.1: Etapas del desarrollo de la investigacion
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1.6. Meétodos de trabajo cientifico

Durante el desarrollo de la investigacion se emplearon los siguientes métodos:
Métodos generales
= Método hipotético-deductivo: para elaborar las hipétesis y proponer lineas de trabajo a
partir de resultados parciales.

= Método sistémico: para que el desarrollo de los algoritmos propuestos y su aplicacién en

el campo de las baterfas se vea como un todo y funcione de manera armonica.
= Método histérico-16gico y dialéctico: para el estudio critico de los trabajos anteriores
tomandolos como punto de referencia.

Métodos légicos

= Método analitico-sintético: se descompone el problema de investigacion en elementos por
separado y se profundiza en el estudio de cada uno de ellos, para luego sintetizarlos en la

solucién de las propuestas.

= Método induccién-deduccion: para la confirmacion tedrica durante el desarrollo de la te-

sis.

= Método de modelacién: para el desarrollo de los algoritmos a lo largo de la investigacion.
Métodos empiricos

= Método coloquial: para la presentacion y difusion de los resultados en eventos cientificos.

= Método experimental: para comprobar la utilidad de los resultados obtenidos.

1.7. Novedad cientifica
Esta investigacion permitié obtener resultados cuya novedad cientifica radica en:

1. La concepcién y definicion del algoritmo 6-FPO. Este permite la inyeccién de conoci-
miento como mecanismo de presiéon evolutiva a través de preferencias parciales en la

etapa de seleccion de soluciones sobrevivientes.
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2. Propuesta del algoritmos Grab-MO-GaP, extendiendo as{ los algoritmos multiobjetivo de
Programacion Genética para el aprendizaje de variables latentes en modelos dindmicos.
Las extensiones se realizan con mecanismos basados en la distribucion de puntos de refe-
rencia en el espacio objetivo unido a modernos mecanismos de promocién de la diversi-

dad.

1.8. Valor practico

El valor préictico se relaciona con la aplicacion de los algoritmos propuestos al problema del
diagndstico del Estado de Salud en baterias de Iones de Litio. Fundamentalmente porque las
propuestas pueden ser implementadas en los BMSs de vehiculos eléctricos, evitando asi la ne-

cesidad de extraccion de la bateria para la realizacién de pruebas de laboratorio.

1.9. Valor social

La dimension interna del valor social de la investigacion radica en la contribucién al desarrollo
de otras investigaciones en dreas del Aprendizaje Automdtico y el modelado de baterias. Por otro
lado, en la dimension externa, se dan a conocer nuevos algoritmos que pueden ser extrapolados

a problemas en distintas areas de investigacion.
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1.10. Estructura de la tesis

La tesis estd estructurada en cinco capitulos. A continuacién de este Capitulo 1, donde se pre-
senta la motivacion de la investigacion y el disefio metodoldgico de la misma, los siguientes

capitulos se estructuran de la siguiente forma:

= En el Capitulo 2 se hace un anadlisis critico de la literatura actualizada, precisando los
principales aspectos conceptuales y definiciones involucrados en la investigacion. Se hace
una revisioén exhaustiva del uso de técnicas computacionales inteligentes en problemas
dindmicos de la ingenieria. Se explica, los fundamentos de los algoritmos evolutivos de
aprendizaje enfatizando en problemas multicriterio. Posteriormente se hace una introduc-
cion al uso de baterias de Iones de Litio donde se detallan sus principales caracteristicas y
se enfatizan las no-linealidades de estos sistemas que dificultan el desarrollo de modelos
de diagnéstico. El capitulo finaliza puntualizando los problemas abiertos que existen en

la estimacion del Estado de Salud en baterias de vehiculos eléctricos.

= El Capitulo 3 desarrolla las propuestas de la presente tesis. Comienza con la introduccion
de los modelos semi-fisicos de segunda generacion. Se presenta el primer modelo para
la estimacién del Estado de Carga en baterias (Modelos SMF 1), en el que se evaldan
los Algoritmos Evolutivos Multiobjetivo mds representativos para el aprendizaje en los

Sistemas Genético-Difusos Multiobjetivo.

Posteriormente se incluye en el Modelo SMF 1 un tercer objetivo relacionado con las cur-
vas ICA para la estimacion del Estado de Salud. Este elemento hace mucho mas complejo
el proceso de aprendizaje y establece las bases para la experimentacién con nuevos meca-
nismos de promocidn de la diversidad disefiados inicialmente para problemas de muchos
objetivos. En este contexto se presenta un nuevo algoritmo (6-FPO) que inyecta cono-
cimiento en el proceso evolutivo mediante el uso de preferencias parciales y mejora la

convergencia.

El segundo modelo semi-fisico que se presenta en el capitulo (Modelo SMF 2) esta di-
rectamente disefiado para la estimacion del Estado de Salud en baterias de Iones de Litio.
El proceso de aprendizaje de este modelo requiere desarrollar extensiones de los algo-
ritmos de aprendizaje basados en Programacién Genética Multiobjetivo. Las extensiones
propuestas consisten en el uso de modernos mecanismos de promocién de diversidad uni-
dos al uso de gramaticas como mecanismo de presién evolutiva. El algoritmo propuesto
Grab-MO-GabP, facilita el aprendizaje indirecto de la variable latente que estima el poten-
cial de circuito abierto para el electrodo negativo, de manera totalmente comprensible por

los seres humanos,.
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= E] Capitulo 4 presenta los estudios empiricos realizados como parte de la validacién de
las aportaciones de la tesis. Se explican los ensayos de baterias realizados en condiciones

de laboratorio para la creacion del juego de datos utilizado en la experimentacion.

= E] Capitulo 5 presenta las conclusiones generales y las lineas de investigacion para futuros

trabajos.

= Finalmente se presenta la Bibliografia 6 consultada para el desarrollo de la tesis y los

Anexos.
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Notas:







Capitulo 2

Fundamentacion Tedrica

En el presente capitulo se hace un andlisis critico de la literatura precisando los principales as-
pectos conceptuales involucrados en la investigacién. De cada uno de los aspectos abordados
se presenta una amplia revision del estado del arte. Esta base tedrica analizada conforma el hi-
lo conductor para comprender las aportaciones que se presentan en la tesis. Para conveniencia
del lector, el primer epigrafe contextualiza los distintos algoritmos utilizados en el modelado de
problemas dindmicos, enfatizando en aplicaciones relacionadas con la ingenieria. En el segundo
epigrafe se hace un andlisis de los avances en la Computacién Evolutiva resaltando los algorit-
mos multiobjetivo por la importancia que tienen para la presente tesis. A continuacién se hace
una introduccién al uso de baterias de Iones de Litio y se explican las principales tecnologias de
fabricacion existentes. Se resumen los principales modelos de baterias existentes en la literatura
para la estimacion del Estado de Carga y el Estado de Salud. Se evidencia la necesidad de mo-
delos precisos y de facil comprension, que a la vez puedan ser implementados en los sistemas

de gestidn de baterias incorporados en los vehiculos eléctricos.

19
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2.1. Técnicas inteligentes en modelos dinamicos para la ingenieria

Los sistemas dindmicos, muy comunes en el campo de las ingenierias, con frecuencia presentan
no-linealidades en las relaciones entre los diferentes elementos de estos sistemas. Los sistemas
dindmicos no-lineales pueden presentar comportamientos extremadamente complejos, llegando
a ser cadticos en algunos casos. Por esta razdén, es de gran importancia desarrollar herramientas
computacionales eficaces que permitan identificar el mejor modelo para cada sistema dindmico

en particular, obteniendo asi mejores simulaciones del sistema y el control del mismo.

Un modelo se define como una representacion abstracta de cierto fenémeno de la realidad. Los
modelos dindmicos hacen una aproximacién de la realidad que permite conocer en un instante de
tiempo determinado, los estados pasados y los estados futuros de un sistema. Algunos modelos
dindmicos cuentan con memoria, es decir, su salidas dependen tanto de las entradas como del
valor de las variables latentes. Un reto en el desarrollo de modelos para aplicaciones ingenieriles

lo constituye la determinacion de los valores iniciales de las variables de estado.

Muchos son los trabajos publicados de modelos dindmicos aplicados a problemas ingenieriles.
Por solo citar algunos ejemplos, Efstratiadis [75] hace una revision de los avances alcanzados
durante una década en el drea de los modelos hidrolégicos. Talebi [76] estudia los modelos
que describen la presién de saturacion en depdsitos de aceites. Mientras que, Vaidyanathan [77]
publica un importante trabajo sobre el modelado para el control de los reactores nucleares de

cuarta generacién, conocidos como los “Tokamak™ .

En las dltimas décadas han sido estudiadas varias técnicas basadas en Aprendizaje Automadtico
para problemas dindmicos. Los Sistemas Basados en Reglas Difusas (FRBS, del inglés, Fuzzy
Rule-Based Systems) son los mas estudiados en la literatura. Ademads, han demostrado ser una
poderosa herramienta para la extraccién de conocimiento en problemas de ingenieria y en mu-
chas otras aplicaciones. Dentro de estas se encuentran los problemas de clasificacion [78] y
los problemas de mineria de datos [14, 22] que pueden presentarse en varios sectores como la

economia, la medicina, etc.

Los Sistemas Genético Difusos surgen de la aplicaciéon de algoritmos de computacion evolu-
tivos, especialmente Algoritmos Genéticos, para la definicion o aprendizaje de los FRBSs. En
estos modelos, los antecedentes y/o consecuentes de los FRBSs intervienen en el proceso evo-
lutivo de los Algoritmos Genéticos. Es conocida la habilidad de los algoritmos de computacioén
evolutiva en general para encontrar “buenas” soluciones en problemas de bisqueda y de opti-
mizacion. Por otro lado, cuando el modelo a aprender hace uso de FRBSs y ademas, requiere
cumplir con varios objetivos que entran en conflicto en si, los modelos se enmarcan en los
Sistemas Evolutivos-Difusos Multiobjetivo (MOEFS, del inglés, Multi-Objective Evolutionary
Fuzzy Systems) [79].
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En el campo de los MOEFSs se han estudiado sistemas dindmicos complejos de identificar.
Dentro de estos se encuentran sistemas de grandes dimensiones [80] y sistemas cadticos de la
ingenieria [81]. Segtin Ljung [82], en la identificacion de sistemas dindmicos se debe alcanzar
un equilibrio, de manera que, la descripcién no sea excesivamente flexible y se evite la sobre-
parametrizaciéon. En los MOEFSs se continda investigando la relacién entre precision de los
modelos y la interpretabilidad de las reglas lingiiisticas. Algunos estudios hacen uso de algorit-
mos de computacion evolutiva (Programacion Genética) en el modelado de sistemas dindmicos
para garantizar la correcta comprension del conocimiento extraido de estos sistemas dindmi-
cos [83]. La siguiente seccidn presenta los algoritmos de aprendizaje basado en computacion

evolutiva.

2.2. Computacion evolutiva para el aprendizaje de modelos

La Computacién Evolutiva tiene varias décadas de desarrollo con buenos resultados. Es un area
de investigacion activa cuyos avances se extienden rdpidamente a varios campos de aplicacion

de la ciencia y la ingenieria.

Existen varios grupos de algoritmos que forman parte de la Computacién Evolutiva:

= Algoritmos Genéticos (AG) [84, 85],

= Estrategias Evolutivas (EE) [86],

= Programacion Evolutiva (PE) [87],

= Programacioén Genética (GP, del inglés, Genetic Programming) [72],
s Evolucién Diferencial (ED) [88],

= Aprendizaje de Sistemas Clasificadores (LCS; del inglés, Learning Classifier Systems)
[89-91]

= Estimacion de los Algoritmos de Distribucion (EDA; del inglés, Estimation of Distribu-

tion Algorithms) [92].

Algunos trabajos con los cuales el autor de la presente tesis estd de acuerdo ubican la Optimi-
zacion Basada en Enjambre de Particulas (PSO; del inglés, Particle Swarm Optimisation) como
parte de la Computacion Evolutiva. La inspiracién de PSO viene de la inteligencia colectiva y
su terminologia difiere significativamente (Enjambre, Particulas, etc). Sin embargo, el proceso

de busqueda se ajusta a la estructura de los Algoritmos Evolutivos [1].
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Las diferentes etapas de los Algoritmos Evolutivos son bien clarificadas por el profesor K. Deb,
estableciendo las bases para el desarrollo de nuevos algoritmos [93]. Dichas etapas se detallan a

continuacién. Como complemento observe la Figura 2.1.
Etapas de los Algoritmo Evolutivo:
= Inicializacion: Genera un nimero de individuos (soluciones) para conformar la poblacién

inicial P, el genotipo y fenotipo de los individuos estd directamente relacionado con el

problema de aplicacion.
= Seleccion de Padres: Se seleccionan los padres 1 del conjunto P para el apareamiento.

= Apareamiento: Se generan los hijos A a partir de © padre mediante los operadores de

cruzamiento y mutacion.

= Seleccion de Sobrevivientes: Se escogen los individuos que pasan a la siguiente genera-

cion. Existen dos populares estrategias:

e Estrategia generacional de actualizacién de la poblacién (p + A).

e Estrategia de estado constante (1 = ).

= Finalizacion: Evalia la condicién de parada del proceso evolutivo.

Seleccion de Padres

Inicializacion » [ Padres ]

Cruzamiento

l Poblacién

F

Mutacion

v

[ﬁ“
Terminacion L i

Seleccion de sobrevivientes

FIGURA 2.1: Estructura de los Algoritmos Evolutivos (Figura inspirada en [1]).

Por otro lado, la convergencia de los Algoritmos Evolutivos esta directamente relacionada con el
diseno acertado que se haga de estos y el estudio de los pardmetros de cada uno de los algoritmos.
El ajuste de los parametros de un Algoritmo Evolutivo AF, mediante un segundo algoritmo

AFE), se conoce en la literatura como Meta-Algoritmos Evolutivos [94].

La Tabla 2.1 resume las principales codificaciones genéticas, operadores evolutivos y los meca-

nismos de seleccion de padres.
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Representacion Binaria Entero Real Arbol
Cruzamiento 1-punto Cambiar alelos en Simple: SBX Sub-arboles
n-puntos el conjunto finito de | Completo: HBX
Uniforme | posibles valores Mixto: BLX-«v
Mutaciéon Bit negado | Reajuste aleatorio Uniforme Sub-arboles
Por arrastre No-uniforme Mitad y mitad en rampa
Auto-adaptativa

Seleccion de padres Por torneo; Rueda Ruleta; Uniforme; Proporcional basado en funcién
de adaptabilidad; con probabilidades; basadas en ordenamiento

Seleccion de Actualizacion de la poblacion basado en cantidad de generaciones;

Sobrevivientes Elitistas; No elitistas (Primero el peor; Torneo Round-robin;
Seleccién (i + A); Seleccion (u, A) y Seleccion (p + A))

TABLA 2.1: Resumen de los principales disefios de los Algoritmos Evolutivos.

En recientes estudios se identifican modernas lineas de investigacién dentro de la Computacion

Evolutiva. Dentro de estas se destacan:

La extension de los algoritmos a nuevos problemas de aplicacidon.

Paralelizacién de los algoritmos existentes [95].

El despliegue en escenarios distribuidos [96, 97].

El disefo de hardware especializado para acelerar la convergencia de los algoritmos [98].

Algoritmos Evolutivos que permiten una interaccion periddica de usuarios expertos para

conducir el proceso de biisqueda mediante preferencias [99].

Con el paso de los afios y los buenos resultados alcanzados, la computacién evolutiva se ha
consagrado como los algoritmos de aprendizaje de modelos por excelencia. En sus inicios los
estudios se enfocaron en el aprendizaje de modelos con funciones de adaptabilidad escalar. En
los tltimos afios se evidencia un interés creciente en el estudio de los Algoritmos Evolutivos
para el aprendizaje de modelos multicriterio. En la préxima seccién se hace un revision de los

algoritmos evolutivos multiobjetivo.

2.2.1. Algoritmos evolutivos multiobjetivo

Los Algoritmos Evolutivos Multiobjetivo (MOEA; del inglés, Multiobjective Evolutionary Al-
gorithms) se han convertido en una potente herramienta para el aprendizaje de modelos. Con el
paso de los aflos aumenta la complejidad y las dimensiones de los problemas que pueden ser re-
sueltos mediante estos algoritmos. El aprendizaje de modelos con un enfoque multicriterio, por
la utilizacion de una funcion de adaptabilidad en forma vectorial, hace complejo el desarrollo
de los algoritmos. Asi, en problemas multicriterio donde se deben satisfacer varios objetivos los

cuales presentan una relacion competitiva entre si, el desarrollo de MOEAs es un reto. El mayor
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reto es lograr ”buenas” soluciones evitando que se obtenga una buena medida de error para uno

de los objetivos pero de poca precision en el resto.

La Figura 2.2 muestra dos grupos de soluciones para un problema de dos objetivos en conflicto.
Los ejes f1y fo representan la medida de error en el cumplimiento de cada objetivo. Observe
que las soluciones del grupo A son buenas para el objetivo fi pero presentan poca precision en

el cumplimiento del objetivo f>. En las soluciones del grupo B, ocurre lo contrario.

e0®
-

FIGURA 2.2: Representaciones de soluciones en un problema multicriterio de dos objetivos.

Los problemas multicriterio tiene dos elementos que los hacen atractivos para los investigadores:
tienen un planteamiento sencillo y una cierta dificultad en la resolucién. Concretamente, un

problema de aprendizaje multicriterio de m objetivos y n variables se define como:

min F(z) = (fi(z), fo(2),..., fm(z)"
sujetoa x € (2.1)

donde z = (x1,z2, ... ,mn)T y 2 representa el espacio de decision, F': £ — R™. El conjunto
de vectores de soluciones Optimas se conoce como Frente de Pareto (FP) 6ptimo. Cualquier
mejora en un punto del FP éptimo respecto a un objetivo significa el deterioro de al menos
uno del resto de los objetivos. El correcto uso de técnicas que promuevan un equilibrio entre
la diversificacién y la intensificacion en {2 durante la etapa de seleccion de sobrevivientes tiene

una gran importancia en este contexto.

El concepto de Frente de Pareto fue formulado por Wilfredo Pareto en el siglo XIX. Esta estre-

chamente relacionado con el concepto de dominancidn de Pareto, estrictamente hablando:

t t

T .
n) que domina

La dominacién de Pareto se define a partir de una solucién z* = (3:'51, :1;';, e,

., T . .. ..
u = (zf,28,...,2 u u :
la solucién z* 1,28, ..., xy)" sisecumplen las siguientes condiciones:
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2. di€(1,2,...,n) tal que x} < x¥

A partir de esta definicién se pueden evidenciar cuatro regiones de dominacién. Basado en
la Figura 2.3 la solucién z domina las soluciones de la regién 1, no es comparable con las

soluciones de las regiones 2 y 4, siendo dominada por la soluciones de la regién 3.

fo 2 1
(o) (o]
S | 90
%
o
(@] ooo
3 © 4
fi

FIGURA 2.3: Relaciones de dominacién basadas en Pareto.

El Frente de Pareto 6ptimo contiene las soluciones que no son dominadas por ninguna otra.
La Figura 2.4 muestra graficamente el Frente de Pareto 6ptimo en un espacio objetivo de dos
dimensiones.

f'_' Espacio de Busqueda

fi

FIGURA 2.4: Frente de Pareto de ejemplo.

En problemas de pocos objetivos los MOEAs se han consagrado por las ventajas que ofrecen
sus diferentes enfoques elitistas basados en el Frente de Pareto. En la inmensa mayoria de los
MOEAs aplicados a problemas de ingenieria se utiliza una codificacién del cromosoma basado
en valores reales, x; € IR. En estos casos, la estrategia de inicializacién mds usada es la seleccion

de valores aleatorios pertenecientes a una distribucion.

Las diferencias en los MOEAs se evidencian fundamentalmente en sus mecanismos de promo-

cion de diversidad y las estrategias de asignacion de la funcién de adaptabilidad. El esquema
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de apareamiento més extendido en la literatura utiliza un operador de Recombinacién Binaria
Simulada (SBX; del inglés, Simulated Binary Crossover) y una mutacién polinémica. El ope-
rador SBX favorece la creacién de hijos cercanos a los padres. Se garantiza que se generen
pequefios cambios en los hijos controlando la desviacién estdndar de la distribucion utilizada

por el operador en funcién de la distancia que exista entre los padres [100].

Casi todas las familias de algoritmos de la Computacién Evolutiva tienen sus extensiones para

enfrentar problemas multicriterio:

Estrategias Evolutivas basadas en archivo de Pareto (PAES; Pareto archive evolution stra-
tegy) [101, 102].

= Optimizacién Multiobjetivo basada en Enjambre de Particulas (MPSO; del inglés, Multi-
objective Particle Swarm Optimisation) [103—-105].

= Evolucién Diferencial Multiobjetivo (MODE) [106, 107].
= Aprendizaje de Sistemas Clasificadores Multiobjetivo [108].

= Estimacién de los Algoritmos de Distribucién Multiobjetivo (MEDA; del inglés, Multi-
objective Estimation of Distribution Algorithms)[109].

El caso de los algoritmos basados en Programacién Genética y sus extensiones para problemas
multicriterio serd abordado en el proximo capitulo por la importancia que tienen para la presente
tesis. Seguidamente se describen brevemente los algoritmos mds representativos dentro de los
MOEAs.

2.2.1.1. SPEA2

Iniciando el presente siglo E. Zitzler propone SPEA2 (del inglés, Strength Pareto Evolutionary
Algorithm 2) [27]. Este algoritmo se diferencia de su primera version en la estrategia de asig-
nacién de la funcién de adaptabilidad, en el uso de una técnica de estimacion de densidad y
la mejora del mecanismo de truncamiento para la actualizacién de la estructura externa que

almacena los individuos no-dominados.

El esquema de asignacioén de la funcién de adaptabilidad tiene en cuenta cudntos individuos
son dominados por una solucién z; y a la vez, cudntos individuos dominan a ;. El indicador
de densidad se incorpora para discriminar entre individuos con igual valor de adaptabilidad
en el proceso de ordenamiento de las soluciones. El método de estimacion de la densidad por
excelencia es el vecino més cercano, aunque es valido cualquier otro similar. La Figura 2.5

muestra un esbozo del método de estimacion basado en el vecino mas cercano.
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Las soluciones no-dominadas que se generan se almacenan en la mencionada estructura externa
hasta alcanzar su limite. Cuando éste se excede, interviene el mecanismo de actualizacion basado

en truncamiento mediante el indicador de fuerza de cada uno de los individuos.

i

FIGURA 2.5: Método de densidad utilizado en el algoritmo SPEA2.

SPEA?2 ha sido estudiado en un amplio grupo de problemas de aplicacién con buenos resultados
[110-112].

2.2.1.2. NSGA-II

K. Deb por su parte propone NSGA-II (del inglés, Nondominated Sorting Genetic Algorithm
version 2) [26] que ha devenido como el més popular de los MOEAs. Mejora sustancialmente
la complejidad computacional de su primera version NSGA. Su caracteristica distintiva es el
ordenamiento por distintos niveles de no-dominacién, los cuales pueden verse como pequeios
subconjuntos de individuos. De esta forma, el primer nivel de no-dominacion (/1) contiene los
individuos que no son dominados por individuos de otros niveles en una poblacién determinada.
El segundo nivel (I/3) contiene los individuos que son dominados solamente por los de [; y asi
sucesivamente. En cada generacién, ademas de computar la funcion de adaptabilidad, se calcula
la Distancia de Apiflamiento. Este indicador permite conocer cuan cerca estd un individuo de
sus vecinos, siendo 1til este mecanismo para mantener la diversidad de soluciones dentro de la
poblacién. NSGA-II tiene un esquema generacional (14 A\) donde la seleccion de sobrevivientes
se basa en los niveles de no-dominacién haciendo un corte en los primeros N individuos, donde

N representa el tamafio de la poblacién.

La Figura 2.6 resume el procedimiento propuesto en NSGA-II. Se utiliza la notacién original
propuesta por el autor. P! es la poblacién en una generacién determinada y Q? los individuos
correspondientes a la aplicacién de los operadores de apareamiento en una estrategia generacio-

nal.
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clasificacién por clasificacion seleceion
; : 5 cruce.
dominancia por crowding e

distance ;
il
) || Q
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soluciones eliminadas
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bucle generacional

FIGURA 2.6: Procedimiento del algoritmo NSGA-II.
2.2.1.3. OMOPSO

OMOPSO es una de las variantes de la optimizacién basado en enjambre de particulas para
problemas multicriterio. Propuesta por Reyes y Coello [104], se basa en la dominacion de Pareto
y el uso del factor de apifamiento para la seleccion de las soluciones lideres durante el proceso

de busqueda.

En cada generacion del algoritmo se selecciona una particula (solucién o individuo) que lidera el
enjambre. La seleccion se realiza mediante un tornero binario basado en el factor de apiflamien-
to. El algoritmo utiliza dos archivos externos: uno para almacenar los lideres de la presente
generacion que guian el vuelo del resto de las soluciones en el espacio de busqueda, el otro

archivo almacena las soluciones globales.

El factor de apifiamiento se utiliza para filtrar la lista de lideres siempre que se exceda el limi-
te mdximo impuesto a esta. Unicamente se mantienen los lideres con los mejores valores de
apifamiento. En OMOPSO los autores proponen dividir la poblacién en tres subconjuntos don-

de se aplican diferentes operadores de mutacién en cada uno de estos subconjuntos.

2.2.2. Algoritmos evolutivos para problemas de muchos-objetivos

Los MOEAs son muy populares para problemas de dos o tres objetivos, sin embargo, en proble-
mas de muchos-objetivos (m > 4), la calidad de las soluciones se deterioran significativamente
[34]. La mayoria de los problemas multicriterio que necesitan ser resueltos en el area de la inge-
nierfa tienen muchos objetivos. Dentro de estos encontramos: el disefio de sistemas de control
[28, 29], 1a planificacién de actividades de la produccién [30, 31], la ingenieria de software [32],
etc. Algunos problemas llegan a tener entre 10 y 15 objetivos [113, 114]. Se evidencia en la
bibliografia que los algoritmos evolutivos para problemas de muchos-objetivos han tenido un

importante auge en los ultimos afios [115-117].
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La complejidad de los Algoritmos Evolutivos para Problemas de Muchos Objetivos (MMOOEAs;
del inglés, Many-objective Evolutionary Algorithms) es alta. Cuando se tienen muchos objetivos
a cumplir, la mayoria de los individuos en una poblacién dada se convierten en no-dominados
por el resto de las soluciones [33]. De manera que, si se seleccionan individuos de forma aleato-
ria, la probabilidad de escoger soluciones no-dominadas en una poblacién aumenta exponencial-
mente respecto al nimero de objetivos [34]. Este aspecto deteriora considerablemente el proceso
evolutivo y dentro de este, fundamentalmente, la preservacién de individuos élites como meca-
nismo de presion para alcanzar el FP 6ptimo. La convergencia de los procesos evolutivos se hace
considerablemente lenta ya que la mayoria de los mecanismos de seleccién elitista de soluciones
emplean relaciones de dominacién de Pareto como el principal criterio de seleccién. Por otro la-
do, en grandes dimensiones del espacio de soluciones factibles el conflicto entre diversificacion
e intensificacion se hace mayor. En este sentido, se observa en la literatura que los mecanismos

de promocién de la diversidad prefieren soluciones resistentes a la dominacién [118].

En los MMOOEAs, la implementacioén de los mecanismos de conservacion de la diversidad
resulta computacionalmente costosa [119, 120]. De manera general, el costo computacional de
los procesos evolutivos aumenta exponencialmente respecto a las dimensiones de un problema
dado [119, 120]. Otros elementos, como la visualizacién de frentes en grandes dimensiones
[121] y las técnicas de evaluacion de la actuacidn de los algoritmos, se afiaden a las dificultades

que tienen los investigadores en este tipo de problemas [34].

Las principales ideas que se identifican en la literatura para el desarrollo de MMOOEA se ex-

presan en la taxonomia siguiente:

1. Nuevas relaciones de preferencia: los mecanismos que se implementan en la etapa de se-
leccién de sobrevivientes de los algoritmos evolutivos tiene gran importancia. Muchas de
las relaciones de dominacion basadas en Frentes de Pareto tienen una pobre convergencia
cuando se escalan a problemas de muchos objetivos, como ya se expresd anteriormen-
te. Por este motivo, varios estudios proponen alternativas para implementar estas nuevas
relaciones de preferencia: nuevos mecanismos de ordenamiento de las soluciones y/o mo-
dificaciones de las relaciones de dominacién basadas en FP. Estas nuevas relaciones de
preferencia alivian el efecto negativo que produce la generacion de soluciones resistentes
a la dominacién. Igualmente, se comportan como mecanismo de presion evolutivo con el
objetivo de alcanzar el FP 6ptimo. Se destacan en este aspecto una serie de trabajos: rela-
ciones basadas en favores (Favor Relation) [36], Dominacién basada en indicador Epsilon
(e-dominance) [122], Dominacién de Pareto Difuso (Fuzzy Pareto Dominance) [123]. Por
otro lado, trabajos como el propuesto por di Pierro [37] hacen uso de un segundo nivel
de ordenamiento de las soluciones alterando ligeramente el primer nivel. Esta propues-
ta se conoce como Clasificacién en Orden de Preferencia (Preference Order Ranking),

existiendo otras alternativas [38—42].
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2. Uso de bisqueda miiltiple predefinida: varios MMOOEAS estan basados en este prin-
cipio y se pueden implementar con varios enfoques que no son excluyentes entre si. El
primer enfoque estd basado en el uso de puntos de referencia bien distribuidos en el es-
pacio de busqueda para una mejor convergencia hacia el FP 6ptimo [34]. De esta forma
se le introducen restricciones al esquema de apareamiento de los individuos. La Figura
2.7 ejemplifica la distribucién de puntos (referenciado como B) y las lineas de referencia

(referenciado como A) para el caso particular de un problemas de tres objetivos.

FIGURA 2.7: Distribucién de puntos de referencia en un espacio objetivo de tres dimensiones
(Fuente [2]).

En otros enfoques, los puntos de referencia también son utilizados para delimitar hiper-
planos en el espacio de decision y asi guiar la busqueda en un sentido u otro. Un tercer en-
foque utiliza operadores de agrupamiento para delimitar que un individuo pueda aparearse
con otros si y solo si pertenecen a mismo grupo [124—126]. En estos tltimos enfoques es
comun que en cada generacion se actualicen los limites superior e inferior de los valores
de la funcién objetivo para las soluciones del FP. Conociéndose los vectores delimitadores
como el Vector de Soluciones Nadir z"*¥" y el Vector de Soluciones Ideales z*, y siendo

nadir

el limite superior z = supfi(z) y el limite inferior z* = inf f;(x) Vi=1,...,m.
zeQ €N

La Figura 2.8 presenta un Frente de Pareto en dos dimensiones para una facil compresién

de la ubicacidn de las soluciones Nadir e Ideales.

3. Nuevos mecanismos de promocion de la diversidad: es conocido en un espacio de deci-
sién con muchos objetivos que los mecanismos de promocién de soluciones diversas son
un factor clave [118, 127]. Algunos autores han propuestos mecanismos para una ges-
tién eficaz de la diversidad. En este sentido, Adra y Fleming [128] proponen dos ideas
experimentando con el impacto que pueden tener éstas en la convergencia para proble-

mas de muchos objetivos. Por otro lado, Li [129] propone una modificacion general del
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FIGURA 2.8: Soluciones de referencia en un espacio de biisqueda de dos dimensiones.

criterio de diversidad para MMOOEAs basados en dominacidon de Pareto. Dentro de la
propuesta destaca la Estimacion de Densidad basada en Desplazamiento (SDE; del inglés,
Shift-based Density Estimation), la cual hace un correcto equilibrio entre promocién de

la diversidad y la convergencia.

4. Uso de archivos independientes para la convergencia y la diversidad: igualmente la
idea estd basada en el principio de equilibrar la convergencia y la diversidad, pero en este
caso, mediante estructuras de datos separadas. El algoritmo que introdujo este enfoque
en problemas multicriterio se conoce como el Algoritmo de dos archivos (Two-Archive
Algorithm) [130]. Afios después Wang propuso una mejora para problemas de muchos

objetivos obteniendo buenos resultados [131].

5. Enfoques basados en interacciones entre variables: otras de las tendencias en la in-
vestigacion que se refleja en la literatura es el desarrollo de técnicas para aprender las
complejas interacciones entre variables y hacer uso de este conocimiento para lograr una

mejor convergencia [44—47].

6. Mecanismos de descomposicion: la idea estd basada en la descomposicién del problema
de muchos objetivos en varios problemas con funcién de adaptabilidad escalar. En este
sentido resaltan tres funciones de agregacion:

= Suma Ponderada (sp). Se considera un vector de pesos w = (wi,ws,... ,wm)T
donde m representa el nimero de objetivos del problema. El vector de pesos debe
contener valores positivos w; > 0 para todo i = (1,2,...,m) y su suma debe ser
iguala 1, Y ", w;fi(x). Entonces, el PF 6ptimo al problema multicriterio planteado

en la Ecuacién 2.1 contiene un punto dado por la solucién 6ptima del siguiente
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problema con funcién objetivo escalar.

min ¢g*f (z|w) = Z wj fi(x)
=1

sujetoa x € €} (2.2)

El uso de la notacién ¢g*P(x|w) propuesta en [43] enfatiza que w es el vector de
coeficientes en esta funcidn objetivo. El uso de diferentes vectores de pesos generaria

el conjunto de diferentes vectores 6ptimos de Pareto.

= Tchebycheff (te). En este enfoque el problema de la Ecuacién 2.1 se descompone en
un problema escalar de optimizacién que tiene la siguiente forma:

min g (zjw, 2%) = mdx {wilfi(z) =z}

sujetoa x € ) (2.3)

donde z* = (27, 23,. .., 2}, representa el vector de puntos de referencia generado.

rTm
La forma més comin de generar este vector de puntos de referencia esta dada por
la ecuacién z* = min { f(z)|z € Q} paracadai = (1,...,m). Es decir, para cada
punto 6ptimo de Pareto x* existe un vector de pesos w tal que z* es la solucién
Optima de la Equacién 2.3 y a su vez dicha solucién es un Punto del FP éptimo
en la Ecuacién 2.1. Mediante este enfoque es posible obtener diferentes soluciones

Optimas alterando ligeramente el vector de pesos.

= Enfoque de interseccidon de limites (il). Este enfoque busca geométricamente los
puntos de interseccion del limite superior y el conjunto de lineas de referencias. En
principio, el enfoque estd basado en la observacion de que en condiciones de regula-
ridad (problema multiobjetivo continuo con FP convexo) los puntos de interseccion
que se buscan proporcionan una buena aproximacion al limite superior del espacio
objetivo alcanzable. Estrictamente hablando, este enfoque descompone el problema

planteado en la Ecuacién 2.1 en el siguiente problema escalar:

min ¢" (z|w, 2*) = d
sujetoa F(x) — 2" = dw

z e (2.4)

donde w y z* representan igualmente los pesos y el conjunto de puntos de referencia
respectivamente. La restriccion F'(x) — z* = dw asegura que la mejora de F'(z)

. . . . ., *
sea en el sentido de la linea que une el origen con el punto p, en direccién a w* 'y
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pasando sobre z*. La linea L une el origen de coordenadas perpendicularmente con

el vector de distancia ds. Observe la Figura 2.9 para una mejor compresion.

L4

B z* Espacio Objetivo alcanzable

i

FIGURA 2.9: Enfoque de interseccion de limites en un espacio objetivo de dos dimensiones
(Fuente [3]).

Varias son las técnicas de descomposicion de problemas con muchos objetivos que
pueden ser categorizadas en el enfoque de interseccion de limites, dentro de ellas
el Método de Interseccion de Limites Normales [132] y el Método Normalizado
de Restriccion Normal [133]. Posteriormente, en la Seccion 2.2.2.3 se detalla un
algoritmo que utiliza el enfoque de interseccion de limites y suma penalizaciones al

mismo.

Se destaca en la literatura de esta drea de investigacion estudios sobre algoritmos meméticos
con aplicacién en problemas de muchos objetivos [78, 134]. Estos estudios concluyen que no
es necesario realizar el proceso de busqueda local en todas y cada una de las generaciones del
algoritmo evolutivo. Los algoritmos meméticos para problemas de muchos objetivos deben tener
en consideracién un pardmetro adicional relacionado con el nimero de generaciones necesarias

para que intervenga la bisqueda local.

En el drea de investigacion relativa a los MMOOEASs no todo estd resuelto, persisten problemas
de aplicacién en los cuales los MMOOEASs evidencian la creacién de un elevado porcentaje de
soluciones resistentes a la dominacion [135]. En problemas muy puntuales este fendmeno ha si-
do solventado inyectando conocimiento especifico del dominio de aplicacién para la creacion de
operadores genéticos con taylorismo implicito [136, 137]. La revision de la literatura realizada
evidencia que existen elementos que hacen posible la mejora de los algoritmos existentes y la
propuesta de nuevas alternativas, con la premisa de que no existe un algoritmo de bisqueda que

sea igual de convergente para todos los tipos de problemas [48].



Fundamentacion Teorica 34

Seguidamente se resaltan de manera concisa los MMOOEAs més destacados en la literatura
seglin las experimentaciones realizadas con los mismos y sus aplicaciones en diversos problemas

reales.

2.2.2.1. MOEA/D

El Algoritmo Evolutivo Multiobjetivo basado en Descomposicion (MOEA/D; del inglés, Multi-
objective Evolutionary Algorithm Based on Decomposition) fue propuesto por Q. Zhang y H. Li
a finales del afio 2007 [43]. Es un algoritmo de los mas representativos del enfoque de descompo-
sicién. Ademds de la optimizacién simultdnea de los subproblemas en los cuales se descompone
el problema multicriterio original, existen dos elementos que destacar en MOEA/D. El primero
de éstos, relacionado con el apareamento local, no es mis que un mecanismo de restriccion del
apareamiento donde los padres A; y A2 son seleccionados detro de un vecindario de vectores
de pesos. El segundo elemento se conoce como reemplazamiento local y realiza igualmente la
etapa de actualizacién de la poblacién teniendo solamente en cuenta la subpoblacién compuesta
por los vectores de pesos mds cercanos. En otras palabras, una solucién hija o compite por so-
brevivir, Uinica y exclusivamente con sus vecinos mds cercanos, para ello se computa la distancia

Euclideana entre cada par de vectores de pesos.

MOEA/D ha sido estudiado en problemas de muchos objetivos y teniendo en cuenta diferentes
enfoques de descomposicion [135], aunque en el trabajo original se usa el enfoque de Tcheby-
cheff. El mecanismo de promocion de la diversidad en MOEA/D est4 estrechamente relacionado
con la correcta inicializacién de los vectores de pesos. Con vectores de pesos bien distribuidos
aumenta la probabilidad de obtener soluciones 6ptimas en los subproblemas que a su vez estén

dispersas en el FP 6ptimo.

MOEA/D cuenta con variantes de implementacién como la publicada en [138] y ha sido utili-
zado en algoritmos meméticos junto con una Busqueda Local de Pareto en [139]. Por otro lado,
recientemente se ha publicado el algoritmo implicito Algoritmo Evolutivo Multiobjetivo basado
en Dominacién y Descomposicion (MOEA/DD; del inglés, Multiobjective Evolutionary Algo-
rithm Based on Dominance and Decomposition) el cual busca un equilibrio entre la idea de la

descomposicion y la nuevas relaciones de dominacién [3].

2.2.2.2. NSGA-III

La version tres del Algoritmo Genético basado en No-Dominaciéon (NSGA-III) es una extension
mejorada para problemas de muchos objetivos [34]. La gran diferencia de esta versién es que
suprime el uso de la medida conocida como distancia de apifiamiento por no tener el mismo

efecto en problemas de muchos objetivos [140]. NSGA-III es una implementacién del enfoque
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de bisqueda multiple predefinida. Un conjunto de puntos de referencia distribuidos uniforme-
mente sobre el espacio objetivo sirven de base para guiar la bisqueda. La poblacién inicial es
generada aleatoriamente. El esquema de apareamiento es el mas extendido en los MMOOEAs,

operador de cruzamiento binario simulado y mutacién polinémica [141].

NSGA-III introduce la normalizacion de los valores de la funcién objetivo en el rango [0, 1].
Este algoritmo genético tiene un enfoque generacional (x + A). En la etapa de seleccion de los
sobrevivientes se generan los distintos niveles de no-dominacién. Siguiendo con la estrategia
propuesta en la anterior versién del algoritmo, los individuos del primer nivel de no-dominacién
[ tienen una alta prioridad de ser seleccionados como padres en la siguiente generacién. Las
soluciones en el tltimo nivel, donde se hace el corte de las soluciones que sobreviven, son selec-
cionadas aplicando un operador de preservacion de nichos. Este operador se basa en seleccionar

los individuos que menor distancia tengan respecto a las lineas de referencia menos pobladas.

2.2.2.3. 0-DEA

Recientemente se ha propuesto un nuevo algoritmo basado en el enfoque de nuevas relaciones
de dominacién dentro de los algoritmos evolutivos para problemas de muchos objetivos. Adicio-
nalmente, este algoritmo hace uso del enfoque basado en limites de interseccion, introduciendo
ademds penalizaciones. El algoritmo se conoce como §-DEA (del inglés, #-Dominance Evolu-
tionary Algorithm) [2]. §-DEA explota el esquema de evaluacién de la funcién de adaptabilidad
usado en MOEA/D y el mecanismo de promocién de la diversidad del algoritmo NSGA-III.

El tamafo de la poblacién N en este algoritmo se computa respecto a las dimensiones del
espacio objetivo m, y los pardmetros de division de frontera superior H; y de capas internas Ho.
Igualmente, el niimero de puntos de referencia distribuidos en el espacio objetivo es proporcional
a las dimensiones del problema y por consiguiente al tamafio de la poblacién generada. Los
puntos de referencia en §-DEA tienen la peculiaridad de ser un vector m-dimensional w =
(wj1,wj2,...,wjm)donde j € (1,2,...,N). Los valores de la matriz de puntos de referencia

deben cumplir ) ;" w; = 1.

El algoritmo incorpora un proceso de normalizacién adaptativa pensado para problemas de apli-
cacion donde los puntos del FP son escalados desigualmente. El proceso adaptativo tiene en

cuenta el vector de soluciones ideales z* y el vector de soluciones Nadir 2%, Estrictamente

. . . . .7 i(x)—zF ..
hablando, la normalizacién se realiza mediante la ecuacion f; = L@ En cada generacion
7

Znadir_z
1
del algoritmo se actualiza el vector z* con los mejores valores encontrados durante la bisqueda

nadir no e trivial, se realiza me-

para el objetivo f;. Por otro lado, la actualizacion del vector z
diante una busqueda de los valores ptimos de una funcién escalar (consulte [2] para un mayor

detalle).
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La nueva relaciéon de dominacién (f-dominacién) usa una funcién de agregacion con penali-
zaciones en las intersecciones de limites. De esta forma, la #-dominacién esta basada en las
distancias d; 1, d;2 y el pardmetro de penalizacién 6. Se pueden observar en la Figura 2.10 las
distancias y su notacién en un espacio objetivo normalizado, similar a lo expuesto anteriormente
en MOEA/D. En el caso particular de §-DEA, la penalizacién en las intersecciones se computa

mediante la Ecuacioén 2.5.

Fj(z) = dji(z) + 0dj2(x) (2.5)

0 i

FIGURA 2.10: Representacion geométrica en un espacio objetivo normalizado de dos dimen-
siones del enfoque de interseccion de limites basado en penalizaciones utilizados en §-DEA
(Fuente [2]) .

La etapa de seleccion de sobrevivientes en §-DEA se hace mediante un ordenamiento de los
individuos dentro de los distintos grupos de soluciones Cy. Dicho ordenamiento se realiza con
los valores de la funcién de adaptabilidad (Ecuacién 2.5) y mediante el esquema de niveles de
no-dominacién. En otras palabras, solamente los individuos dentro de un mismo grupo tienen
una relacién de competitividad. De esta forma se garantiza la preservacién de la diversidad en

espacios objetivo de muchas dimensiones.
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2.3. Modelado de baterias de Iones de Litio

En esta seccién se presentan los fundamentos generales y conceptos relacionados con el campo
de las baterfas. Se hace una revision de las diferentes tecnologias de baterias basadas en Iones de
Litio. Posteriormente se expone una revision exhaustiva bibliografica de los tipo de modelos de
diagnéstico existentes. La seccion finaliza resaltando las carencias identificadas en los modelos

para la estimacion del Estado de Salud en baterfas de Iones de Litio.

En los ultimos afios se ha avanzado considerablemente en la optimizacién del uso de la energia
almacenada en las baterias y en la prevencién de dafios [50-52]. Lograr un uso 6ptimo de las
baterfas en los vehiculos eléctricos tiene mucha importancia. Aproximadamente el 40 % del
costo total de estos vehiculos lo representa sus baterias. El uso eficiente de la energia almacenada
tiene un impacto directo la reduccién de gases contaminantes al medio ambiente, asi como, una

mayor rentabilidad de la inversion realizada por usuario de estos vehiculos.

Los vehiculos eléctricos incorporan Sistemas de Gestion de Baterias (BMS, del inglés: Bat-
tery Management Systems). Estos BMSs, mediante un conjunto de software y hardware, deben
garantizar el uso Optimo de las baterias [57]. Los BMSs implementan diferentes modelos de
diagndstico y prondstico de baterias en condiciones de operacion. La Figura 2.11 hace un esbo-

zo simple de la disposicion del BMS, la bateria y el motor dentro de los vehiculos eléctricos.

Bateria

FIGURA 2.11: Esbozo de los vehiculos eléctrico (Fuente [4]).
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2.3.1. Conceptos, fundamentos generales y tecnologias

Una baterfa se define como un sistema electroquimico que transforma directamente la energia
quimica almacenada en sus materiales activos en energia eléctrica mediante un proceso de oxi-

dacién-reduccion.

El término “bateria” se usa en el campo de la ingenieria, mientras que, el término “celda” se
emplea comunmente en el campo de la electroquimica. Una celda es la unidad minima electro-
quimica que transforma energia quimica en energia eléctrica, de manera que, las baterias pueden
constar de una o varias celdas conectadas en serie o en paralelo para conseguir la tensién y ca-
pacidad deseadas [142].

La Figura 2.12 muestra un esquema bdsico del principio de funcionamiento, donde se resaltan

los siguientes elementos:

§_> 2 e w‘
L maesuas a
Grafito Disolventes LFP

FIGURA 2.12: Principio de funcionamiento las las baterias de Iones de Litio (Fuente [5]).

Anodo: es el electrodo por el que los electrones abandonan la solucidn hacia el circuito eléctrico

externo.
Catodo: es el electrodo que acepta los electrones provenientes del circuito eléctrico exterior.

Electrolito: es el conductor iénico que posibilita la circulacion de corriente entre los electrodos
por el interior de la bateria. Los electrolitos pueden ser una solucién acuosa o no acuosa. Tienen

como objetivo mejorar la conductividad idnica.

Seguidamente se listan una series de definiciones asociadas al campo de las baterias. Los térmi-
nos, nomenclatura y unidades especificas que se listan serdn usados a lo largo del presente do-

cumento. Asimismo, se incluye el nombre de cada término en inglés, tal y como aparece en las
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hojas de caracteristicas y en una serie de figuras del presente trabajo tomadas de la bibliografia

consultada y otras de elaboracién propia.

= Capacidad (del inglés, Nominal Capacity) — (Ah): Cantidad de amperios-hora (Ah) que
puede entregar una bateria totalmente cargada. Este proceso de descarga se realiza en unas
condiciones especificas (generalmente a temperatura ambiente de 24°C y con un régimen
de descarga especifico seleccionado por el fabricante). En otras palabras, refleja el tiempo
en horas de una descarga a un indice de corriente determinado. En términos matemaéticos

se define como:

t;
Capacidad(Ah) :/ ipdt (2.6)
0

= Indice C (del inglés, C Rate): Régimen de carga o descarga en amperios al que se somete
un bateria, expresado como un multiplo de la capacidad nominal en amperios hora. Por
ejemplo, si una bateria de capacidad nominal 1Ah estd cediendo 0.1A y una bateria de
10Ah estd entregando 1A, se dice que ambas se estdn descargando con un indice de C/10

6 0.1C. Se expresa matemdticamente de la siguiente forma:

_ Capacidad(Ah)

¢= Tiempo(h) 27

= Tensiones de corte (del inglés, Cut-off voltajes) — (V): Valor de tensién de una bateria

donde finaliza la carga o la descarga.

» Profundidad de descarga (DOD, del inglés, Depth of Discharge) — ( %): Relacion de los

amperios hora descargados de una bateria con respecto a su capacidad nominal.

= Densidad de energia (del inglés, Energy Density) — (Wh/l): Energia (Wh) que se puede

extraer de una bateria por unidad de volumen (1).

= Energia especifica (del inglés, Specific Energy) — (Wh/kg): Energia (Wh) que se puede

extraer de una bateria por unidad de masa (kg).

= Potencia especifica (del inglés, Specific Power) — (W/kg): Potencia (W) que se puede

extraer de una bateria por unidad de masa (kg).

= Rango de temperatura de funcionamiento (del inglés, Operating Temperature Range) —
(°C): Margen de temperaturas en el que la bateria puede trabajar en condiciones seguras

tanto en carga como en descarga.

= Vida ciclica (del inglés, Cycle Life) : Numero de ciclos, bajo unas condiciones de carga y
descarga especificas, que soporta una bateria antes de que su capacidad nominal disminu-

ya por debajo de un limite especifico, generalmente un 80 % de la capacidad inicial.
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= Tension de la bateria (vp, en inglés, Voltage) - (V): La tensién medida en los terminales

(bornes) de la bateria. Es el resultado de la diferencia de potencial entre los electrodos.

= Resistencia Interna de la Bateria (del inglés, Battery Internal Resistance) - [{2]: Oposicion

o resistencia al flujo de la corriente eléctrica que circula a través de la bateria.

Por la importancia que tienen para el presente trabajo se resaltan un grupo de definiciones que

se utilizan con mucha frecuencia en el modelado de baterias, estas son:

= Tension de Circuito Abierto (OCV, del inglés, Open-Circuit Voltage) — (V): Es la fuerza
electromotriz de la bateria en un estado de carga determinado sin la circulacién de corrien-
te. La curva de la OCV es vital para el ajuste de muchos tipos de modelos de baterias, fun-
damentalmente los basados en circuitos eléctricos equivalentes. Varios estudios presentan
ambigiiedades donde no se delimita claramente los conceptos de OCV y pseudo-OCV.
Esto sucede en el lenguaje utilizado por los autores para explicar sus trabajos y también

en los procedimientos de obtencion de la curvas.

e La OCYV se puede obtener mediante el método de relajacion de la tensién propuesto
por Abu-Sharkh en el afio 2004 (ver Figura 2.13 y consulte la referencia [12]). El
método consiste en aplicar corrientes a C/25 (o inferiores) con periodos de reposos
de 4 horas aproximadamente cada 10 % del Estado de caga. Dichos periodos de re-
poso se deben hacer durante la carga y la descarga. Mediante éstos se logra alcanzar
el equilibrio de los procesos internos y obtener la muestra de tension al final de cada

reposo.

e La pseudo-OCYV se obtiene igualmente aplicando corrientes de carga y descarga
muy bajas. El procedimiento de obtencién de la pseudo-OCYV, requiere solamente de
dos periodos de reposo, al finalizar la carga y al finalizar la descarga. Con estos datos
experimentales obtenidos se computa la media de las curvas de tension en carga y
descarga para cada estado de carga. En la Figura 2.14 se puede apreciar la histéresis
entre la carga y la descarga, lo cual denota una falta del equilibro en las reacciones

electroquimicas subyacentes.

= Estado de carga (SoC, del inglés, State of Charge) — ( %): Relacién entre la capacidad en
amperios hora que tiene almacenada una bateria y su capacidad nominal. El SoC de una
bateria estd estrechamente relacionado con la OCV, OCV = f(SoC') [143, 144].

= Estado de salud (SoH, del inglés, State of Health) — (%): El SoH refleja la condicién
general de una bateria y su capacidad de rendimiento en comparacién con las condiciones
de la bateria nueva. En el SoH se tiene en cuenta los cambios en la aceptacion de carga, la
resistencia interna y auto-descarga de las baterias. En otras palabra, indica cuanto de vida

util de la bateria se ha consumido, y (en %) el ndmero de ciclos de vida 1til quedan.
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Baterias de Litio

Existen varios materiales y tecnologias de fabricacion de baterias. En la actualidad las baterias
de Iones de Litio son las mds extendida. Tienen una elevada densidad de energia (Wh/l) y
energia especifica (Wh/kg). Esta caracteristica las hacen muy atractivas para su uso en apli-
caciones méviles y fundamentalmente en vehiculos eléctricos. Estas baterias incorporan circui-
tos electronicos de control para evitar sobrecargas y/o sobredescargas con riesgo de explosion.
Igualmente, el control de la temperatura de funcionamiento es de vital importancia para la pre-

vencion de accidentes.

Dentro de las baterias de Iones de Litio existen varios tecnologias:

= Litio Oxido de Cobalto (LCO, del ingles, Lithium Cobalt Oxide) - (LiCoO3): Fue de las
primeras baterias de Litio en el mercado. Es la bateria mds empleada en aplicaciones
de electrénica de consumo, tales como los teléfonos méviles, ordenadores portitiles, etc.
Se debe a su densidad de energia de hasta 490 Wh/L lo que la hace muy ligera y poco
voluminosa. Su vida ciclica es la més baja de las tecnologias de litio. La densidad de
energia de esta tecnologia es la més elevada. Dentro de las desventaja que presenta resalta
la inestabilidad térmica. En la actualidad los principales fabricantes de esta tecnologias

son: Sony, Kokam, Boston Power y Saft.

= Litio Oxido de Niquel, Cobalto y Manganeso (NMC o NCM o, del inglés, Lithium Nic-
kel Manganese Cobalt Oxide) - (LiNiMnCos): Presenta buen rendimiento para el bajo
coste que suponen. Tienen una densidad de energia alta, buenas caracteristicas de energia
especifica y vida ciclica. Por otro lado, pueden suministrar corrientes de pico altos. Esta
caracteristica las hacen muy atractivas para su utilizacién en vehiculos eléctricos. Ademas,
son mds seguras por sus propiedades térmicas. Uno de los principales proveedores de este

tipo de baterias es Samsung.

= Litio Oxido de Niquel, Cobalto y Aluminio (NCA , del inglés, Lithium Nickel Cobalt Alu-
minium Oxide) - (LiNiCoAlOs): Presentan buenas caracteristicas en términos de densidad
de energia, densidad de potencia y vida ciclica. Dentro de sus caracteristicas desfavorables
estin la baja seguridad y el alto costo. Entre los principales fabricantes de esta tecnologia
esta Panasonic, el cual provee este tipo de baterias para los populares vehiculos eléctricos
de Tesla [145].

= Litio Hierro Fosfato (LFP o LiFePO,): Es una de las tecnologias que mas aceptacion esta
teniendo en los tltimos tiempos. Son el fruto de los trabajos de un grupo de investigacién
de la Universidad de Austin en la década de los noventa. Dentro de las caracteristicas

ventajosas que presentan, seglin [6], resaltan:

e La seguridad, no presentan riesgo de explosion;
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Energia Ciclos de Tiempo de

Tipo Especifica (Wh/kg) vida  Seguridad Vida ciclica Costo
LCO 110 - 190 500-1000  Pobre Promedio Alto
LMO 100 - 120 1000 Promedio Promedio Promedio
NCA 110 - 150 2000-3000  Baja Alto Alto
NMC 110- 170 2000-3000 Baja Bueno Alto
LFP 90 - 115 >3000 Alta Promedio Promedio
LTO 60 -75 >5000 Alta Alto Alto

TABLA 2.2: Resumen de las principales tecnologia de baterias basadas en Iones de Litio.

e Soportan regimenes de descarga muy elevados, llegando a 30C de manera continua;
e El precio de las materias primas es bajo y se cuenta con abundantes reservas;

e Larga vida ciclica, llegando hasta los 3000 ciclos de carga-descarga sin que su capa-

cidad nominal disminuya més del 10 % [146].

A modo de resumen de las principales tecnologias mencionadas anteriormente se puede consulta
la Tabla 2.2 y la Figura 2.15.

Costo j . N\ Potencia

¥idacati Seguridad

Desempefio

FIGURA 2.15: Comparacién de las distintas tecnologias de baterfas basadas en Litio (Fuente

[5D.

Considerando el anélisis realizado de las diferentes tecnologias de baterias basadas en lones de

Litio, el presente trabajo empleara baterias de tecnologia LFP.
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2.3.2. Principios en el desarrollo de modelos

El modelado de baterias es un area activa de investigacion y bien estructurada. Se aprecia en
los ultimos afios un aumento de los trabajos cientificos publicados en esta drea. Cuma [4] hace
un estudio bibiliométrico de las publicaciones relacionadas con las distintas estragegias de esti-
macién de los modelos. La Figura 2.16 muestra el nimero de publicaciones hasta el aiio 2014,
estando la mayor parte de los trabajos relacionados con la estimacion del estado de carga. En el

resto de la presente seccidn se aborda los principales trabajos de investigacién posteriores a esa

fecha.
40 T T T T
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FIGURA 2.16: Nimero de publicaciones por afio de las diferentes estrategias de estimacién
relacionadas con vehiculos eléctricos y baterias (Fuente [4])

Las baterias de Iones de Litio son sistemas dindmicos complejos e inestables que dependen de
varios factores internos y externos [57]. Estos elementos hacen que el desarrollo de modelos
no sea una tarea facil. El principal reto del modelado es reproducir las no-linealidades en el
comportamiento de estos sistemas. Varios son los fendmenos electroquimicos y termodindmicos
que definen el comportamiento general de las baterias en diferentes condiciones de operacién
[147].

Los principales aspectos a tener en cuenta para el desarrollo de modelos, con la particularidad

de que puedan ser utilizados en los BMSs, son:

Caracteristicas de la bateria.

Caracteristicas del hardware embebido en el control de las celdas.

Perfiles de carga y descarga historicos.

Condiciones de operacién segura.
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= Requisitos comunes de los software embebidos vehiculos eléctricos.

En un sencillo protocolo de carga, reposo y descarga (Figura 2.17) de una bateria basada en LFP,

se pueden identificar varios elementos que hacen complejo el desarrollo de modelos:

= Altas pendientes en determinados segmentos de la curva de tensién. Durante la carga,

cuando la bateria esté cercana a alcanzar su maximo de capacidad y durante la descarga,

cuando estd cercana a la descarga total.

= Elevada histéresis entre la carga y descarga.

= Curvas de tensién muy planas en funcién de la carga de la bateria, fundamentalmente

entre el 20 % y el 80 % del SoC. En este segmento aparecen pequeflas mesetas con pocos

mili-voltios (mV) de diferencias entre ellas.
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FIGURA 2.17: Protocolo de carga, reposo y descarga de una bateria de LiFePOy.

El desarrollo de modelos precisos debe considerar también la reduccion de la capacidad que se

puede extraer de las bateria con descargas a altas corrientes (ver Figura 2.18). Este efecto es

similar a la respuesta de las baterias a condiciones de trabajo a bajas temperaturas [142].

2.3.3. Modelos de diagnéstico del estado de carga

Los primeros modelos de baterfas fueron simples relaciones empiricas entre diferentes variables

como: la tensién, la resistencia interna, la presién dentro de la celda o temperatura de la misma
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FIGURA 2.18: Diferentes regimenes de descarga aplicados a un bateria de LiFePO,.

[142]. Los modelos mds extendidos que emplean este enfoque hacen uso de tablas de bisquedas
relacionando la tension de la bateria con el estado de carga, (vg,SoC'). Estas tablas de busque-
das se conforman con datos a diferentes regimenes de descarga (C/3, C/2, C, etc) y diferentes

temperaturas.

La principal desventaja que presentan estos tipos de modelos es la falta de flexibilidad para
representar un enfoque sistemadtico. El desarrollo a base de prueba y error de estos modelos
empiricos, unido a leyes generalizadas que describen el comportamiento de los materiales, ha
aportado conocimientos para la mejora continua del modelado de baterias. Las leyes generales

indispensables para el modelado de baterias son:

= La Ley de Ohm, resultando que la caida de tensién en una celda depende de la cantidad

de corriente que fluye por ésta y la resistencia R que se ofrece al flujo de corriente:

Vp = iB * R (28)

= Por otro lado, mediante el efecto Joule se puede cuantificar el calor generado por la celda

en los procesos de carga y descarga:

AT =i% xR (2.9)

Existen un grupo de técnicas de estimacidn del SoH que estdn basadas en medidas directas y

pueden ser implementadas en los BMSs. Son identificadas por Waag en [57]:
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1. Estimacion basada en la Pseudo-OCV: puede ser eficiente para los vehiculos eléctricos
ya que estos son conducidos, generalmente, solo algunas horas al dia. Asi entonces, la
bateria estd en reposo el tiempo suficiente como para alcanzar el equilibrio y medir la

fuerza electromotriz en ese momento.

2. Estimacion basada en la capacidad: cuando se conoce la capacidad de la bateria, el estado
inicial del SoC y se hace un conteo de los Amperios-hora en cada momento se puede tener
una estimacion del SoC. Cuando esto se hace por un periodo de tiempo prolongado tiende
a ser ineficiente. Se necesita un proceso de recalibracion con el tiempo. No obstante, este
enfoque ha sido utilizado por el bajo coste de los sensores de corriente y que no necesita

hardware para el calculo. También puede ser utilizado en combinacidn con otras técnicas.

3. Estimacién basada en la impedancia: esta técnica por si solo no es un buen indicador
para la estimacion del SoC. Sin embargo, ha sido utilizada para este fin en los trabajos
[148, 149].

La estimacién del SoC basada en modelos cuenta con muchos trabajos relacionados y una va-

riedad de enfoques. Los trabajos publicados se pueden agrupar en cuatro grandes categorias:

1. Modelos basados en primeros principios o de “caja blanca” [150] o modelos electroquimi-

Cos.
2. Modelos basados circuitos eléctricos equivalentes [56, 151, 152].

3. Modelos de “caja negra” o aproximadores universales [15]. Agrupan el uso de varios al-
goritmos de Aprendizaje Automdtico que han sido aplicados en problemas de estimacioén

relacionados con baterias.

4. Modelos semi-fisicos o0 modelos de “caja gris”.

Existen varios trabajos con propuestas de modelos de “caja blanca” o modelos de primeros prin-
cipios [16, 153]. Estos modelos estdn basados en la caracterizacion analitica de los fendmenos
electroquimicos, termodindmicos y de trasporte mediante ecuaciones diferenciales. Son muy
precisos y costosos en términos de recursos computacionales. Su uso practico requiere de las
especificidades técnicas utilizadas en la construccion de las baterias, asi como un importante
nimero de pardmetros de fabricacién . Sin embargo, la inmensa mayoria de los fabricante no
facilita este tipo de informacién. Las hojas de caracteristicas de las baterias no cuentan con este
nivel de detalle. Este elemento reduce significativamente el uso de este enfoque para su uso en
BMSs.

Los circuitos eléctricos equivalentes (CEE) han sido una herramienta de modelado muy utili-

zada para aproximar las no-linealidades de las baterias. Los circuitos que contienen elementos
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resistivos y capacitivos son los més extendidos [154—157]. En [158] se incluye el efecto de las

no-linealidades en la capacidad.

Hu [56], por su parte, realiza un importante estudio comparativo de diferentes modelos eléctricos
donde se concluye que para baterias de LiFePO, un CEE de resistivo-capacitivo de primer orden
con histéresis de un estado, obtiene mejor ajuste que el resto de los 11 modelos estudiados. Otros
estudios como [159, 160] se enfocan hacia el comportamiento térmico de las baterias. Por otra
parte, modelos dindmicos como [159, 161-163] estudian la respuesta de la bateria ante cambios

repentinos de intensidad de carga o consumo.

Los CEE para la estimacioén del SoC se implementan mediante modelos basados en espacio
de estados [164, 165]. El modelado mediante CEE esta estrechamente relacionado con el uso
de filtros adaptativos. Estos filtros ajustan los estado internos del modelo en funcién de las
diferencias entre las predicciones y los valores medidos sobre la bateria. Los filtros adaptativos

mads utilizados en el campo de las baterias son:

= Filtros de Kalman [166, 167], incluyendo sus variantes.
» Filtro de cuadratura de Gauss-Hermite [168],

= Método de minimos cuadrados [169].

El uso de CEE tiene algunas desventajas.

= Generalmente no reproducen los efectos que ocurren en ausencia de corriente o en etapas

de corriente constante,

= En su gran mayoria, ignora el efecto de la temperatura en las baterias,

Los modelos de caja negra aplicados a baterias, como en el resto de aplicaciones, no requieren
de conocimiento sobre el dominio. Estos modelos inteligentes se han empleado para reproducir
el comportamiento de las baterias solamente a partir del tratamiento de los datos relacionados
con sus principales variables [170-172]. No obstante, tienen limitaciones para extrapolar los
casos no representados en los datos de entrenamiento [173]. En el modelado de baterias de
Iones de Litios esta limitacidn se hace mayor. La principal razén es que por las caracteristicas
de estos sistemas es imposible obtener un amplio abanico de datos (conjunto de entrenamiento)
representativos de todas las condiciones de operaciones de las baterias. De este modo, el uso de
aproximadores universales como las redes neuronales recurrentes presentan un comportamiento
promedio [174, 175].

Otros algoritmos de Aprendizaje Automatico e hibridos entre diferentes enfoques han sido uti-

lizados en el modelado de baterias de litio [176]. Dentro de éstos se encuentran las Maquinas
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de Soporte Vectorial [177] y modelos basados en 16gica difusa [18], entre otras técnicas. Estas

pueden ser consultadas en las revisiones realizadas por Cuma y Rezvanizaniani [4, 178].

2.3.3.1. Modelo semi-fisico

Los modelos de caja gris o modelos semi-fisicos son conceptualmente simples [16, 17]. Los
modelos semi-fisicos (SMF) para baterias de Iones de Litio fueron propuestos por Sdnchez
y Banco en [6, 7]. Estos modelos SMFs de primera generacién implementan la metodologia
propuesta en [179]. Cuentan con bloques compuestos por sistemas basados en reglas difusas
embebidos en un conjunto de ecuaciones diferenciales. Su enfoque combina la flexibilidad de
los modelos inteligentes con la simplicidad de disefio de los circuitos equivalentes (ver Figura
2.19). Se reduce al minimo el nimero de pequefias cajas negras utilizadas para representar las

no-linealidades de determinados bloques.

FRBS Elemento Inteligente

—ocv Rz Vs

FIGURA 2.19: Circuito eléctrico equivalente de los modelos semi-fisicos de de primera gene-
racion.

Estos modelos SMFs de primera generacion inyectan conocimiento previo sobre la dindmica del
sistema restringiendo los grados de libertad. La propuesta de Blanco considera el llenado de un
tanque de agua con las paredes flexibles o de goma para explicar el modelo de estimacién de la

salida de tension y la carga almacenada en la bateria (ver Figura 2.20 y consulte Referencia [6]).

El modelo SMF propuesto por Sdnchez es mds completo, tiene un enfoque multicriterio. Se
aproxima la tensién de salida de la bateria y la temperatura de la celda, ademads de la carga de la
bateria que no es observable directamente como salida del sistema. Se ha realizado un profundo
estudio numérico evidenciando la superioridad de este modelo SMF en comparacién con un
grupo de modelos de primeros principios y modelos de caja negra del estado de arte. La Figura

2.21 muestra el ajuste de las curvas de salida del modelo SMF de primera generacion.
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FIGURA 2.20: Modelo semi-fisico de baterias con analogia en el llenado de un tanque (Fuente

FIGURA 2.21: Salida experimental del modelo semi-fisico con enfoque multicriterio de prime-

Amps

220
200
180
160
140
120
100

e —

—

Icharge

I!esses

[7D.

—

V Data

=== VModel ---

TData ---

- T Model

| Data

-
11}
"

e

s.-i -

|
{
i

144444441.'.4.—._—_

LA________-::‘L-

e

® @ L Temp(°C)

1T T T T T T T 1T T T T T T
NN NN DNDNRNDNDNDNWWW®W
O = N W s OO N ®©® O O =N W

8 10 12
Time (hours)

ra generacién (Fuente [7]).

comportamiento de las zonas de reposo en carga y descarga (zonas de corriente cero).

Observe en la Figura 2.21 que este modelo SMF de primera generacion es capaz de estimar el



Fundamentacion Teorica 51

2.3.4. Modelos para la estimacion del estado de salud

La estimacién del Estado de Salud es el mayor reto que tienen los investigadores e ingenieros en
el modelado de baterias [53, 180, 181]. En la mayoria de las aplicaciones una celda o bateria se
considera desechable (para reciclar) cuando se reduce su capacidad a un 80 % de la inicial. Los
fabricantes y los usuarios de baterias de lones de Litio tienen la expectativa de que el tiempo de

vida 1til sea superior a los 10 afios y mas de 1000 ciclos de carga y descarga.

Es conocido que varios son los factores que influyen en el envejecimiento de las baterias:

La pérdida de Litio en las celdas y la pérdida de material activo dentro del electrodo

negativo [11].

= Uso de la bateria en condiciones de temperaturas extremas (temp < 5°C'y temp > 35°C,

dependiendo de cada tecnologia).
= El uso de altos indices de descargas (2C, 3C, etc ).
» Elevados indices de profundidad de descarga (DoD).

= Condiciones de almacenamiento poco adecuadas.

El diagnéstico a bordo de los vehiculos eléctricos del SoH facilita una valiosa informacién para
saber el momento indicado en que se debe cambiar la bateria. Los modelos de estimacién del
SoH que pueden ser usados en los BMSs deben ser capaces de pronosticar el comportamiento
anormal de la baterfa. El diagndstico del estado de envejecimiento mediante el uso de modelos
no es sencillo. El SoH no se puede conocer directamente con ningtin tipo de medida directa
sobre las baterias [180], sin tener en cuanta las pruebas invasivas. La existencia de fenémenos
“silenciosos” en el deterioro de las baterias, sumada a la alta sensibilidad de las técnicas de
estimaciéon mds usadas redondean la complejidad en la estimacion del SoH [9], estas técnicas

serdn explicadas a lo largo de la presente seccion.

Los primeros modelos de estimacion relacionados con el SoH simplemente hacian uso de tablas
de busquedas que relacionaban el SoH con el tiempo de vida util restante para una celda [57].
Estos modelos empiricos estdn basado en datos obtenidos mediante técnicas experimentales con
ciclos de carga simples. Los mecanismos de estimacién son simples, almacenan el tiempo de
vida util restante y comparan este punto con el conocimiento previo que se tiene del envejeci-
miento en celdas similares. Este grupo de técnicas experimentales tienen ventajas y desventajas

las cuales se deben tener en cuenta para su uso o no en una aplicacion determinada:

= Ventajas:
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e Bajo costo.
e Pueden ser utilizados en BMSs.

e No requieren altas capacidades de procesamiento.
= Desventajas:

e Baja precision en la estimacion del SoH.

e Necesitan de un nimero significativo de curvas de referencia.

Varios son los modelos basados en medidas directa para la estimacién del SoH que se encuentran
en la literatura. Los dos mds extendidos estdn basados en la impedancia y la resistencia interna
de la bateria [182, 183].

Los métodos basado en la impedancia estiman las pérdidas de energia durante la operacion de

las baterias. Esto métodos se agrupan en:

= Métodos basados en impedancia espectroscépica electroquimica [184—186].

= Métodos basados en primeros principios [187].

Por otro lado, los métodos basados en la resistencia interna son utilizados para evaluar la degra-
dacidn de la resistencia de la bateria durante los cambios de corriente/tension. Las baterias se
someten a una experimentacion extensa en condiciones de laboratorio para determinar la funcion
de correlacion de la resistencia interna, la temperatura y el SoC [188]. La Figura 2.22 muestra la
relacion entre la resistencia interna en el eje de las abscisas y el SoH en el eje de las ordenadas

para diferentes estados de carga.

En la literatura consultada se identifica una fuerte presencia de modelos basados en métodos

adaptativos. Se presentan a continuacién las ventajas y desventajas de estos modelos:

= Ventajas:

e Buena precision.

e Se puede aplicar a todo tipo de tecnologia de baterias.
= Desventajas:

e Alto coste computacional, aunque con el paso de los afios y la disminucién de la

relacion costo por capacidad de procesamiento, no supone un problema.

e Dificultades para su implementacion en los BMSs [180].
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FIGURA 2.22: Estudio de la Resistencia Interna mediante un CEE para la estimacién del SoH
(Fuente [8]).

Método Referencias
Circuitos eléctricos equivalente + filtros del Kalman [189, 190]
Observadores [191]
Basados en Légica Difusa [192, 193]
Minimos Cuadrados [194]

TABLA 2.3: Principales métodos adaptativos para la estimacién del SoH.

La Tabla 2.3 muestra un resumen de los principales trabajos relacionados con los métodos adap-

tativos para la estimacion del SoH.

La precision de estos métodos adaptativos tiene una fuerte dependencia de los modelos de esti-
macién del SoH que se adopten. En la actualidad no son la referencia en los estudios de enveje-

cimiento.

2.3.4.1. Modelos basados en degradacion

Los modelos mds completos que se aprecian en la literatura consultada para la estimacién del
SoH estan basados en los fenémenos de degradacién de las celdas [8, 181, 195]. Concretamente,
los investigadores se han concentrado en el estudio del proceso de intercalacion de Litio y cémo

se manifiesta este en las curvas observables en las baterias.
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Estos métodos pueden ser utilizados tanto en condiciones de laboratorio como en condiciones
de operacién dentro del BMS de los vehiculos electrénicos [196, 197]. Existen dos alternativas

dentro de estos métodos:

1. Andlisis de la Capacidad Incremental (ICA, del inglés, Incremental Capacity Analysis)

2. Andlisis Diferencial de Tensién (DVA, del inglés, Differential Voltage Analysis)

ICA

Hace mas de una década que se ha propuesto esta técnica electroquimica. Permite detectar cam-
bios con gran sensibilidad durante el ciclo de vida de una celda [53, 198]. La caracteristica

distintiva del ICA son los picos obtenidos al computar la funcién de la Ecuacién 2.10.

AQ

[AR/V] (2.10)
Donde () representa la capacidad cargada de la bateria en Amperios-hora (Ah) y Vp la tensién en
bornes de la bateria. En otras palabras, la curva ICA transforma la gréafica de tensién respecto a
la capacidad cargada (V'b - ) como se muestra en la Figura 2.23. Note las diferencias existentes

entre el inicio (BOL, Beginning of Life) y el fin de la vida 1til de la bateria (EOL, End of Life).
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FIGURA 2.23: Andlisis de la Capacidad Incremental (Fuente [9]).

Los puntos de mayor cambio de pendiente en la curva de tensién en carga y descarga corres-

ponden con los picos en las curvas ICA. El cédlculo de la derivada, directamente de los datos
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de salida de un modelo, es una tarea costosa y muy sensible. Los modelos que incorporen el
ICA deben ser precisos [54, 55]. El algoritmo necesario para la obtencién de la curva ICA hace
uso de métodos de interpolacién. La Interpolacién Lineal es suficiente para lograr curvas que

permitan el correcto anélisis.

El tamano de los diferentes picos y sus respectivas areas bajo curva permiten un andlisis especia-
lizado de los diferentes procesos que ocurren con el envejecimiento de la celda. Estos procesos

son:

= Pérdida de Litio en la celda.

= Pérdida de material activo en el 4nodo.

= Pérdida de capacidad de la celda.
Para el uso del ICA en modelos de estimacion del SoH y su evaluacién para ser implementados
en un BMS, es suficiente conocer que con el envejecimiento disminuye el drea bajo la curva. Lo

que se evidencia de forma més precisa en los picos de la curva ICA. Observe que la Figura 2.24

muestra el ICA de una bateria entre el 100 % y el 90 % de su capacidad.

30r
x5l Li/A/C-loss: 0%
Li/A/C-loss: 2.5%
Li/A/C-loss: 5%
201 Li/A/C-oss: 7.5%
——— Li/A/C-loss: 10%
15¢
10F

Differential Capacity [Ah/V]

_2 1 | | 1 1 1
%.’1 3.15 3.2 3.25 33 3.35 3.4 3.45 35
Voltage [V]

FIGURA 2.24: Cambios en las curvas ICA entre el 100 % y el 90 % del SoH.
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Mediante un protocolo de carga y descarga a C/25 se obtienen los datos experimentales para la
identificacién més exacta posible de la degradacién de una celda [199]. La Figura 2.25 muestra
los picos ideales a diferentes AV'. Se puede apreciar que el valor AV igual a 4mV es ideal para
el ICA por la limpieza con que se muestran los cinco picos asociados al ICA en baterfas basadas

en Iones de Litio.

5 7] — Ic-ocvamy
g-35 IC-OCV 3mV
40 — Ic-0CVamy \

312 314 316 3.18 320 322 324 326 328 330 332 3.34 336 338 340
Voltage(V)

FIGURA 2.25: ICA de la curva de tensidn de la bateria con el protocolo de carga y descarga a
corriente constante (C/25), AV a2mV, 3mV y 4mV.

DVA
El Andlisis Diferencial de Tension es muy similar al ICA. En este caso se define mediante

la Ecuacion 2.11.

DVA = /(Q) = 37

[V/AR] (2.11)
Las curvas resultantes son muy diferentes a las del ICA pero igualmente permiten la estimacién
del SoH basado en la pérdida de capacidad. Un pico en el espectro de DVA denota un cambio
relativamente rdpido en la tension. Estos cambios estdn relacionados con las diferentes etapas de
intercalacion de Litio en los electrodos. Ademads para la correcta identificacién de los picos es
necesario el flujo de corriente a niveles bajos para evitar el sobrepotencial asociado al transporte

de la masa de Litio. En la Figura 2.26 se pueden observar los dos picos més significativos del
DVA.

Varios autores han trabajado en modelos que hacen uso del ICA o el DVA como mecanismos de

estimacién del envejecimiento [194, 200, 201]. Wang [195] propone un nuevo algoritmo para
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FIGURA 2.26: Analisis Diferencial de Tensién (Fuente [9]).
calcular las curvas DVA usando una versién mejorada del Método de Minimos Cuadrados. Feng
[197] expone los elementos que complejizan la implementacion del ICA y DVA en condiciones

de operacion de los vehiculos:
= Se requiere que los instrumentos de medicidn de la tensién sean suficientemente precisos.

= [os modelos de estimacién deben obtener muy buenos ajustes de las curvas de salida con

respecto a las reales.

En la actualidad se considera que la estimacién del SoH mediante modelos que puedan ser
implementados en BMSs es un problema abierto para la ciencia [8, 181, 195]. Hasta la fecha
no se pueden extrapolar los resultados obtenidos con modelos basados en degradacién en una
celda para un conjunto de estas. El desarrollo de modelos que permitan encontrar los puntos de

cambio de pendiente en las curvas ICA o DVA dotaria a los investigadores en el drea de nuevas

alternativas para enfrentar estos problemas y abriria nuevas lineas de trabajo.
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2.4. Conclusiones parciales del capitulo
El anélisis realizado en el presente capitulo conduce a una serie de conclusiones:

= [ os sistemas dindmicos son un reto para el desarrollo de modelos. La inyeccion de cono-
cimiento en el desarrollo de los modelos es una importante alternativa para lograr buenos

ajustes.

= [os Algoritmos Evolutivos Multiobjetivo para el aprendizaje encuentran dificultades con
los modelos dinamicos. La existencia de soluciones resistentes a la dominacién en la etapa

de seleccion de sobrevivientes es una de las dificultades mas frecuentes.

= [os problemas de diagndstico en baterias de Iones de Litio son de actualidad. La inesta-
bilidad de estos sistemas dificultan el aprendizaje de modelos. La estimacién del Estado
de Salud en estas baterias es un reto para los investigadores, especialmente el desarrollo

de modelos que puedan ser utilizados en BMSs.

= [os modelos semi-fisicos presentan varias ventajas en el modelado: son capaces de explo-
tar conocimiento parcial de la dindmica de los sistemas y establecer bloques relacionados

con variables latentes para su aprendizaje indirecto.

= Varias son las tecnologias de baterfa basadas en Iones de Litio. La tecnologia basada en
LiFePOy4 presenta una buena aceptacion para su uso en vehiculos eléctricos teniendo en

cuenta su relacion coste-beneficio.
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Notas:







Capitulo 3

Desarrollo de las propuestas

El presente capitulo comienza introduciendo los modelos semi-fisicos de segunda generacion.
El primer modelo que se presenta (Modelo SMF 1) reformula los modelos de la generacién an-
terior para facilitar el aprendizaje indirecto de las variables latentes que son titiles en el andlisis
ingenieril. Especificamente el Modelo SMF 1 permite la estimacion del estado de carga de la
bateria mediante la relacion SoC' = f(OCV'). Seguidamente se presenta la evaluacion de va-
rios Algoritmos Evolutivos Multiobjetivo para el aprendizaje del modelo propuesto. Ademads,
se presenta un caso de estudio que compara la habilidad del nuevo modelo para el aprendizaje

indirecto de la OCV con métodos del estado del arte para este fin.

El segundo epigrafe del presente capitulo propone incorporar la estimacién del Estado de Salud
al Modelo SMF 1. La introduccion de un tercer objetivo relacionado con la primera derivada
de la salida de tensién del modelo, aumenta significativamente la complejidad del aprendizaje.
En el Sistema Genético-Difuso Multiobjetivo resultante se identifican puntos en comiin con
problemas de muchos objetivos. Tras una evaluacién mds completa, que incluye algoritmos de
aprendizaje basados en computacion evolutiva para problemas de muchos objetivos, se identifica

que se generan con mucha frecuencia soluciones resistentes a la dominacion.

Seguidamente se presenta una extension de los algoritmos de aprendizaje basados en compu-
tacion evolutiva. El algoritmo propuesto lleva el nombre de 6-FPO. Introduce el uso de prefe-
rencias parciales a través de un segundo nivel de ordenacién de las soluciones no-dominadas en
el proceso de seleccidn de la supervivencia. #-FPO incorpora conocimiento basado en tayloris-
mo en el proceso de aprendizaje del modelo SMF 1 mejorando la convergencia del resto de los
MOEAs y MMOOEAs.

El segundo modelo semi-fisico que se presenta en el capitulo (Modelo SMF 2) estd disefiado
directamente para la estimacién del Estado de Salud en baterfas de Iones de Litio. El epigrafe

dedicado a este modelo hace un analisis de la literatura sobre las alternativas de algoritmos de
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aprendizaje para este modelo. Se evidencia la necesidad de extender los algoritmos de aprendi-
zaje basados en Programacién Genética Multiobjetivo. En este contexto se propone el algoritmo
Grab-MO-GaP, permitiendo el aprendizaje de manera indirecta de expresiones relacionadas con
variables latentes del modelo. Destaca entre las aportaciones del nuevo algoritmo Grab-MO-
GaP el uso de graméticas como mecanismo de presidon evolutiva explotando la comonotonia
entre las salidas observables del modelo y las variables latentes a aprender, ademads del uso de
mecanismos de promocion de diversidad y de puntos de referencia en el espacios objetivo para

conducir la bisqueda. El capitulo finaliza con una serie de conclusiones parciales.
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3.1. Modelo SMF 1

El modelo SMF 1 presentado en esta seccion es una extension de los modelos de primera ge-
neracion [6, 7, 179]. Como se ha explicado, estos comprenden un conjunto de ecuaciones dife-
renciales que contienen bloques inteligentes embebidos. La principal razén para reformular el
modelo propuesto por Sdnchez [7] es lograr el diagndstico eficiente del Estado de Carga de las
baterias mediante su relacion con la curva OC'V. En el modelo original no se tiene un elemento
de representacion del conocimiento explicitamente relacionado con la variable latente OCV/, el

ajuste solo se concentraba en la tension de salida de la bateria y la temperatura.

Las entradas del nuevo modelo son:

1. La corriente ¢ g aplicada a la bateria teniendo en cuenta su signo.

2. La temperatura ambiente 7'4.
Las salidas observables del modelo son:

1. La tension de la bateria vpg.

2. La temperatura de la bateria T's.
Mientras que las variables de estado son:

1. La carga de la bateria @),
2. Latemperatura de la bateria 15,

3. El sobrepotencial 7.

Para lograr la estimacién de la OCYV, el principal concepto que debe cambiar con respecto a
los modelos de primera generacion es el uso de la constante 7 para limitar la velocidad del
proceso electroquimico. En este caso la 7 dependera de la corriente ¢ g que circula por la bateria,

Ecuacién 3.1.

7+ cuandoip >0
7(iB) =< 79 cuandoip =0 (3.1)

7_ cuandoip <0

Por otro lado, se modifica el mecanismo para modelar la ineficiencia del condensador. En los
modelos SMFs de primera generacién se modelaba mediante una resistencia en paralelo Ry. En

este caso, se asume que una pequeia fraccién (¢) de la carga se pierde, Ecuacién 3.2:
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ip- (1l —¢) encarga
ip = ( ) s 3.2)
ip-(1+¢) endescarga.

Estos pequefios cambios permiten simular el paso de corrientes muy bajas por el sistema. Estos
indices bajos de corriente son necesarios para evitar el sobrepotencial en los procesos de carga 'y
descarga. De esta forma la determinacion de la OC'V se puede realizar a través de un instrumento

virtual sobre el modelo aprendido.

3.1.1. Primera salida del modelo: tension de la bateria

La tension de la bateria es la primera salida observable del modelo y se define mediante la

Ecuacién 3.3.

vp = ipli +OCV(Q) +1(Q, Ts,ip) (3.3)

Donde, R; es la resistencia en serie. La OCV es una variable latente modelada por medio de
FRBS que depende tinicamente de la carga almacenada en la bateria (), la cual es dependiente
del tiempo. La funcién n(Q, T's, i};) evoluciona en el tiempo mediante las ecuaciones 3.4 y 3.5,
f(Q, T, i) representa el sobrepotencial en los procesos de carga y descarga de las baterfas.

Esta funcion

=—7(ip) - (n— f(Q T, ip)ip) 3.4)

. fH(Q,Tg) iy encarga if >0
f(Q,Tg,ip)ip = B i (3.5)
f7(Q,Tp) i3 endescarga il < 0

Las funciones f*y f~ enla Ecuacién 3.5 son FRBSs que dependen de la carga y la temperatura

de funcionamiento de la bateria.

Las FRBSs a lo largo de todo el modelo estdn compuestas por particiones difusas fuertes. Las
variables difusas () y T se describen mediante la menor cantidad de términos lingiiisticos
posibles (en este caso 8). Se hace uso de 6 conjuntos difusos triangulares unidos a dos conjuntos
trapezoidales en los extremos derecho e izquierdo de la representacion (ver Figura 3.1 y Figura
3.2).

Los posibles valores de la variable lingiiistica () son: “MUY BAJA CARGA” (MB-Q), “BA-
JA CARGA” (B-Q), “CUASI-BAJA CARGA” (CB-Q), “CARGA MEDIA BAJA” (MMB-Q),
“CARGA MEDIA ALTA” (MA-Q), “CUASI ALTA CARGA” (CA-Q), “ALTA CARGA” (A-Q)
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y “MUY ALTA CARGA” (MM-Q). Por otro lado, los términos lingiiisticos de la variable T
estan basados en el “aumento de la temperatura” (AT), siguiendo el mismo patrén de la variable
anterior resulta: MB-AT, B-AT, CB-AT, MMB-AT, MA-AT, CA-AT, A-AT y MM-AT. Conclu-
yendo con la variable difusa restante, se tiene que la corriente ¢p hace uso de tres términos
lingiiisticos: “POSITIVA”, “CERO” y “NEGATIVA”.

Las reglas difusas del modelo semi-fisico 1 son del tipo Takagi-Sugeno-Kang de orden cero, los
antecedentes son combinaciones de sentencias mediante AND. Tomando de ejemplo una regla

aleatoria de f(Q, Tp), se tiene:

Si Q es MUY BAJA y T es ALTO-AUMENTO-de-TEMP. entonces f(Q,Tg) = 0,3

Q

MB-Q B-Q CB-Q MMB-QMA-Q CAQ AQ M

FIGURA 3.1: Particiones difusas de la variable Q.

TB
T MMB-ATM

FIGURA 3.2: Particiones difusas de la variable T'z.

3.1.2. Segunda salida del modelo: temperatura de la bateria

El balance térmico de la baterias se simplifica respecto a la primera generacién de los modelos
para una mejor comprension y facilitar el proceso de aprendizaje. En este caso el balance térmico

es modelado mediante la Ecuacion Diferencial 3.6.
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Ty = [(Q1y,i8) + BTB] i+ (T — Ta) (3.6)

Donde la FRBS « depende del signo de la corriente y del estado de carga. En este caso, los
puntos de cambio de regla sobre el SoC de alpha(Q1y,ip) son diferentes a los de la salida

anterior, por tanto, se identifica como SoC-temperatura Qr,; Qr, # Q.

a™(Qr,,ip)-ip encargaip >0
a(Qry,ip) = ? (3.7)
a (Qry,ip) -ip endescarga ip <0

Las constantes § y « estdn relacionadas con la velocidad de enfriamiento y calentamiento del
sistema. El término i% - [a(Q1,,ip) + 8T5) modela el calentamiento interno de la baterfa du-
rante la circulacién de corriente por ésta, partiendo del principio del efecto Joule. Los términos
lingiifsticos de la variable difusa ()7, se conforman a partir de la capacidad de la carga alma-
cenada para generar calor (Q-GC). De esta forma se definen los valores: MB-Q-GC, B-Q-GC,
CB-Q-GC, MB-Q-GC, MA-Q-GC, CA-Q-GC, A-Q-GC y MM-Q-GC (siguen el mismo patrén
de las FRBSs en las Figuras 3.2 y 3.1).

3.1.3. Discretizacion del modelo

Aprender el modelo semi-fisico 1 requiere de la discretizacién de las variables relacionadas en

las ecuaciones 3.2, 3.3, 3.4 y 3.6. Las variables son:

corriente i,

= tension vp,

= temperatura ambiente 74,

= temperatura de la bateria T's,
= carga de la bateria @),

= sobrepotencial 7,

= SoC-temperatura Q,

= OCV.

En el presente estudio se selecciona el Método Implicito de Euler (Método paso atras) que es

adecuado para sistemas lentos como las baterias. Conociendo el valor inicial de cada una de las
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variables continuas y(¢p) = 0, la aproximacion de la ecuacion diferencial § = f(¢,y) se obtiene

mediante la Ecuacion 3.8, donde h representa el tamafio de los pasos, h = At.

Yk+1 = Yk + hf (L1 Yksr) (3.8)

El resultado de la aplicacién del método se presenta en las ecuaciones 3.9, 3.10, 3.11 y 3.12.

Bty =9 | (3.9

vp(t) =ig(t)Ry + OCV(Q(t)) + n(t) (3.10)
n(t) + At - T(’i*B<t+At)) i f(Qerats TByyar i, 4,)
n(t+ At) = [ Y (3.11)
Bt+At

T (t) + At (a(QTB(tJ,-At) ) iBtJrAt)i% (t + At) - ’YTB(t + At))

Tg(t+ At) = 1— At (Bi%(t + At) — )

(3.12)

Finalmente, a modo de resumen, la Tabla 3.1 presenta los pardmetros del modelo con valores
aproximados de posibles ajustes. En la préxima seccidn se presenta un caso de estudio que
evalia un grupo de algoritmos de aprendizaje para aprender estos pardmetros. Observaciones
empiricas del proceso de aprendizaje del modelo descrito sugieren que es una tarea dificil. Pe-
quefias variaciones en cualquiera de los pardmetros repercuten significativamente en el ajuste

del modelo.

3.1.4. Caso de estudio 1: Evaluacion de los MOEAs

El presente caso de estudio tiene como objetivo realizar observaciones empiricas de compor-
tamiento de varios algoritmos de aprendizaje basados en MOEAs. La lista de algoritmos no
es completa, el criterio de seleccion de estos algoritmos estd dado por la popularidad de los
MOEAs en estudios relacionados con problemas de ingenieria. Los algoritmos seleccionados en

el presente caso de estudios son:

= SPEA2 [27],
= NSGA-II [26],

= OMOPSO [104]
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Parametro Valores aproximados

Ry 4.91 m)

Particiones difusas para la entrada () (0.0107, 0.5806, 2.8196, 6.3618,
19.5995, 33.8978, 39.7233, 44.2158)

Particiones difusas para la salida OCV (Q) (3.05693, 3.18376, 3.20498, 3.25055,
3.29191, 3.32809, 3.35265, 3.38472)

T4 5.1e-3

T0 0.6e-3

T_ 5.5e-3

Particiones difusas para la entrada T’ basado en (0.0107, 3.5806, 7.8196, 12.3618,

los picos de aumento respecto al ambiente 16.0107, 22.5806, 28.2196, 33.0361)

Particiones difusas para la salida f*(Q, 1) (0, 0.00247648, 0, 0.000403406,
0, 0, 0.00260066, 0.1757)
Particiones difusas para la salida f~(Q,Tp) (0, -0.0279622, -0.00767872, -0.00248692,
0, 0, 0, -0.00175083)
Particiones difusas para la entrada Q7 (2.68E-4, 8.52E-6, 0.3608, 0.6018,
2.4398, 3.6380, 3.9999, 4.3448)
Particiones difusas para la salida oﬁ(QTB ,ig) (0.0784, 0.8456, 1.5540, 1.5426,
1.5134, 1.4468, 1.9194, 1.1594)
Particiones difusas para la salida o~ (Q7,,i5) (0.0852, 1.9915, 1.9999, 1.6760,
1.3340, 1.5628, 1.4895, 1.9999)

Constante 3 -4.6413
Constante y 1.8677
Valor inicial de la tensioén vp, 25V
Valor inicial del sobrepotencial 7 0
Carga inicial de la bateria Qg 0

Valor inicial del OCV OC'Vj 25V
Valor inicial de la temperatura ambiente T4, 23°C
Valor inicial de la temperatura de la bateria T, 23 °C
Valor inicial de la SoC-temperatura Qr,, 0

TABLA 3.1: Valores aproximados de los pardmetros del modelo semi-fisico para baterias.

Para la evaluacién de estos algoritmos se establecen parametros similares para cada uno de los
algoritmos. El tamafio de la poblacién escogida es de 100 individuos, las probabilidades de

cruzamiento y de mutacién son fijadas en 0.9 y 0.1 respectivamente.

Ademds de estos MOEAs, el presente caso de estudio incluye el algoritmo de aprendizaje ad
hoc que se utiliza en la primera generacion de los modelos semi-fisicos [7]. Este algoritmo
cuenta con dos etapas. La primera etapa hace una busqueda basada en una versidén multiobjetivo
del algoritmo Recocido Simulado (Simulated Annealing). La segunda etapa hace uso de una
estrategia de buisqueda local para el ajuste final del modelo. El proceso de busqueda local utiliza
una funcién objetivo escalar. Dicha funcién es la suma ponderada de los errores para cada uno

de los objetivos con igual peso para cada uno de ellos.

Aprender el modelo MSF 1 consiste en encontrar los pardmetros del modelo que estdn recogidos
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en la Tabla 3.1. Concretamente, aprender el modelo SMF 1 consiste en resolver el problema

multicriterio de la Ecuacion 3.13.

min F(z) = (MSEyy (2), MSEz, ()"
z €N (3.13)

Sujeto a las siguientes restricciones:

] R1 > 0;
n 7 >0, 7->0y71>0;
= El conjunto de valores que definen la funcion OCV ((Q) son monoténicamente crecientes

respecto a la carga ();

Las funciones de error mediante minimos cuadrados (MSE; de inglés, Mean Square Error) que

estan relacionadas con cada uno de los objetivos, se detallan en las ecuaciones 3.14 y 3.15.

NP
S {Visto +ist) — VERUE(tg + int) ) (3.14)
i=1

NP

1
p O (Talto +it) = TERP(to + in))? (3.15)
=1

MSEr, (z) =
Donde NP representa el nimero de muestras de las variables Vp y T desde 3 = 0 hasta ¢. El
presente caso de estudio utiliza tres juegos de datos de elaboracién propia para la evaluacién de
los algoritmos. Los detalles de la elaboracion de los juegos de datos, asi como las caracteristicas
de las baterias ensayadas se exponen en el siguiente capitulo (Epigrafe 4.1). A lo largo de este
caso de estudio simplemente se identificaran los juegos de datos como: DS-C/3, DS-C/2 y DS-C.
En esta notacién se utiliza DS (del inglés, Data Set) y la segunda parte C/3 se refiere al régimen

de descarga utilizada en el ensayo.

La evaluacién numérica del presente caso de estudio se expone en el capitulo siguiente (Seccidén
4.2). Se realizara después de discutir los diferentes indicadores de calidad para la comparacién
de Frentes de Pareto. Las Figuras 3.3, 3.4 y 3.5 muestran los FPs obtenidos la evaluacién de los
algoritmos sobre los juegos de datos DS-C/3, DS-C/2 y DS-C respectivamente. Estos FPs han
sido conformados mediante la acumulacion de las soluciones no-dominadas en 20 ejecuciones

de cada algoritmo para cada juego de datos.
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FIGURA 3.3: Caso de Estudio 1: Frentes de Pareto de la experimentacién con el juego de datos
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FIGURA 3.4: Caso de Estudio 1: Frentes de Pareto de la experimentacién con el juego de datos
DS-C/2.

En los FPs resultantes se puede observar que los MOEAs tienen un resultado promedio. No
mejoran el algoritmo ad hoc de la primera generacion de modelos SMFs. El algoritmo NSGA-
IT obtiene FPs con mayor nimero de soluciones no-dominadas, para este caso de estudio. El
algoritmo SPEA2 no tiene una buena convergencia respecto al resto. Durante la experimentacion
se observa que la evaluacién de la funcidén de adaptabilidad consume un gran porcentaje del

tiempo de procesamiento requerido para completar una generacion.

Por otro lado, el presente caso de estudio evidencia la complejidad del proceso de aprendizaje

del modelo semi-fisico 1. Los procesos evolutivos requieren de una minuciosa definicién de los
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FIGURA 3.5: Caso de Estudio 1: Frentes de Pareto de la experimentacién con el juego de datos
DS-C.

limites superiores e inferiores de cada uno de los pardmetros del modelo. La definicién de estos

limites también debe evitar el sobreajuste del modelo.

3.1.5. Caso de estudio 2: Estimacion indirecta de la OCV

El presente caso de estudio analiza el aprendizaje indirecto de la variable latente del modelo que
representa la OC'V de la bateria. La estimacion de la OC'V se realiza mediante un instrumento
virtual que consiste en hacer circular por el modelo aprendido una corriente muy baja que evita el
sobrepotencial. El caso de estudio hace un andlisis numérico de la precision del sistema basado
en reglas difusas OC'V (@) en la Ecuacién 3.3 del modelo. Las habilidades del modelo SMF 1
para el aprendizaje indirecto se comparan con los métodos del estado del arte para la estimacion
de la OCV. En este estudio se retoma el algoritmo de aprendizaje ad hoc de la primera generacién

de modelos SMFs, que hasta el momento es la mejor alternativa.

La aportacion practica del presente caso de estudio estd dada por la reduccién del tiempo de
ensayo y el procedimiento para la determinacion de la OC'V. En condiciones de laboratorio,
para obtener los puntos de la OC'V en estado de equilibro se consumen mas de 90 horas de
ensayo. Este tiempo estd relacionado con el ensayo de relajacién para la correcta estimacion de
la OC'V que ha sido propuesto por Abu-Sharkh [12]. Consiste en hacer periodos de reposo, de
4 horas, cada 10 % del SoC durante la carga y la descarga. Al final de estos periodos de reposo
se toma la muestra de los puntos de la OCV, como se explicé en el capitulo anterior (ver Figura
3.6).
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FIGURA 3.6: Ensayo de relajacion para el caso de estudio 1.

Para evaluar la precisién de los resultados de la simulacion sobre el modelo SMF 1, en el pre-

sente caso de estudio se seleccionan los siguientes modelos del estado del arte:

1. El propio modelo propuesto por Abu-Sharkh. Estd basado en un circuito eléctrico equi-
valente como se puede observar en la Figura 3.7. En el circuito la resistencia I, mode-
la la auto-descarga de la bateria. El diodo Zener unido a la seccidn resistiva-capacitiva
compuesta por [j,ng ¥ Ciong modela la caida de tension constante en el tiempo que se
observa en el ensayo. La resistencia R4 €s la encargada de predecir el comportamiento
del sistema a bajas corrientes, I?;,,, €s mucho mayor que Ry;. El segundo nivel resistivo-
capacitivo compuesto por Ri2 y Ri2 es tipico en los modelos de los circuitos eléctricos

equivalentes para simular el movimiento lento del Litio entre los electrodos.

V Zener
<—
|
I~ c12
Clong I I RO1
R12 1

oo [P v

[ocv (soc)

FIGURA 3.7: Modelo basado en un circuito eléctrico equivalente propuesto por Abu-Sharkh
(Fuente [12]).
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2. El segundo modelo seleccionado del estado del arte para la estimacion de la OCV es el
propuesto por Xu [202]. El modelo utiliza un circuito de Randles (Figura 3.8) con un

mecanismo de ajuste adaptativo de los parametros mediante un Algoritmo Genético.

i,

_:]_

P \'
OCV (SOC)

FIGURA 3.8: Modelo basado en un circuito eléctrico equivalente .

Como en el caso de estudio anterior, los juegos de datos utilizados para el aprendizaje son
identificados como: DS-C/3, DS-C/2 y DS-C. Observe los resultados del aprendizaje indirecto
de la OC'V mediante el modelo SMF 1 en las figuras 3.9, 3.10 y 3.11. Las graficas muestran en
rojo (linea continua) la tensidn de la bateria respecto a la carga del ensayo de relajacién. En lineas
discontinuas se muestra la histéresis entre los procesos de carga y descarga para los regimenes
C/3, C/2 y C. Observe ademads en estas figuras la diferencia entre los puntos de la OC'V de los
datos experimentales (ensayo de relajacién) y los obtenidos mediante el aprendizaje indirecto
con el modelo SMF 1.

La precision de la estimacion realizada es competitiva con los métodos especializados. Se mejora
la precision de la estimacién en del rango entre el 10 % y 90 % del SoC. En los extremos del
estados de carga (0% < SoC < 10% y 90 % < SoC' < 100 %) todos los métodos estudiados
comparten las mismas dificultades de precision. Desde el punto de vista prictico, una bateria

generalmente se utiliza en el rango entre 10 % y el 90 % del SoC.

Para el anélisis estadistico de los resultados se han utilizado pruebas no paramétricas. El método
de estimacién indirecta propuesto es comparado con los métodos de Abu-Sharkh y de Xu para
determinar si existen diferencias significativas con cada uno de estos. Se aplica la prueba de
Pairwise Mann-Whitney con valor de probabilidad 0.05 y las hipétesis siguientes (planteadas de

forma general para las dos comparaciones):

= Hj: Las diferencias que existen entre la obtencion de la OC'V mediante el modelo SMF

1 y el método propuesto por (Abu-Sharkh 6 Xu) se deben al azar.

= H;: Existen diferencias significativas entre la obtencién de la OC'V mediante el modelo

SMF 1 y el método propuesto por (Abu-Sharkh 6 Xu).
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Los resultados de la prueba se resumen en la Tabla 3.2. Se muestran los valores de error pro-
medio en la experimentacién con los juegos de datos DS-C/3, DS-C/3 y DS-C para cada uno
de los métodos. El método propuesto es mejor en todos los casos. Los valores de probabilidad
(p-values) en las dos comparaciones son menores al nivel de significacién por lo que se acepta
la hipétesis alternativa. Las pruebas muestran estadisticamente que existen diferencias signifi-
cativas en los resultados obtenidos con el método propuesto y los métodos de Abu-Sharkh y
Xu.

Entrada Modelo Método de Método de
SMF 1 Xu p-value AbuSharkh p-value

DS-C/3  0.0117 0.0181 0.0001 0.0192 le-05
DS-C2  0.0115 0.0188 le-05 0.0173 6e-05
DS-C  0.0186 0.0188 le-05 0.0188 le-05

TABLA 3.2: Tabla comparativa de los métodos para la estimacién de la OCV.
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FIGURA 3.9: Estimaci6n de los puntos de la OCV con el juego de datos DS-C/3.
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3.2. El reto de la estimacion del Estado de Salud

Con el objetivo de incorporar la habilidad de estimar el Estado de Salud en el modelo semi-fisico
1 se retoman los mecanismos de degradacién explicados en el capitulo anterior (Seccién 2.3.4).
En dicha seccion se detallaron las ventajas que tienen los modelos de estimacién basados en
degradacidn para extraer informacién de los distintos procesos de degradacién de las baterias de
Iones de Litio y la estimacién del SoH. Las dos técnicas que se explicaron fueron el Andlisis de
la Capacidad Incremental (ICA) y el Andlisis Diferencial de Tensién (DVA).

Desde el punto de vista del desarrollo de un modelo, dependiendo de la funcién de error que
se utilice para la aproximacion, se debe seleccionar una alternativa u otra. En el DVA se debe
computar la distancia entre las lineas al extremo de la curva, la cual se desplaza sobre el eje de
las abscisas hacia el origen de coordenadas con las pérdida de capacidad de la celda (revisite
Figura 2.26 y Figura 2.23 para una mejor comprension). En el presente estudio se selecciona la
otra alternativa, el ICA es la técnica mds completa para la extraccion de informacién sobre los
procesos silenciosos que ocurren durante el envejecimiento de las celdas [54, 55]. Se considera
ademds, que la curva ICA se complementa mejor con el uso del error cuadritico medio en el
proceso de aprendizaje. Con el envejecimiento de las baterias los picos de la curva ICA van

disminuyendo de tamafio y el MSE aumenta proporcionalmente.

El ajuste de la primera derivada de la salida de un modelo dindmico no es tarea sencilla. Un
modelo puede converger a los datos de entrada y salida utilizados para el aprendizaje y al mismo
tiempo, las derivadas de los datos y de las salidas del modelo pueden ser muy diferentes. La
Figura 3.12 muestra la salida discretizada de un modelo para aproximar la funcién seno y el

error; observe que el error puede hacerse arbitrario en determinados intervalos.

Por otro lado, para ilustrar la complejidad de la aproximacién de la primera derivada de la salida
de tension en el modelo SMF 1 observe la Figura 3.13. Observe que pequefios cambios en la

salida de tension del modelo repercuten significativamente en las curvas ICA.

Definiendo el problema de aprender el modelo SMF 1 para la estimacion del SoC y el SoH con

el uso de ICA, se tiene la Ecuacion 3.16.

min F(z) = (MSEy, (), MSEr, (), MSErca ()"
x € (3.16)

Las funciones de error para las salidas de tension y temperatura en el modelo fueron definidas
en las ecuaciones 3.14 y 3.15. El error cuadratico medio del ICA del modelo respecto a la de los

datos experimentales se define en la Ecuacién 3.17.
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FIGURA 3.12: Ejemplo de las diferencias en la convergencia entre la salida de un modelo y su
derivada.

MP
MSEica (z) = ﬁ 3 {ICA (o + ifsw) — ICATR B (yy + o)} (317
=1

MP representa el nimeros de pasos desde vy hasta v.

Una vez formalizado matemdticamente el problema de aprender el modelos semi-fisico 1 con la
habilidad de estimar el Estado de Carga y el Estado de Salud (Ecuacién 3.16), el algoritmo de
aprendizaje ad hoc utilizado en el caso de estudio 2 es impracticable para el nuevo problema, no
permitiria una correcta exploracién del espacio de bisqueda. Por otro lado, realizando algunas
observaciones empiricas del proceso de aprendizaje con MOEAs se identifican varios elementos
que hacen todavia mds complejo el proceso. El Sistema Genético-Difuso Multiobjetivo que se

presenta tiene varias caracteristicas que hacen que no sea estandar:
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FIGURA 3.13: Ejemplo de la sensibilidad de las curvas ICA respecto a la salida de tensién del
modelo.

= La evaluacién de la funcién de adaptabilidad consume un tiempo de procesamiento ele-
vado, aproximadamente el 90 % del tiempo que se tarda en terminar una generacién com-

pleta.

= [os operadores de apareamiento no garantizan soluciones hijas cercanas a los padres de-
bido a pequefios cambios en los pardmetros del modelo que devuelven individuos muy
alejados de los padres en el espacio de decisién. Por este motivo, y para lograr la con-
vergencia es vital el uso de operadores de apareamiento acotados, se debe seleccionar

cuidadosamente el rango de cada gen.

= El proceso de aprendizaje deber tener en cuenta tres criterios que no son homogéneos en

cuanto a sensibilidad.

= Por otro lado y no menos importante, el tercer objetivo relacionado con el error en el ICA
tiene un caracter destructivo. El computo de la primera derivada de la salida de tension del
modelo respecto a la carga almacenada en la bateria se comporta practicamente como una

funcién generadora de ruido, lo cual conduce a una aproximacién practicamente aleatoria.

Finalmente, se ha identificado que durante los procesos evolutivos para el aprendizaje del mode-
lo SMF 1, cuando se afiade la capacidad de estimacidon del SoH, se genera un elevado nimero de
soluciones que son resistentes a los mecanismos de dominacién. Este elemento, unido a los ex-
plicados anteriormente, sugiere que el problema del aprendizaje del modelo tiene varios puntos
en comun con problemas de muchos objetivos. Por tanto, se demandan algoritmos de aprendi-

zaje que cuenten con mecanismos eficientes de promocién de la diversidad, los cuales requieran
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el minimo posible de evaluaciones de la funcién de adaptabilidad. En este escenario, la inyec-
cién de conocimiento en el proceso evolutivo para lograr una mayor convergencia puede ser una

buena alternativa.
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3.3. Aportacion a los Sistemas Genético-Difuso Multiobjetivo: Al-
goritmo 6-PFO

En la presente seccion se presenta un nuevo algoritmo de computacién evolutiva que inyecta co-
nocimiento en el proceso de biisqueda mediante preferencias parciales. La propuesta se centra
en combatir la generacién de individuos resistentes a la dominacién que se presentan en pro-
blemas de aprendizaje de modelos dindmicos y otros campos. La idea de esta extension a los
Sistemas Genético-Difuso Multiobjetivo surge de las dificultades observadas en el aprendizaje
del modelo semi-fisico 1 para la estimacion del Estado de Carga y el Estado de Salud en baterias

de Iones de Litio, explicado en las secciones anteriores.

De manera general, en las aplicaciones de Aprendizaje Automadtico no importa el esfuerzo que
se realice por aprender un modelo. En el caso particular del aprendizaje de modelos semi-fisicos
para ser utilizados en BMSs existen una serie de restricciones. Se requiere de algoritmos de
aprendizaje que ajusten el modelo sistematicamente y en el menor nimero de generaciones
posible. En el algoritmo que se propone en esta seccién busca la precisién necesaria en el ajuste
del modelo y, a la vez, evita el sobreajuste. La presencia de sobreajuste en el modelo impediria la
extrapolacién de los modelos aprendidos a condiciones de trabajo que no hayan estado reflejadas

en los datos de entrenamiento.

El algoritmo propuesto estd basado en la relacion de dominacién propuesta por Yuan [2] (do-
minacién-6). La inyeccion de conocimiento altera ligeramente, mediante preferencias parciales,
el ordenamiento de los individuos en la etapa de seleccion de la supervivencia. Concretamente,
modifica los niveles de no-dominacién dentro de los diferentes grupos de individuos que se ge-
neran en el espacio de bisqueda. El nuevo algoritmo se ha identificado con el nombre de §-FPO
(FPO, del inglés, Fuzzy Preference Order).

En el drea de los MOEAs, para el aprendizaje se ha trabajado en la definicién de nuevas relacio-
nes de dominacidn entre los individuos y en nuevas estrategias para favorecer la diversidad, entre
otros enfoques. La introduccién de preferencias parciales como mecanismos de presion evoluti-
va ha sido estudiada por di Pierro [37] proponiendo el algoritmo de Clasificacién en Orden de
Preferencia (Preference Order Ranking). Otros trabajos sobre la modificacién de diferentes rela-
ciones elitistas de dominacién basadas en Frentes de Pareto se pueden encontrar en la referencias
[36, 38-42, 122, 123].

A pesar de los avances obtenidos, persisten problemas de aplicacién con Frentes de Pareto com-
plicados de aproximar. Estos peculiares FP son independientes de las dimensiones del problema,
generalmente estdn asociados a problemas de muchos objetivos pero también se han reportado
en problemas con menor nimero de criterios [203]. Sin duda, el elevado nimero de minimos

locales en el horizonte de las funciones de adaptabilidad es un handicap para la convergencia
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de los algoritmos de aprendizaje basados en computacion evolutiva. No obstante, en opinioén
del autor de la presente tesis, la presencia de un elevado nimero de individuos resistentes a la
dominacién, asi como el alto consumo de tiempo en la evaluacién de la funciones de adaptabi-
lidad, son los elementos que méds contribuyen a la complejidad del los procesos de aprendizaje

de modelos dinamicos.

El Algoritmo 1 detalla la propuesta.

Algorithm 1: -FPO

A < Inicializar_Puntos_de_Referencia()

Py < Inicializar_Poblacion()

P,y < Evaluar_Poblacién()

Z* < Inicializar_Puntos_Ideales()

Znaedir «_ Tpicializar_Puntos_Nadir()

for ¢t < 0 hasta Condicion de parada do

Q: < CrearPoblaciénHija()

Ry < P JQy

Sy < Obtener_Niveles_de_No-dominacién(R;)
Actualizar_Puntos_Ideales(S;)

C < Aplicar_Operador_de_Agrupamiento(S;, A)
[F1, Fy, . ..] « Ordenacién_0-FPO(S;, C)
while | P,y | + | F; |[< N do

L P+~ P UFE;

1+—1+1
t+—t+1

El algoritmo se puede dividir en tres etapas para su discusion: Etapa de inicializacién, Etapa de

apareamiento, Etapa de seleccion de la supervivencia.

3.3.1. Etapa de inicializacion

El algoritmo comienza por la etapa de inicializacién donde se computa el tamaiio de la poblacién
N a partir de los parametros Hy, Hs y la cantidad de objetivos m mediante la Ecuacién 3.18.
Los pardmetros H; y Ho representan las divisiones de la frontera superior y de las capas internas
respectivamente, siguiendo la propuesta del algoritmo base #-DEA. La Figura 3.14 muestra la
disposicion de las fronteras en un espacio objetivo tri-dimensional (m = 3) con los pardmetros
Hy =2y Hy,=1.

H -1 H -1
N (Hitm L (H2tm (3.18)
m—1 m—1
Seguidamente se genera el vector de puntos de referencia A = (A, \g,..., A N)T para guiar

la bisqueda en el espacio objetivo. Los puntos de referencia se distribuyen uniformemente a
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Frontera Superior Capa Irterior

FIGURA 3.14: Inicializacién de las fronteras limites en el algoritmo propuesto (Fuente [10]).

lo largo del espacio objetivo. Para este fin se hace uso del enfoque sistemdtico propuesto por
Das y Dennis [204]. Es el mismo mecanismo utilizado en los algoritmos MOEA/D y NSGA-III.
Geométricamente, Ai, A2, ..., Ax se posicionan en el hiperplano > /", f; = 1. La Figura 3.15

ejemplifica la distribucién uniforme de los puntos para una frontera superior, con H; = 4. En el

4+3—1
3—1

logra mediante el vector de pesos w; y su factor de espaciado uniforme (H% = i = 0,25).

ejemplo se deben generar 15 puntos, ( ) = 15. La correcta disposicion de los 15 puntos se

wy 025 05 075 1

H’}‘.I 0.]5 Olﬁ 0.15 11 0 025 05 075.... T
W31 075 05 025 0 075 05 025 0Q 0

&

FIGURA 3.15: Espaciado uniforme mediante el métodos de Das y Dennis (Fuente [10]).

La inicializacion de la poblacién se hace de forma aleatoria entre los limites definidos para cada

nadir

gen x;. Una vez inicializada la poblacion se localiza el conjunto de puntos Nadir z; y el

conjuntos de puntos ideales z; .
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3.3.2. Etapa de apareamiento
En la etapa de apareamiento se crea la poblacién hija aplicando el operador de cruzamiento
binario simulado (SBX) y el operador de mutacién polinémica. El operador SBX genera dos

hijos (h® y hP) a partir de dos padres (z* y ). La distancia en el espacio de bisqueda es muy

cercana entre una generacion y otra. Los hijos se generan mediante las Ecuaciones 3.19 y 3.20.

B =05 (1+ B)af + (1 - B)at] (3.19)

B =05 (1= B)af + (1+ Bt (3.20)

Donde:=1,2,...,ny B es un valor seleccionado aleatoriamente de la distribucion de probabi-
lidad ¢(3). La Ecuacién 3.21 define la distribucion.

3.21)

0,5(u+1)8% para § <1
o(8) = 1
0,5(u + 1)/3““ para > 1

El indice de la distribucién « es un nimero positivo, 5 depende de w. El indice se puede interpre-
tar como el factor de propagacion en el espacio objetivo de los hijos respecto a los padres. Valo-
res pequeios de u conllevan la obtencién de una distribucién mas uniforme. Sin embargo, con
valores elevados de u se favorece la creacion de hijos muy cercanos a los padres (15 < u < 25).

En la Figura 3.16 muestra la distribucién de probabilidad definida para el operador SBX.

12
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FIGURA 3.16: Distribucién de probabilidad del operador SBX.
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3.3.3. Etapa de seleccion de la supervivencia

Continuando las etapas del algoritmos §-FPO, el operador de agrupamiento se aplica en un es-
cenario donde el espacio objetivo debe ser normalizado. Esta normalizacién se realiza mediante

la Ecuacion 3.22.

- fz(x) — z*
Ji= Z?adir _ z} (3.22)

El operador de agrupamiento asigna cada individuo x al grupo C; con el que tenga menor valor
de distancia d;». Las distancias d;1 y dj2 se definen mediante las ecuaciones 3.23 y 3.24.
No sufren ninguna modificacion respecto a las utilizadas originalmente en el algoritmo §-DEA
(revisite Epigrafe 2.2.2.3 Figura 2.10 para una ilustracién de estas distancias en un espacio

objetivo de dos dimensiones).

dja(@) = 1| F@)A [1/11 A7 ] (3.23)

dja(@) =|| f@) = dia @)/l A D) | (3.24)

En estas ecuaciones j € (1,2,...,N).

Una vez que los individuos son agrupados se introduce la aportacién del algoritmo 6-FPO. Se
modifica ligeramente el ordenamiento de las soluciones dentro de cada grupo C};. Los niveles de
no-dominacién Fj, Fy, ..., Fy son alterados por el factor ¢)(z). Este factor inyecta conocimien-
to basado en taylorismo en la funcién de penalizacién de interseccion de limites del algoritmo
base. La funcidn de adaptabilidad para la creacién de los nuevos niveles se define en la Ecuacién
3.25.

Fj(z) = [dji(z) + 0dj2(x)] * ¢ (x) (3.25)

El nuevo factor es responsable de que determinadas soluciones que podian pertenecer inicial-
mente al primer nivel de no-dominacién se muevan al segundo y viceversa, sucediendo lo mismo
en los limites de cada uno de los niveles de no-dominacién. La Figura 3.17 muestra las regiones
donde mayormente afecta el uso de las preferencias parciales introducidas. Igualmente, la Fi-
gura 3.18 complementa la anterior, mostrando cémo afecta la propuesta al ordenamiento de las

soluciones que pertenecen a dos hipotéticos grupos de soluciones etiquetados como A y B.
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FIGURA 3.17: Zonas de los niveles de no-dominacién que se afectan mayormente por el uso
de las preferencias parciales difusas.
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FIGURA 3.18: Preferencias parciales en dos grupos de soluciones del algoritmos 6-FPO.

El pardmetro (), en el caso particular del problema de aprendizaje del modelo SMF 1, altera
ligeramente el ordenamiento de los individuos sin quebrantar la #-dominacién y su mecanismo

de promocién de la diversidad.

¥ (x) se define como el error que presenta el FRBS OC'V(Q) de la Ecuacién 3.3 para un indi-
viduo x. Estrictamente hablando, el valor de ¢(x) es el error de la funcion OC'V (Q)) respecto
a los puntos reales de la OC'V obtenidos mediante el ensayo de relajacién propuesto por Abu-

Sharkh. Este fue explicado detenidamente en el caso de estudio 2 de la seccidn anterior. La
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Ecuacion 3.26 define el factor basado en el MSE.

24
¥(x) = Eoov =1/24> {OCV(Qo + kAQ) — OCV,TRVEY? (3.26)
k=1

La propuesta del algoritmo 6-FPO conlleva a la siguiente pregunta: ;Es posible aliviar los efec-
tos negativos que producen la generacion de soluciones resistentes a la dominacién en el pro-
blema de aprendizaje del modelo SMF 17 En el préximo capitulo de experimentacién se le dard

respuesta a esta pregunta.
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3.4. Modelo SMF 2

El segundo modelo semi-fisico desarrollado en esta tesis es un modelo simple para el diagndstico
del Estado de Salud en baterias de Iones de Litio. Explota el conocimiento parcial que se tiene
sobre las reacciones secundarias que ocurren a nivel de electrodo en las celdas. Estos tipos de
sistemas que presentan bloques internos conocidos y otros con incertidumbre, no se abordan
con mucha frecuencia en la literatura. El objetivo del modelo SMF 2 es establecer las bases
para encontrar expresiones analiticas que describan la variable latente del modelo asociada al
electrodo negativo. Estas expresiones deben aprenderse indirectamente a partir de los pares de
entrada y salida del sistema. Si se lograse este objetivo, el modelo podria ser utilizado en BMSs

y se tendria una estimacion del SoH a lo largo de la vida qtil de la bateria.

En la literatura de modelado de baterias existen trabajos que proporcionan expresiones analiti-
cas que describen el potencial de los electrodos positivo y negativos [74]. Sin embargo, estas
expresiones no se modifican con el envejecimiento de la celda y no se adaptan a los cambios de

fase que ocurren en el potencial del electrodo negativo con la degradacidén de las baterias.

La Figura 3.19 muestra la base de conocimiento que se tiene del sistema, se puede observar el
Potencial de Circuito Abierto (OCP; del inglés, Open-Circuit Potential) de una bateria. Este
potencial se descompone en los potenciales del electrodos positivo y negativo (PE y NE; del

inglés, "Positive Electrode” y “Negative Electrode”, respectivamente).

Voltage (V)

FIGURA 3.19: OCP de los electrodos en una celda de LiFePO,.

Es conocido que los mecanismos de degradacién ocurren fundamentalmente en el compuesto

de intercalacién de Grafito (GIC, del inglés, Graphite Intercalation Compounds) perteneciente
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al electrodo negativo, mientras que el patrén del electrodo positivo (LFP) se puede considerar

invariante en el tiempo porque sus cambios son pricticamente imperceptibles [9, 11, 53, 55]. Los

cambios que ocurren en el electrodo negativo durante la degradacién repercuten directamente

en el desplazamiento y contraccién respecto al estado de carga (eje de las abscisas, Figura 3.20),

mientras que el desplazamiento del potencial del electrodo positivo es imperceptible.

Voltage (V)
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o — Vb
. .
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FIGURA 3.20: Efecto de la degradacién en el electrodo negativo de una celda (Fuente [11]).

Con este principio de base, se decide desarrollar el nuevo modelo semi-fisico de segunda gene-

racién que también tiene un enfoque multicriterio. Las entradas del modelo SMF 2 son:

» La corriente i 3.

= La temperatura ambiente 7'4.

Las salidas son:

= La tension de la bateria vp.

= [a temperatura de funcionamiento de la celda 7.

= La curva ICA obtenida a partir de la primera derivada del la salida de tension.

En el presente modelo SMF 2 se presta especial atencion a las siguientes variables latentes:

= La carga almacenada en la bateria Q.
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= La cantidad de Litio en el electrodo positivo Q) pE.
» La cantidad de Litio en el electrodo negativo Q) xE.

= La expresion que describe el potencial electrodo negativo NE(QnE).

La curva OC'V de la bateria, asi como las curvas OCP de cada electrodo se obtendran de la
estructura del modelo. La OC'V' y la OC'P son funciones de la carga (). Con la circulacién
de corrientes muy bajas por la bateria las diferencias entre la curva de OC'P y la OCV son
practicamente imperceptible. La Ecuacion 3.4 establece la relacion entre la OC'V y el potencial

de circuito abierto del electrodo positivo y del electrodo negativo.

OCV = PE(Qpr) — NE(QnE) (3.27)

Si la corriente fuese baja o moderada, entonces se tiene que la salida de la tensién del modelo

vp se obtiene mediante la Ecuacion 3.28:

vg = PE(Qpg) — NE(QNEg) + R*ip (3.28)

Donde el término R * ¢ modela la cantidad de Litio que estd disuelto en el electrolito para
ser transportado desde el electrodo compuesto por LFP (electrodo positivo) hasta el compuesto
de intercalacién de grafito (electrodo negativo) durante la carga (i > 0). Durante la descarga

(ip < 0) ocurre el fendmeno opuesto.

En el presente modelo se propone, adicionalmente, que la concentracioén de Litio en los elec-
trodos se aproxime con un modelo lineal mediante los coeficientes 7, s,, 7, Y S,. Se tiene en

cuenta la capacidad de cada electrodo y la cantidad inicial de Litio que estd presente en estos:

QrE=1p*Q+ sp (3.29)
QNE =T *Q + sp (3.30)

Por otro lado, la salida del modelo relacionada con la temperatura de la bateria 75 hace uso de

la misma ecuacién del modelo semi-fisico 1 que fue definida en la Ecuacién 3.6.

Formalizando el problema de aprendizaje asociado al presente modelo, los tres objetivos son:

1. Error cuadratico medio entre la salida de tensién real y la salida del modelo v (Ecuacién
3.28.)

2. Error cuadritico medio entre la temperatura de la bateria y la salida del modelo 15 (Ecua-
cion 3.6).
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3. Error cuadritico medio de las curvas ICA obtenidas de la salida de tensién real y de la

salida de modelo.

Como se puede observar, el modelo SMF 2 presenta una particularidad: se necesitan aprender
expresiones analiticas de manera indirecta para el electrodo negativo, ademds de aprenderse
los antecedentes y consecuentes de bloques basados en FRBSs. Estos dltimos bloques estidn
relacionados con la salida de temperatura del modelo. Por este motivo, el autor de la presente
tesis define el proceso de aprendizaje del modelo SMF 2 como un Sistema de Programacion-

Genética-Difuso Multiobjetivo.

El aprendizaje basado en Programacién Genética Multiobjetivo es la técnica que mas se ajusta
a los requisitos del modelo [49, 73]. En la préxima seccion se hace una revisién exhaustiva de

la bibliografia relacionada con los algoritmos de Programacién Genética Multiobjetivo.

3.4.1. Aprendizaje basado en Programacion Genética Multiobjetivo

De manera general, los algoritmos de aprendizaje basados en Programacién Genética (PG, del
inglés, Genetic Programming) han sido bien estudiados en problemas de clasificacién y de re-
gresion simbdlica [205]. Sin embargo, existen pocos trabajos donde se usen estos algoritmos
para el aprendizaje de modelos dindmicos [68] y muy pocos estudios en problemas puramente

multicriterio [69-71].

Es conocido que el aprendizaje basado en Programacién Genética se ubica por encima de los
sistemas basados en reglas por las facilidades que ofrece para la comprensién del conocimiento
extraido [25]. En varios problemas relacionados con la ingenieria se necesitan de estas facilida-
des de interpretacién que brindan los algoritmos de aprendizaje basados en PG. Para ingenieros
y analistas de sistemas es de mucha utilidad contar con expresiones analiticas que describan

ciertos fenomenos mediante un ndmero finito de simbolos.

Los algoritmos de aprendizaje basados en Programacién Genética Multiobjetivo (MOGP, del
inglés, Multi-Objective Genetic Programming) reportados en la literatura, en su inmensa ma-
yoria, usan funciones de adaptabilidad escalares transformadas en enfoque multicriterio afiadien-
do objetivos relacionados con la precision y la simplicidad de las expresiones a aprender [72, 73].
La principal motivacion que ha sustentado estos estudios ha sido el desarrollo de mecanismos

para evitar la inflacién excesiva de los drboles, lo que se conoce como técnicas anti-inflacion.

Es un verdadero reto en el aprendizaje basado en MOGP, de manera general, la correcta gestion
de los genotipos para guiar las biisquedas hacia fenotipos factibles en el espacio objetivo [206].

En este sentido, los Algoritmos de Programaciéon Genética basada en Gramaticas ofrecen varias
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ventajas debido a su modularidad para representar restricciones complejas en diferentes domi-
nios de aplicacién [207-209]. Estos algoritmos basados en gramadticas también son conocidos en

la literatura como algoritmos de Evolucion Gramatical (GE, del inglés, Grammatical Evolution).

La Evolucién Gramatical cuenta con un mecanismo de presion evolutiva para guiar el proceso de
aprendizaje, aunque ésta no estd exenta de criticas. Uno de las principales criticas que recibe la
GE es el caricter destructivo de sus operadores de cruzamiento. Es por ello que varios estudios
estan enfocados en la definicién de nuevos operadores genéticos, los cuales mediante pequeios
cambios en el genotipo de un individuo disminuyan la probabilidad de realizar grandes cambios
en el fenotipo [206, 210-212].

En la literatura consultada sobre aplicaciones exitosas de la Evolucién Gramatical resalta su
utilizacién para aumentar la interpretabilidad de sistemas basados en reglas lingiiisticas [213—
215]. Sin embargo, en el campo de la Evolucién Gramatical multiobjetivo (y en la MOGP en

general) se identifica una falta de profundidad en los estudios realizados.

A continuacién se expone una revision critica de los trabajos existentes agrupados en dos par-
tes. Primero, algoritmos de aprendizaje multicriterio como técnicas de control anti-inflacion.
Segundo, estudios relacionados con nuevas relaciones de dominacién. En esta revision se presta

especial atencidn al tratamiento de soluciones resistentes a la dominacion.

3.4.1.1. MOGP y GE para reducir complejidad y la inflacion

Los trabajos en MOGP, generalmente, han resuelto problemas uni-objetivo afiadiéndole otras
metas a cumplir para evitar la inflacién de los drboles, se pueden consultar en [69, 83, 216-218].
En estos estudios las medidas de complejidad se afaden como criterios al proceso evolutivo y,
de esta forma, guiar la bisqueda a soluciones precisas donde las expresiones aprendidas sean lo

mads simples posible.

Estas medidas de complejidad tienen una importancia vital cuando los modelos a aprender re-
quieren ser completamente interpretables. En este sentido, Vladislavlevas [216] estudia el orden
de no-linearidad como medida de complejidad afiadida al proceso de aprendizaje. En este estudio
se experimenta con dos estrategias basadas en Pareto en la etapa de seleccion de la superviven-
cia. De esta forma, el estudio hace un balance entre la exploracién e intensificacion en el espacio
objetivo en problemas de regresion simbdlica. Como resultado se obtienen expresiones de facil

comprension y basadas en drboles compactos.

Siguiendo con este enfoque del uso de medidas de complejidad en MOGP, otros autores propo-
nen aprender los modelos en dos etapas para que estos sean mds precisos y con expresiones mas
simples. Giri [83] define un proceso de aprendizaje en dos etapas con aplicacién en un problema

quimico de separacién cromatogréifica. La primera etapa minimiza el error de entrenamiento a
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través de la optimizacidn con funcién escalar. La segunda etapa contintia con el aprendizaje del

modelo buscando un equilibrio entre complejidad y exactitud del mismo para limitar la inflacién.

Howard y D’Angelo [219] propusieron en la década de los noventa el algoritmo GaP, hibrido
entre un Algoritmo Genético y la Programacién Genética. Se resalta la capacidad de este al-
goritmo como una poderosa herramienta para el modelado donde es importante aprender tanto
expresiones interpretables como cadenas de parametros. El algoritmo GaP se ha extendido a

problemas de aprendizaje multicriterio [220].

Por su parte Ni [217] estudia los operadores de mutacién especificos de la PG para un gru-
po de problemas de regresion simbdlica. El trabajo disefia una experimentacién evaluando la
efectividad de los operadores en problemas mono-criterio y multi-criterio. Usa una estrategia
generacional (p + \) para la etapa de seleccion de sobrevivientes en el 50 % de las iteraciones
y para el resto una estrategia de etapa constante (;+ = ). Los objetivos del problema estudiado

fueron:

1. El error cuadratico medio del conjunto de entrenamiento.

2. El nimero total de nodos en el arbol.

El mismo autor Ni, en un trabajo posterior, propone el uso de la regularizacién de Tikhonov
sumado al conteo del nimero de nodos como medida de complejidad. Este dltimo estudio con-
cluye que la inclusién de esta medida de complejidad mejora el error medio en una seleccién de

funciones [218].

También explotando el esquema de etapa constante (1+ = A), Nag propone ASMiGP [69] (AS-
MiGP, del inglés, Archive Based steady stage micro PG). La inicializacion de individuos en este
estudio comprende el ordenamiento en niveles de no-dominacién de la poblacién, perdurando
para el proceso evolutivo solo los pertenecientes al primer nivel. Adicionalmente, en este estudio
se etiquetan los individuos como “masculinos” y “femeninos” y posteriormente el operador de
cruzamiento tiene una orientacién heterosexual favoreciendo la creacién de los hijos cercanos a
la “madre”. Entendiendo que los individuos “femeninos” indican soluciones cercanas al FP. El
proceso de seleccion de sobrevivientes también incluye dos etapas donde la dominacidén tiene
mayor importancia que la diversificacion. Otro elemento distintivo en este proceso es el uso de
una estrategia de truncamiento de archivos. La experimentacién tiene lugar en un problema de

clasificacion con tres objetivos:

1. Numero de falsos positivos.
2. Numero de falsos negativos.

3. Numero de nodos hojas en el arbol.
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Cercano al enfoque del trabajo anterior, los algoritmos de MOGP han sido usados para tareas
de identificacion de sistemas [205]. La aplicacién especifica de este estudio es la identificacion
automatizada de modelos de turbinas de viento. Igualmente, la precision del modelo solamen-
te estd presente en el primer objetivo, el resto de los criterios fueron reservados para guiar el
proceso evolutivo a soluciones compactas. Este estudio incluye una codificacion especial del
cromosoma con una condicién booleana en el genotipo (codificacion epigenética), la cual per-
mite activar los genes que han sido seleccionados para un proceso de biisqueda local implicita.
Dicho proceso se realiza con el algoritmo Escalador de Montafias para obtener buenos resulta-
dos y reducir la complejidad. El problema de regresiéon simbdlica multiobjetivo de este trabajo

contiene tres objetivos:

1. Medida de precision.
2. Complejidad del modelo.

3. Antigiiedad del programa.

Este ultimo se utiliza para prevenir convergencia prematura. El mecanismo para la seleccion de

sobrevivientes usado en el estudio fue SPEA2.

Finalmente se resalta que la Programacién Genética Multiobjetivo basada en Gramética no re-
quiere de un tratamiento especial de manera independiente a lo expuesto en la presente seccion.
Comparte los mismos pros y contras de la MOGP, siendo pocos los estudios en este campo
[221, 222]. Como sucede también con la combinacién del enfoque hiper-heuristico y la Evolu-

ciéon Gramatical Multiobjetivo [223].

3.4.1.2. Control evolutivo: dominacion y elitismo

La idea del taylorismo ha sido aplicada en estudios con operadores para la MOGP en varios
tipos de problemas. Bhowan hace una incursién en MOGP de las estrategias para la seleccion
de supervivientes propuestas en los algoritmos SPEA2 y NSGA-II [224]. La aplicacién de este
estudio es un problema peculiar de clasificacién con datos desequilibrados, donde se aplican di-
ferentes meta-clasificadores. El método de inicializacién de soluciones y de mutacién conocido
como “método de rampa de mitad y mitad”’se aplica en esta implementacién. El algoritmo resul-
tante utiliza un enfoque generacional (i + A). El trabajo de Bhowan concluye en primer lugar
que en el problema de aplicacién estudiado, SPEA2 obtiene mejores resultados que NSGA-IL.
Segundo, advierte de la importancia de encontrar estrategias correctas de evaluacién de la fun-
cién de adaptabilidad en los MOGP.

Continuando con estudios enfocados en MOGP para problemas de clasificacién que implemen-

tan operadores especializados se resalta el publicado en [225]. Se propone un algoritmo de
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aprendizaje basado en programacion multi-expresion aplicado a un problema multicriterio de
clasificacién de cancer de mama. Igualmente, esta propuesta busca un equilibrio entre precision
de las soluciones y simplicidad. Por otro lado, diferentes enfoques de MOGPs se evidencian en
problemas como la obtencién de medidas de similitud en juegos de datos de entrenamiento [226]
y la resolucién de problemas de agente de ftitbol [227]. En el campo de la transformacién de
rasgos para incrementar la precision de clasificadores basados en PG encontramos la propuesta
de Hiroyasu [228].

Uno de los esfuerzos mas completos para la evaluacioén de diferentes MOPGs en problemas de
clasificacion ha sido realizado por Wang [229]. El problema abordado es conocido en la litera-
tura como problema de gestion de las caracteristicas de funcionamiento del receptor (ROC; the
Receiver Operating Characteristic). La lista de mecanismos para la seleccién de sobrevivientes
utilizada incluye el algoritmo MOEA/D ademds de los conocidos SPEA2 y NSGA-II. Este es-
tudio resalta que los operadores cldsicos de mutacién basados en arboles de PG resultan muy
disruptivos en el problema estudiado. Es por ello que que se propone un esquema de aparea-
miento basado en operadores especifico para el problema. En este trabajo se concluye que el
mecanismo de seleccién de sobrevivientes propuesto en NSGA-II es el que mejores resultados

devuelve.

En los estudios relacionados con los algoritmos de MOGPs aplicados a problemas de clasifica-
cion los resultados son similares. Tsakonas estudia los mecanismos de promocién de diversidad
para MOGP basados en gramadtica para problemas de regresién simbdlica [25]. La principal idea
del estudio fue la utilizacion de diferentes fases de entrenamiento de manera independiente con
una etapa inicial de bisqueda local en comun para todas las fases. Las combinaciones se llevan
a cabo usando un enfoque multicriterio donde los objetivos a minimizar son:

1. La precisiéon mediante el error de minimos cuadrados.

2. La media de los coeficientes de correlacién residual.
En un estudio similar, Rezaee [71] minimiza dos objetivos en un problema de optimizacién de
circuitos electrénicos con multiples salidas. Los objetivos a minimizar de este trabajo fueron:

1. En ndmero de compuertas l6gicas para una determinada tabla veritativa.

2. El tiempo de retardo del circuito.

Finalmente, Olague realiza una sintesis automadtica de operadores para el andlisis de imdgenes

[70]. El estudio de Olague tiene un enfoque multicriterio con tres objetivos:

1. Estabilidad.
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2. Dispersién de puntos.

3. Alto contenido de informacion.

La estrategia de seleccidon de sobrevivientes con la que se experimentd fue SPEA2, obteniendo

buenos resultados.

Por 1ltimo, se observa en la literatura que han emergido nuevos enfoques para la seleccién
automatizada de elementos heuristicos para el control evolutivo. El nuevo enfoque se cono-
ce como hiper-heuristico (HH) y es definido por Burke como heuristicas para seleccionar
heuristicas”[230]. HH opera en un espacio de bisqueda de heuristicas por encima del espacio
de busqueda del dominio del problema subyacente. Nguyen [231] ha aplicado este enfoque HH
en un problema dindmico multicriterio de planificacion de actividades industriales cooperando

con un algoritmo de PG. Tres son las heuristicas de bajo nivel que se evaliian en el estudio:

= SPEA2.
= NSGA-IL

= MOEA basado en distancias armonicas.

El estudio de Nguyen propone dos nuevos modelos como resultado del aprendizaje: el método de
PG multiobjetivo con hiperheuristica (MO-GPHH; Multi-Objective Genetic Programming with
hyper-heuristics) y la Evolucién cooperativa multiobjetivo diversificada (DMOCC; Diversified
Multi-Objective Cooperative Evolution). La principal conclusién expuesta por Nguyen es la
habilidad de los algoritmos basados en PG para el modelado de conocimiento en dominios

complejos de aplicacién mediante programas o reglas de ficil comprension.
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3.5. Aportacion al aprendizaje basado en Programacion Genética
Multiobjetivo: Algoritmo Grab-MO-GaP

La presente seccion propone extensiones a los Algoritmos Multiobjetivo de Programacion Genéti-
ca. La propuesta surge de la necesidad de algoritmos eficaces para aprender el modelo SMF 2.
Aprender el modelo consiste en resolver el problema de optimizacién multicriterio descrito ante-
riormente. La particularidad de este proceso de aprendizaje estd dada por la necesidad de obtener
indirectamente elementos inteligentes de ficil comprension para los seres humanos (expresiones

analiticas).

Las extensiones propuestas enfatizan en el aprendizaje indirecto de variables latentes mediante la
Programacion Genética basada en gramaética. El uso de gramadticas interviene como mecanismo
de presion evolutivo en el proceso de aprendizaje, y saca partido de la co-monotonia entre las
salidas del modelo y la variable latente a aprender de manera interpretable. Adicionalmente,
las extensiones propuestas estan disefiadas para hacer frente al elevado nimero de soluciones

resistentes a la dominacidn que se generan en determinados procesos evolutivos [115].

El algoritmo propuesto introduce modernos mecanismos en la etapa de seleccion de la super-
vivencia. Incluye mecanismos que han sido propuestos para promover la diversidad en las so-
luciones para problemas de muchos objetivos. Estos mecanismos no han sido estudiados en
algoritmos de aprendizaje basados en Programacion Genética Multiobjetivo. Concretamente, se
propone utilizar un conjunto de puntos de referencia bien distribuidos en el espacio objetivo,
ademds del enfoque de interseccién de limites y nuevas relaciones de dominacion. Estos meca-

nismos han sido introducidos en los algoritmos genéticos NSGA-III [34] y §-DEA [2].

El algoritmo de aprendizaje propuesto es conocido como Grab-MO-GaP (del inglés, Grammar-
Based Multi-Objective Genetic Algorithm-Programming). El nombre del algoritmos es un juego
de palabras y abreviaturas que en inglés significa: “agarrar la brecha de los multiobjetivos”. En
la Figura 3.21 se puedo apreciar un ejemplo de la codificacién del cromosoma para la pro-
puesta. Observe que el cromosoma cuenta con dos segmentos, segmento cadena (valores reales:

a,b,c,d,n,m,z) y el segmento basado en arbol.

FIGURA 3.21: Ejemplo de la codificacién del cromosoma para Grab-MO-GaP.
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La definicion de la gramadtica para guiar el proceso de aprendizaje es una etapa importante en
la implementacién de la propuesta. Debe garantizar la correcta gestion de los genotipos en el
proceso evolutivo conduciendo la bisqueda hacia fenotipos factibles en el espacio objetivo, lo
que se traduce en expresiones algebraicas vélidas. En el proceso de aprendizaje indirecto del
algoritmo propuesto se utiliza la gramdatica como mecanismo para explotar la co-monotonia

entre las salidas observables y las variables latentes a aprender.
El Algoritmo 2 detalla la propuesta de Grab-MO-GaP. Las lista de pardmetros de entrada estd
compuesta por:

1. El problema Pr, en el cual es evaluado cada individuo.

2. Un algoritmo evolutivo muliobjetivo MOEA, asi como su lista de pardmetros asociados
MOEAy = {61,6,...,0,}.

3. El niimero maximo de generaciones g para el algoritmo.

4. Los operadores de apareamiento. Donde el operador de cruzamiento y de mutacién hacen
uso de dos probabilidades cada uno, una para el segmento basado en arboles y otra para
el segmento de la cadena de pardmetros. Las probabilidades son identificadas como py,;,;

P para el operador de cruzamiento y ppim,; Pum para la mutacion.

5. Un operador de busqueda local (L.S), que se aplica durante ils iteraciones.

Algorithm 2: Grab-MO-GaP
Input: Pr; MOEA; MOEAy; g; Phiz; Piiz: Phims Plims LS5 ils
pop < Inicializar_Poblacién()
Inicializar_Puntos_de_Referencia()
Evaluar_Poblacion()
for i < 0 hasta g do
MOEA .Procedimiento_Pre_Apareamiento()
MOEA .Seleccién_Padres()
GaP.Cruzamiento( hlxp, llxp)
GaP.Mutacion( himp, himp)
Evaluar_Individuos_Generados()
for j < Oto ils do

L Busqueda_Local()

MOEA.Seleccién_Sobrevivientes()

Seguidamente se detallan las distintas etapas del algoritmo propuesto:

= Etapa de Inicializacion: Se generan los individuos que forman parte de la poblacién ini-

cial. El segmento de los cromosomas basado en drboles se genera aleatoriamente usando
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el método de rampa de mitad y mitad. El tamafio de los arboles no excederd el pardme-
tro de profundidad maxima. Eel segmento de nimeros reales se inicializa seleccionando

valores aleatorios de una Distribucién Uniforme entre los limites (b y ub.

Adicionalmente, en esta etapa se inicializan los elementos necesarios para la ejecucion de
los MOEAs. Por ejemplo, en el caso particular del algoritmo #-DEA, su lista de parame-
tros MOEAy contiene los valores { H1, H2}, los cuales representan las divisiones entre
los limites y entre las capas internas, respectivamente. A partir de estos valores se generan

tres conjuntos: los puntos de referencia, el conjunto de limites superior z"*%"

y el con-
junto de soluciones ideales z*. Como resultado de los hiperplanos lineales generados se

ubican los puntos de referencia en el espacio de soluciones factibles.

= Pre-Apareamiento: Este procedimiento asegura que en cada generacion del algoritmo
propuesto se recalculen algunos valores necesarios para aplicar los operadores de cruza-
miento, mutacién y para la etapa de seleccion de la supervivencia. Continuando con el
ejemplo anterior ( para el caso de §-DEA), el procedimiento requiere la actualizacién del
conjunto de soluciones ideales y la aplicacién de un operador de agrupamiento de los

individuos.

= Cruzamiento: Mediante una estrategia de seleccion por torneo en una sub-poblacion de
siete individuos escogidos aleatoriamente se obtienen dos padres para el cruzamiento. El

operador de cruzamiento en Grab-MO-GaP se divide en tres etapas.

e Primero, se cruzan los segmentos de los individuos que representan las cadenas de
valores reales. Concretamente, se aplica el operador de Cruzamiento Binario Simu-

lado (SBX) con un indice de distribucién amplio y con probabilidad py,;,..

e Segundo, el operador de cruzamiento para el segmento basado en drboles se aplica
con una probabilidad independiente, p;;,.. Este operador tiene su peculiaridad por
estar sustentado sobre la Programaciéon Genética basada en gramdtica. La imple-
mentacion del cruzamiento respetando la gramadtica se realiza de la siguiente forma:
cada individuo tiene asociado un vector de valores enteros con longitud arbitraria. El
cruzamiento de los vectores de enteros se realiza mediante los operadores clésicos
de cruzamiento en uno, dos o n-puntos (en Grab-MO-GaP se utilizan dos puntos).
Seguidamente, para seleccionar la alternativa de cada regla gramatical se selecciona
un entero al azar y éste se divide entre el nimero de cldusulas de la regla; el resto
de la division indica la clausula que se escoge para la conformacion de individuos
hijos. Luego es sencillo el proceso de obtencion del drbol equivalente respetando las

reglas escogidas dentro de la gramatica definida.

e Tercero, se aplica el operador de busqueda local. Este es vital para garantizar que
en el operador de cruzamiento global genere hijos los mds cercanos a los padres

posible. El operador de busqueda local optimiza tinica y exclusivamente los valores
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numéricos comprendidos en el segmento de valores reales que apuntan a determina-

dos nodos dentro del segmento con representacion de arbol.

= Mutacion: El operador de mutacion tiene un esquema independiente para cada segmento
del cromosoma con diferentes probabilidades, ppi,, ¥ pum- En la cadena de valores reales
se implementa una mutacién polinémica con un indice de distribucién amplio [232]. La
mutacién de la parte basada en arbol se realiza cambiando una regla seleccionada aleato-

riamente basdndose en la gramédtica predefinida.

= Seleccion de la Supervivencia: El algoritmo propuesto Grab-MO-GaP hace uso de di-
ferentes estrategias de seleccion de los individuos que sobreviven en una generacion de-
terminada. Las estrategias comprenden diferentes técnicas de promocién de diversidad,
evitando asi la generacidén de individuos con buen ajuste en uno de los objetivos, pero con
pésimos resultados en el resto. Se incluyen en la propuesta enfoques pensados para proble-

mas de aprendizajes multicriterio y otros disefiados para problemas de muchos-objetivos.

Concretamente, el algoritmo propuesto hace uso de los mecanismos de dominacién basa-
dos en Frentes de Pareto que se proponen en los algoritmos SPEA?2 [27], NSGA-II [26],
NSGA-3 [34], MOEA/D [43] y 6DEA [2].

Como resultado de las extensiones propuestas en el algoritmo se tienen cinco variantes que se

diferencian en las estrategias utilizadas en la seleccion de sobrevivientes. Se identifican como:

1. Grab-MO-GaP-SPEA2.

2. Grab-MO-GaP-NSGAII.
3. Grab-MO-GaP-NSGA-3.
4. Grab-MO-GaP-MOEA/D.

5. Grab-MO-GaP-6DEA.

En la préximo capitulo se realizard un estudio empirico de estas variantes del algoritmo propues-
to para el aprendizaje del modelos SMF 2, el estudio responde las siguientes interrogantes: ;Es
posible aprender indirectamente expresiones analiticas que describan el potencial del electrodo
negativo mediante el Modelo SMF 2? ; Qué estrategia en la etapa de seleccion de la superviven-

cia obtiene mejores resultados dentro de las variantes del algoritmo Grab-MO-GaP?
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3.6. Conclusiones parciales

Las propuestas desarrolladas en el presente capitulo conducen a una serie de conclusiones par-

ciales:

= Se presenta una segunda generacién de modelos semi-fisicos para baterias de Iones de Li-
tio. El primer modelo semi-fisico presentado en este capitulo facilita el aprendizaje indi-
recto de variables latentes con el uso de bloques inteligentes basados en FRBSs. Especifi-

camente, permite la estimacion del estado de carga mediante la relacion SoC' = f(OCV).

= Laincorporacién de un tercer objetivo para la estimacién del Estado de Salud en el proce-
so de aprendizaje de modelo SMF 1 aumenta sustancialmente la complejidad. La evalua-
cién de los principales algoritmos evolutivos multiobjetivo permite corroborar la existen-
cia de un elevado nimero de individuos resistentes a la dominacién. Este elemento hace
que se experimente ademds con algoritmos que implementan modernos mecanismos de
promocién de la diversidad. Estos algoritmos fueron originalmente disefiados para pro-

blemas de muchos objetivos.

= Se ha propuesto la inyeccién de conocimiento mediante preferencias parciales como me-
canismo de presion evolutiva en el proceso de aprendizaje del modelo SMF 1. El algo-
ritmo propuesto se le ha llamado #-FPO. Estd enfocado en combatir la generacion de
individuos resistentes a la dominacion, en reducir el nimero de generaciones necesarias
para el aprendizaje y de esta forma permitir su uso en la estimacioén del SoH en los BMSs

de los vehiculos eléctricos.

» Ha sido propuesto un segundo modelo semi-fisico que simplifica la estimacién del Estado
de Salud en baterias de Iones de Litio con regimenes de carga y descarga a corrientes
moderadas. El modelo estd basado en el conocimiento parcial del potencial de los elec-
trodos y el efecto de la degradacidn sobre estos. El modelo SMF 2 requiere de algoritmos
de aprendizaje basado en Programacién Genética Multiobjetivo para estimar de manera
indirecta expresiones que permitan identificar los cambios que ocurren en el electrodo

negativo.

= Tras una exhaustiva revision de los algoritmos existentes para el aprendizaje basado en
programacién genética multiobjetivo y la identificacién de carencias en esta drea, se ha
propuesto extensiones que enfatizan en el aprendizaje indirecto de variables latentes me-
diante la Programacion Genética Multiobjetivo basada en gramatica. El uso de gramaticas
interviene como mecanismo de presion evolutivo en el proceso de aprendizaje y explota
la co-monotonia entre las salidas del modelo y la variable latente a aprender. Se obtienen

expresiones analiticas de facil comprensién por los seres humanos.
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Notas:







Capitulo 4
Evaluacion de las propuestas

El presente capitulo explica los protocolos de carga y descarga de baterias elaborados para reco-
lectar los juegos de datos que son utilizados en la experimentacion. Se detallan las caracteristicas
de las celdas de LiFePO, ensayadas, asi como el equipamiento utilizado en el laboratorio de ba-
terias de la Universidad de Oviedo. Seguidamente se discute sobre las diferentes metodologias
e indicadores de comparacién de algoritmos de aprendizaje multiobjetivo. Se selecciona para la
evaluacion de las propuestas la conformacion del Super Frente de Pareto complementado con el

Indicador Binario Aditivo de Epsilon.

La experimentacion y discusién de los resultados comienza mostrando la evaluacion numérica
pendiente del caso de estudio ntimero 1. Seguidamente se presenta el estudio empirico para la
evaluacién del algoritmo propuesto §-FPO. El andlisis de los resultados obtenidos en este estudio
presenta evidencias graficas y numéricas de la superioridad del uso de preferencias parciales para
el aprendizaje del modelo SMF 1. Finalmente se presenta el estudio empirico de las extensiones

propuestas a los algoritmos de aprendizaje basados en Programacion Genética Multiobjetivo.

103
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4.1. Juegos de datos para la experimentacion

Los juegos de datos para la experimentacion a lo largo del presente trabajo son de fuente propia.
Estos datos se han utilizado en los trabajos que forman parte de la produccién cientifica de
la presente tesis. Los juegos de datos han sido publicados en [233] para su difusién entre la

comunidad cientifica internacional.

En el Aprendizaje Automético existen importantes bases de datos que sirven a los investigadores
para comparar sus resultados de experimentacion. Una de las més conocidas es el Repositorio
de Aprendizaje Automadtico de la Universidad de Irvine, California (UCI Machine Learning Re-
pository !). Este repositorio no cuenta con juegos de datos relacionados con protocolos de carga
y descarga de baterias de lones de Litio u otras tecnologias. En repositorios similares dedicados
al Aprendizaje Automético tampoco se tiene conocimiento de juegos de datos relacionados con

baterias.

La elaboracién de los juegos de datos se ha llevado a cabo en el laboratorio de baterias de
la Universidad de Oviedo, en el que se han ensayado dos celdas de tecnologia LiFePO, del

fabricante European Batteries (ver Figura 4.1).

FIGURA 4.1: Celda de LiFePO, de European Batteries ensayada para el presente estudio.

"http://mlr.cs.umass.edu/ml/
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Celda#1 Celda #2

Capacidad 4547 Ah  46.95
Peso 1010 g 1008 g
Energia consumida en carga a C/25 150.90 Wh 155.86 Wh

Eficiencia media en carga/descarga a C/25 99.59%  99.59 %

TABLA 4.1: Caracteristicas de las celdas ensayadas

La hoja de caracteristicas que brinda el fabricante indica que la capacidad nominal de la celdas
es de 42 Ah (a C/5 y 22°C) y la tensiéon nominal de funcionamiento es de 3.2 V. Ademas, la
tension de corte en carga y descarga es de 3.65 V y 2.0 V respectivamente. Las dimensiones de
las celdas son: alto 275 mm, largo 166.5 mm y ancho 13.3 mm. La Tabla 4.1 complementa la

informacidn de las caracteristicas de las celdas #1 y #2.

La Figura 4.2 muestra las curvas de tensién proporcionadas por el fabricante a diferentes indices
de descarga en condiciones de temperatura de 22°C. La Figura 4.3 por su parte, muestra la
pérdida de capacidad de una celda prototipo sometida a protocolos continuos de carga y descarga
en condiciones ideales. Estos protocolos consistieron en ciclos de carga y descarga a corriente

constante con indice a C/2 (=20A) y una profundidad de descarga del 100 %.
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FIGURA 4.2: Curvas a diferentes regimenes de descarga de las celdas de 42 Ah proporcionadas
por European Batteries.

El nucleo del equipamiento especializado del laboratorio de baterias es el Sistema de Pruebas de
Baterias SBT 10050 de la marca PEC. También, se cuenta con una cdmara térmica de la marca

Memmert, concretamente el modelo ICP 750 (ver Figura 4.4).
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FIGURA 4.3: Envejecimiento de las celdas ensayadas de European Batteries en condiciones
ideales.
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FIGURA 4.4: Equipamiento del Laboratorio de Baterias de la Universidad de Oviedo.

En una etapa inicial de las pruebas de laboratorio todo el equipamiento fue calibrado mediante
los mecanismos recomendados por los fabricantes. De esta forma se garantiza la fiabilidad de

las muestras a tomar en los ensayos para la elaboracién de los juegos de datos.

Los primeros ciclos de carga y descarga de las celdas siguieron las normas de acondiciona-
miento propuestas por el USABC (de inglés, United States Advanced Battery Council) [143].
Estas normas, establecen que es necesario realizar tres ciclos de descarga a corriente constante
a regimenes, C/3, C/2 y C. En todos estos ciclos el protocolo de carga utilizado debe ser el re-

comendado por el fabricante. En el caso de las celdas ensayadas, la carga recomendada consiste
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en aplicar corriente constante a C/2 (21A) hasta alcanzar la tension de corte (3.65 V). Seguida-
mente se pasa a una etapa de carga a tensién constante hasta que la corriente decrece a C/25.
Una vez finalizado este proceso de acondicionamiento se considera que las celdas son estables
si su capacidad no disminuye por encima del 2 % en tres ciclos consecutivos de carga estdndar
y descarga a C/3. Este proceso fue corroborado al finalizar el acondicionamiento de las celdas

utilizadas.

En este punto se cargaron y descargaron la celdas a razén de C/25 para asi obtener los datos de
referencia para la capacidad de las celdas. Posteriormente, mediante el protocolo propuesto por
Abu-Sharkh se determinan los puntos de la tension de circuito abierto cada 10 % del SoC. En el
caso particular de las celdas utilizadas, los pasos durante la carga y la descarga fueron de 4460

mAh. En la Figura 4.5 se muestra los puntos obtenidos para cada una de las celdas.

Volts

Q(Ah)

FIGURA 4.5: Ensayo de relajacién cada 10 % del SoC propuesto por [12] para la celda #1
(Rojo) y celda #2 (Azul).

Finalmente, una serie de ensayos con carga estdndar y descargas a corriente constante C/3,
C/2 y C (14A, 21A y 42A) completan los juegos de datos para la experimentacion. En esta
etapa se hace un muestreo a 2Hz de las variables corriente, tensién, temperatura de la bateria y
temperatura de la cdmara (considerada la temperatura ambiente). La Figura 4.6 muestra los tres
juegos de datos que se identifican como: DS-C/3, DS-C/2 y DS-C. En la columna derecha de la

Figura 4.6 se muestra las respectivas curvas ICAs obtenidas en los segmentos de descargas.
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FIGURA 4.6: Resumen de los juegos de datos para la experimentacién elaborados en el Labo-
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4.2. Seleccion de medidas de comparacion en MOEAs

En la presente seccidon se hace un revision de las medidas de comparacién de los algoritmos
de aprendizajes basados en computacion evolutiva multiobjetivo. En general, se puede lograr
un andlisis tedrico comparativo de los Frentes de Pareto resultantes de los procesos evolutivos.
Sin embargo, dependiendo del indicador seleccionado se hacen simplificaciones que reducen
en cierta medida la utilidad de los resultados. La evaluacién de los algoritmos de aprendizaje

multiobjetivo requiere de varias ejecuciones de cada uno de ellos y su posterior andlisis.

En la literatura consultada se aprecian varios enfoques de estudios comparativos basados en

medidas. Los enfoques mds destacados estdn relacionados con los conceptos siguientes:

= Funcién de logro: las evaluaciones basadas en este enfoque requieren la recoleccién de
datos estadisticos en cada generacién de los MOEAs. Ademads se requiere conocer el
Frente de Pareto 6ptimo de cada problema. Su principal caracteristica es la presentacién
gréfica de la efectividad del proceso de busqueda. La funcién de logro generalmente no
es evaluada para un indicador de calidad especifico porque esto conllevaria un consumo

elevado de memoria.

La Figura 4.7 muestra los contornos de la funcién de logro obtenida para varias ejecu-
ciones independientes de un MOEAs aplicados a un problema de control bi-objetivo. La
intensidad del sombreado corresponde a la magnitud de las diferencias entre las ejecucio-

nes.

> fi

FIGURA 4.7: Ejemplo de funcién de logro (Fuente [13]).
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= Relaciones de dominacion: los estudios comparativos basados en las relaciones de do-
minacién entre pares de FPs son muy frecuentes. Igualmente es necesario conocer el
FP 6ptimo como referencia para las comparaciones y el posterior ordenamiento de los
MOEAs en un problema determinado. Estadisticamente, la prueba de suma de clasifica-
cion de Wilcoxon (o prueba de Mann-Whitney) es la més utilizada para la comparacién de
dos MOEAs mediante este enfoque. Cuando los estudios comparativos comprenden mds

de dos MOEAs la alternativa estadistica es la prueba de clasificacién de Kruskal-Wallis.

Como el concepto de no-dominacion es una de las relaciones mds destacadas de este
enfoque, la Tabla 4.2 extiende la definicién que se presentd en el capitulo anterior. La
tabla presenta los simbolos para identificar los tipos de relaciones que seran utilizados a

lo largo del presente capitulo.

Relacion Simbolo Concepto
Dominacién estricta A >=> B toda solucién b € B es dominada estrictamente
por al menos una solucién a € A

Dominacién A~ B toda solucién b € B es dominada
por al menos una solucién a € A

Mejor A>B6B<A todasolucion b € B es dominada débilmente
por al menos una soluciébna € Ay A # B

Incomparable Al B Incomparables, ni A domina débilmente a B,
ni B domina débilmente a A

Indiferente A~B A domina débilmente a B
y la la vez, B domina débilmente a A

TABLA 4.2: Relaciones de dominacion.

La Figura 4.8 muestra graficamente la existencia de superposicién entre las relaciones de

dominacion que se han explicado en la tabla.

= Indicadores de calidad: este enfoque es el mds extendido en la literatura consultada para
la comparacién de MOEAs. Incluso es un drea de investigacion activa el desarrollo de
algoritmos de aprendizaje basados en indicadores. Estos permiten incorporar preferencias

en el proceso evolutivo.

Estos indicadores o métricas de calidad requieren de definiciones muy precisas para cada
uno de ellos. Se pueden dividir en dos grandes grupos: indicadores unitarios e indicadores

binarios.

Los indicadores unitarios son muy utilizados para la comparacion de algoritmos sobre
juegos de datos de funciones reales. Entre los grupos de funciones que se han convertido

en un estandar de facto en esta area de investigacion se encuentran las conocidas como
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‘ i
= =

FIGURA 4.8: Superposicion entre las relaciones de dominacion.

Indicador unario

Distancia Generacional

Distancia Generacional Invertida

Hiper-drea

Espaciado

Hiper-volumen

Generacion de vectores globales no-denominados
Maximo error en el Frente de Pareto.

TABLA 4.3: Resumen de Indicadores Unarios de Calidad para la evaluacién con Frentes de
Pareto 6ptimo conocido.

ZDT y DTLZ. Las siglas se deben a las iniciales de sus autores Zitzler-Deb-Thiele (ZDT)
[234]; y por otro lado, Deb-Thiele-Laumanns-Zitzler (DTLZ) [235]. En estos grupos de

funciones convexas y no-convexas es conocido el FP éptimo para cada caso.

Dentro de los indicadores unitarios el mas utilizado es el indicador de Distancia Genera-
cional Invertida (IGD, del inglés; Inverted Generational Distance). El IGD es una métrica
que evidencia la diversidad en un FP y su aproximacion al FP 6ptimo. La Tabla 4.3 resume

los principales indicadores unitarios que se encuentran en la literatura [13].

Por otro lado, se recurre a los indicadores binarios fundamentalmente cuando no se conoce
el FP 6ptimo. En la mayoria de los problemas multicriterio asociados al campo de las
ingenierias no se conoce el FP ¢ptimo. Por su importancia para el presente trabajo el resto

de la seccidn esta dedicada a estos indicadores.

Zitzler [236, 237] hace una revision de las técnicas cuantitativas para la evaluacion de algoritmos

multiobjetivo. Como resultado de este estudio se proponen los indicadores binarios:

» Indicador Binario Aditivo de Epsilon € (1)

= Indicador Binario Multiplicativo de Epsilon (I¢.)
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Estos indicadores expresan geométricamente el minimo valor € que se puede sumar (o multipli-
car en el caso de I..) a cada valor objetivo en un punto b del Frente de Pareto B (b € B) de

manera que el valor resultante continiie dominando ligeramente por todos los puntos a; € A,

j=(1,...,m).

Concretamente, los Iy y I.. se definen en la Ecuacién 4.1 y 4.1.

I.+ (A B) = fnﬂf@ {Vvbe B3ae€ A:a .4 b} “4.1)
€€

I..(A,B) = fnﬂf@ {vbe Bla€ A:a . b} 4.2)
€€

Donde A, B € . Una vez comprendidas las definiciones de I (A, B) y I..(A, B) el cdlculo

se realiza mediante la Ecuaciones 4.3 y 4.4.

I.. (A B) = gélél Enelg 112&); a; — b; (4.3)

a
I.+(A, B) = min mi X — 4.4

(D) = R e, o

Para ejemplificar el cdlculo de estos indicadores se selecciona el indicador I.,. El ejemplo con-
siste en la evaluacién de los Frentes de Pareto Aj, Az, A3 y P que se muestran en la Figura 4.9.
Observe que los ejes indican exactamente a que valor corresponde cada una de las soluciones.
Asi entonces, del cdlculo de I..(A;, A2) resulta el valor 1; de I..(A1, As) resulta 9/10, etc. La

Tabla 4.4 muestra todos los valores calculados segtin el indicador.

~

B onon» w
w0

LYy

FIGURA 4.9: Frentes de Pareto de ejemplo para el calculo del indicador 1.
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B A
Ay Ay A3 P
Ay 1 2 2 12

Ag 1 1 372 377
Az | 9710 1 1 173
P 4 4 6 1

TABLA 4.4: Ejemplo de la aplicacién del indicador I,.

Finalmente, mediante el anélisis realizado en la presente seccidn se selecciona para los estudios
empiricos de los algoritmos propuestos el Indicador Aditivo Binario .. Las relaciones de

dominacién que se establecen con el uso de este se identifican como:

Si I (A, B) <0, A domina estrictamente B (A > B).

Sil.i(A,B) <0y I.(B,A) > 0 entonces evidencia que A supera a B (A < B).

Sil.+(A,B)=0yI.(B,A)=0,entonces A y B representan el mismo FP.

En el caso extremo que ambos indicadores sean positivo los FPs A y B son incomparables

entre si (A || B).

La préxima seccidn establece la metodologia para la experimentacion que se complementard

con el indicador seleccionado.
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4.3. Metodologia para la evaluacion de las propuestas

Una vez discutido los diferentes indicadores para la evaluacién de algoritmos de aprendizaje,
se establece la metodologia para la experimentacién que se usard en el presente estudio. Por un
lado se tienen los juegos de datos DS-C/3, DS-C/2 y DS-C cuya elaboracién fue explicada en
las secciones precedentes y, por otro lado, se cuenta con los datos de los ensayos de referencia a

C/25 y el ensayo de relajacion para cada una de las celdas ensayadas.

La metodologia de evaluacion consiste en la ejecucion de los diferentes algoritmos de apren-
dizaje un cierto nimero de veces con cada uno de los juegos de datos. Durante esta serie de
ejecuciones, que pueden ser 10 o 20 segun el caso, se propone recolectar el Super Frente de
Pareto. Este peculiar FP agruparia las soluciones no-dominadas de la suma de los FP obtenidos

en cada una de las ejecuciones.

La decisién de evaluar los diferentes algoritmos mediante el Super Frente de Pareto no es la
Unica alternativa. Sin embargo, en el presente estudio se considera que la complementacion de
esta técnica con el indicador binario aditivo (/) es la mas completa. Indirectamente contiene
otros enfoques como la evaluacion de las soluciones mds representativas de cada objetivo en los

Frentes de Pareto, u otros enfoques [237].
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4.4. Evaluacion del los MOEAs del Caso de Estudio 1

Una vez presentada la metodologia escogida para la evaluacion de los algoritmos de aprendizaje
se realiza la evaluacion empirica del primer caso de estudio del capitulo anterior (Seccién 3.1.4).
En este caso, los algoritmos evolutivos seleccionados para el aprendizaje del modelo SMF 1 se

complementan con el método ad hoc utilizado en la primera version de los modelos semi-fisicos.

Los algoritmos evaluados en el caso se estudios 1 se listan a continuacién:

SPEA2 [27].

NSGA-II [26].

OMOPSO [104].

AD HOC [7].

Los resultados obtenidos en el caso de estudio fueron publicados en [238]. La Tabla 4.5 muestra

las evaluaciones basadas en el indicador (I, ) para cada par de algoritmos.

A =SPEA2 A =NSGA-II A =0OMOPSO A =AD-HOC
I.y (A, B) relation I.y(A,B) relation I.y (A, B) relation I. (A, B) relation
B =SPEA2 0 - 0.0066 0.0052 0.0072
B =NSGA-II -0.0010 < 0 - 5.32E-4 0.0015
DS-C

B = OMOPSO 0.0011 I 0.0023 < 0 - 0.0020
B = AD-HOC 5.368E-4 I 0.0017 I -5.999E-4 q 0 ‘
B =SPEA2 0 - 0.0354 0.0347 0.0346
B = NSGA-II -2.151E-4 < 0 - 0.0010 0.0015

DS-Cr2
B = OMOPSO 6.197E-4 I 8.348E-4 I| 0 8.291E-4
B = AD-HOC -1.831E-4 < 6.925E-4 I 4.406E-5 I 0 !
B = SPEA2 0 - 0.0354 0.0240 0.0357
B =NSGA-II 4.366E-4 I 0 - 6.256E-4 0.0018

DS-C/3
B = OMOPSO -8.528E-4 < 0.0115 Il 0 - 0.0116E-4
B =AD-HOC -1.521E-4 < -1.623E-4 < -6.184E-5 < 0 ‘

TABLA 4.5: Evaluacion basada en el indicador I de los MOEAs del Caso de Estudio 1.

Observe en la Tabla 4.5 la evaluacion de las relaciones de dominacién que se presentan en la
matriz triangular inferior para cada una de las dimensiones. Estas dimensiones (DS-C/3, DS-
C/2 y DS-C) son el conjunto de filas que corresponden los diferentes algoritmos evaluados para
cada uno de los juegos de datos. En cada relacién de dominacidn expuesta en la matriz triangular

inferior se tiene en cuenta los valores de I (A, B) y I.4(B, A).

En el caso de la evaluacién con el juego de datos DS-C observe que predominan los FPs que

son incomparables entre si mediante el indicador seleccionado. Solamente destaca el algoritmo
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NSGA-II por encima de SPEA2. Por otro lado, el algoritmo de aprendizaje ad hoc supera al
algoritmo OMOPSO en este juego de datos. Para una mejor comprensién de los resultados se
deben revisitar los Frentes de Pareto obtenidos en el caso de estudio que fueron mostrados en
las Figuras 3.3; 3.4 y 3.5.

En las evaluaciones con el juego de datos DS-C/2 igualmente predominan los FPs incompara-
bles. Solo hay dos casos en los que se tienen claros ganadores, NSGA-II supera a SPEA2 y por

otro lado, el algoritmo de aprendizaje ad hoc también supera a SPEA2.

En la dimensién correspondiente al juego de datos DS-C/3 si hay un claro ganador que es el
algoritmo ad hoc. Observe que éste supera a cada uno de los algoritmos restantes. Obtiene
buenos resultados también el algoritmo OMOPSO superando a SPEA2. En este caso particular,

no se repite el mismo patrén de superioridad entre NSGA-II y SPEA2.

Haciendo un andlisis conclusivo de los resultados obtenidos en el caso de estudio 1, recordando
que solamente se tienen dos objetivos por cumplir, el algoritmo ad hoc propuesto en la primera
generacion de los modelos semi-fisicos sigue siendo competitivo. Ahora bien, con la incorpora-
cién de la estimacidn del estado de salud este algoritmo es impracticable. Esta experimentacion
ha servido para corroborar la complejidad del proceso de aprendizaje y el elevado tiempo de

procesamiento que ocupa la evaluacién de la funcién de adaptabilidad.
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4.5. Evaluacion de los MOEASs en el aprendizaje del modelo SMF 1

En la presente seccion se realiza la experimentacion con los algoritmos de aprendizaje més
representativos de cada uno de los diferentes enfoques de investigacion en la Computacion Evo-
lutiva Multiobjetivo. En este caso se debe aprender el modelo SMF 1 con la inclusién de la
estimacion del estado de salud. Como se explicé en el capitulo anterior, la aproximacion de la
primera derivada de la salida de tension del modelo (ICA) aumenta significativamente la com-
plejidad del proceso de aprendizaje. Las caracteristicas de este particular proceso de aprendizaje
presentan un Sistema Genético-Difuso Multiobjetivo que no es estdndar. El problema multicri-

terio de aprendizaje se plante6 como:

min F(z) = (MSEy, (x), MSEy, (2), MSErca(z))”

En observaciones realizadas del proceso de aprendizaje se ha identificado que este problema
tiene puntos en comun con problemas de muchos objetivos. Entre los puntos de similitud mas
destacados esta el elevado nimero de soluciones resistentes a la dominacién que aparecen en
cada generacion de los algoritmos. Muchos son los algoritmos evolutivos para aprender mode-
los multiobjetivos y de muchos objetivos. La seleccion de los algoritmos a evaluar en el presente
estudio incluye los mds populares en la ciencia y la ingenieria. A la vez, se selecciona un algo-
ritmo representativo por cada uno de los enfoques de bisqueda més estudiados en los dltimos

afios para espacio objetivos de grandes dimensiones (descritos en las Seccién 2.2).

En este contexto, los algoritmos seleccionados son:

SPEA2 [27].

NSGA-II [26].

OMOPSO [104].

MOEA/D [43].

NSGA-III [34].

6-DEA [2].

El algoritmo ad hoc utilizado en la experimentacion del caso de estudio 1 es impracticable en
este problema de aprendizaje. La principal razén es la presencia de tres objetivos en el proceso de
aprendizaje. El algoritmo ad hoc no permitiria un correcta exploracién del espacio de biisqueda

y llevaria a una convergencia prematura hacia un minimo local.
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Los pardmetros de cada uno de los algoritmos evaluados han sido ajustados mediante prueba y
error en diferentes experimentos precedentes. Los algoritmos comprenden el uso de poblaciones
de tamafio similar en todos los casos. Las probabilidades de cruzamiento y mutacién han sido las
mismas. La Tabla 4.6 resume los pardmetros que comparten los diferentes algoritmos evaluados

en la experimentacion.

Parametro Valor
Generaciones 100 000
Tamafio de la poblacion ~ 60

Probabilidad de cruzamiento 0.9
Probabilidad de mutacion 0.01

TABLA 4.6: Resumen de pardmetros utilizados en los algoritmos evolutivos seleccionados para
el aprendizaje del modelo SMF 1.

El genotipo y fenotipo de la codificacion del cromosoma para el aprendizaje del modelo semi-

fisico 1 se presenta en Figura 4.10.
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FIGURA 4.10: Codificacién del cromosoma para el Sistema Genético-Difuso Multiobjetivo
asociado al modelo semi-fisico 1.

Para la experimentacion se ha seguido la metodologia explicada anteriormente. Se ha confor-
mado el Super Frente de Pareto en 20 ejecuciones de cada uno de los algoritmos con cada uno
de los tres juegos de datos como entrada (DS-C/3, DS-C/2 y DS-C). La Tabla 4.7 muestra la

evaluacion basada en el indicador I, .
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Para el analisis de los resultados numéricos de la evaluacion, se debe observar la tabla de resul-
tados teniendo en cuenta cada una de las dimensiones pertenecientes a cada uno de los juegos
de datos. Como en el caso de estudio de la seccion anterior, la matriz triangular inferior en cada

una de las dimensiones muestra la relacién de dominacién entre los FPs.

En la primera dimensién de la tabla correspondiente a la experimentacién con el juego de datos
DS-C se pueden resaltar varios aspectos. El desempefio de los MOEAs tienen un comporta-
miento promedio, el algoritmo NSGA-II supera a SPEA2 en esta dimension en particular. El
algoritmo MOEA/D no obtiene buenos resultados en la evaluacién, es superado por SPEA2,
OMOPSO, NSGA-III y 6-DEA. Observe que los algoritmos que hacen uso de puntos de refe-
rencia en el espacio de bisqueda como estrategia para fomentar la diversidad obtienen buenos
resultados en la evaluacién. A pesar de los tres objetivos del problema de aprendizaje, el al-
goritmo NSGA-III supera a NSGA-II en esta primera dimensién. Una mencién especial en la
evaluacion la tiene el algoritmo 6-DEA: éste supera al resto de los algoritmos en la experimen-

tacion en esta primera dimensién y también en el resto.

En las dimensiones DS-C/2 y DS-C/3 aumentan los FPs que son incomparables entre si. Sin em-
bargo, se mantienen varios patrones en las relaciones de dominacién con respecto a la dimension
anterior. Igualmente, el algoritmo que mejor desempefio presenta es §-DEA. En la dimensién
DS-C/3 el algoritmo NSGA-II es superado por el resto a excepcion de SPAE2. Para un andlisis
detallado de la tabla de resultados observe que se resaltan en negritas los valores cuando un

algoritmo es mejor de otro.

Teniendo en cuenta la experimentacidn realizada en la presente seccidn, a continuacion se listan

un grupo de observaciones extraidas:

El aprendizaje del modelo semi-fisico 1 es un proceso costoso. El tiempo de evaluacion
de la funcién de adaptabilidad se ha calculado que es aproximadamente el 90 % de una

generacion de los MOEAs evaluados.

= En el proceso evolutivo se genera una cantidad elevada de individuos resistentes a la
dominacién. Los algoritmos inicialmente disefiados para problemas de muchos objetivos

son los que mejor comportamiento presentan.

= Pequefias mejoras en la funcion de adaptabilidad (basados en el MSE) repercuten signifi-
cativamente en el ajuste del modelo. Por otro lado, es un handicap en los procesos evoluti-
vos el hecho de que para un mismo MSE se tienen infinitas combinaciones de parametros

del modelo.

= Finalmente, la experimentacién realizada permite evidenciar que el problema de aprendi-

zaje asociado al modelo semi-fisico 1 tiene puntos en comin con problemas de muchos
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objetivos (como se ha mencionado). El hecho de que el algoritmo que mejor comporta-
miento presenta sea §-DEA es una prueba irrefutable. Dicho algoritmo y su mecanismo de
promocidn de la diversidad, unido a la nueva relaciéon de dominacién que utiliza, facilitan
su convergencia por encima de algoritmos que han sido muy eficaces en problemas de
dos o tres objetivos (NSGA-II y SPEA2). No se debe olvidar el caricter destructivo que
presenta el tercer objetivo relacionado con la primera derivada de la salida de tensién del

modelo.

En la préxima seccién se presenta el estudio empirico del algoritmo propuesto -FPO. Este se

compara solamente con §-DEA, para una mejor comprension de la evaluacion.

4.6. Estudio empirico de 6-FPO

El la presente seccidn se sigue la metodologia de experimentacién propuesta. Se ha diseiiado el
experimento lanzando diez ejecuciones de los algoritmos §-DEA y el propuesto §-FPO. Para un
mejor andlisis de la propuesta se ha decidido que el presente estudio empirico solamente incluya
estos dos algoritmos. Considerando la evaluacidon realizada en la seccién anterior el algoritmo
0-DEA es superior al resto. El presente estudio responde a la pregunta: ;Es posible mejorar el
aprendizaje del algoritmo #-DEA con la inyeccién de conocimiento en el proceso evolutivo para
el caso particular del aprendizaje del modelo semi-fisico 1?7 La Tabla resume los principales

parametros utilizados para el experimentacién con §-DEA y 6-FPO.

Parametro Valor
Generaciones 50 000
H; 4

H> 3

0 2
Probabilidad de cruzamiento 0.9
Indice de distribucién del operador de cruzamiento (SBX) 20
Probabilidad de mutacién 0.01

Indice de distribucién del operador de mutacién polinémica 20

TABLA 4.8: Resumen de pardmetros para el estudio empirico §-FPO.

Observe en la tabla que el nimero de generaciones utilizados como condicién de parada en este
estudio, es la mitad de las generaciones utilizadas en la evaluacién a los MOEAS presentados en
la seccién anterior. Los resultados obtenidos en las diferentes dimensiones del juego de datos se
pueden observar en la Tabla 4.9. Se evidencia numéricamente que la inyeccién de conocimiento
mejora el proceso de aprendizaje del algoritmo base. En la practica, este resultado facilitaria la

implementacion del algoritmo propuesto en un BMS.
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A = 0-DEA A = 0-FPO
I..(A,B) relation | I.(A,B) relation
ps.c B= 9-DEA 0 = 0.021061
B =#-FPO | -4.7690E-4 < 0 =
B = 9-DEA 0 = 0.002399
DS-C2
S-C2 B _0FPO | 2.7692E5 < 0 =
B = 9-DEA 0 = 0.061406
DS-C3 B =0-FPO | -0.004166 < 0 =

TABLA 4.9: Evaluacién basada en el indicador I, de los algoritmos §-DEA y el propuesto
6-FPO.

En la Figura 4.11 se observan los diferentes Frentes de Pareto obtenidos en la experimentacion.
Los tres FP corresponden, de arriba hacia abajo, a la experimentacién con los juegos de datos
correspondientes a DS-C, DS-C/2 y DS-C/3. Los ejes de los cubos identificados con M SE(V'D),
MSE(Tb)y MSE(ICA) corresponden a los errores computados con las ecuaciones 3.14, 3.15
y 3.17. Observe que la precisién de los ajustes es diferente en términos de cifras significativas
para cada objetivo. Este efecto estd relacionado con la unidad de medida en cada caso, el maximo

error en la salida de tensién es 20mV, mientras que en el caso de la temperatura es de 0.5 °C.

Los tres Frentes de Pareto de la Figura 4.11 respaldados con la evaluacién numérica son una
evidencia empirica de la mejora en la calidad de las soluciones obtenidas con el uso de preferen-
cias parciales. Los diferentes FPs se detallan en dos dimensiones en la Figura 4.12. La columna
izquierda corresponde a la dimensién DS-C del juego de datos, la columna central a DS-C/2 y

la columna derecha a DS-C/3.



Evaluacioén de las propuestas

123

MSE(dQ/dV)

MSE(dQ/dV)

MSE(dQ/ dV)

FIGURA 4.11: Frentes de Pareto del estudio empirico con §-DEA y 6-FPO correspondiente a

los
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FIGURA 4.12: Frentes de Pareto en 2D de 6-DEA y 6-FPO para la experimentacion realizada.
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Finalmente la Figura 4.13 muestra los ajustes de las diferentes curvas de salida del Sistema
Genético-Difuso Multiobjetivo asociado al modelo semi-fisico 1. Dichos resultados son una
muestra de la precision de las soluciones encontradas con el uso de preferencias parciales. No
se debe olvidar que ninguna solucién del Frente de Pareto es superior a otra. La solucién de la
Figura 4.13 fue escogida al azar del FP obtenido con el algoritmo 6-FPO vy el juego de datos
DS-C/2 como entrada.
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FIGURA 4.13: Ajuste de las curvas de salida de modelo de una solucién del FP resultante del
algoritmo propuesto 6-FPO con el juego de datos DS-C/2 como entrada.
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4.7. Estudio empirico de Grab-MO-GaP

En la presente seccién se realiza la evaluacion de las extensiones propuestas a los algoritmos de
Programacion Genética Multiobjetivo. Como se ha explicado, el aprendizaje del modelo semi-

fisico 2 requiere de un disefio minucioso de:

» La codificacién del cromosoma.
= [a gramdtica que conducird la bisqueda.

» [os pardmetros del algoritmo.

Cada uno de estos elementos serdn explicado en el Sistema de Programacion-Genética-Difuso
Multiobjetivo asociado al presente estudio empirico. Dentro de la presente seccién se hace énfa-
sis en la interpretabilidad del conocimiento extraido por las extensiones propuestas. Particular-
mente, en las expresiones analiticas que se aprenden indirectamente y estdn asociadas a la curva

OCP del electrodo negativo en el modelo semi-fisico 2.

La Figura 4.14 muestra la codificaciéon cromosomatica para el aprendizaje del modelo SMF 2.
Esta codificacion es similar a la propuesta por Howard en el algoritmo GaP (Genetic Algorithm-
Programming) [219]. El cromosoma cuenta con dos partes: el segmento asociado a la estructura

de datos mediante drboles y el segmento asociado a la cadena de valores reales.
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FIGURA 4.14: Codificacion del cromosoma para el Sistema de Programacion-Genética-Difuso
Multiobjetivo asociado al modelo semi-fisico 2.

Como se puede observar en la codificacién, el segmento cadena contiene los valores asociados

a los antecedentes y consecuentes de las FRBSs que intervienen en la salida de temperatura del
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modelo. Por otro lado, Grab-MO-GaP no utiliza constantes aleatorias efimeras dentro del seg-
mento asociado a la estructura de datos basada en drboles. Observe que en su lugar se utilizan
simbolos del segmento cadena que apuntan a determinados nodos del arbol, conjunto de simbo-
los p = (p1,p2,-..,pr). Estos valores reales participan en el cruzamiento y mutacién a nivel

del segmento cadena y también el proceso de bisqueda local.

El disefio experimental para la evaluacién de Grab-MO-GaP respeta la metodologia seguida a
lo largo de este capitulo. En este caso, las diferentes variantes del algoritmo fueron ejecutadas
veinte veces haciendo un compendio de las soluciones no-dominadas a lo largo del todas las
ejecuciones. En la mitad de estas ejecuciones se hace uso de los datos pertenecientes a la primera
celda ensayada (Bat #1) y el resto con la segunda celda (Bat #2). De cada una de estas celdas se

utilizan los datos del régimen de carga y descarga a C/25.

Las diferentes variantes del algoritmo propuesto (Grab-MO-GaP-SPEA?2, Grab-MO-GaP-NSGALII,
Grab-MO-GaP-NSGA-3, Grab-MO-GaP-MOEA/D y Grab-MO-GaP-0DEA) utilizan el mismo
tamafio de la poblacién, al igual que el resto de los pardmetros. La Tabla 4.10 resume los
parametros para la experimentacion. El algoritmo de bisqueda local utilizado ha sido una va-
riante del algoritmo de Nelder y Mead propuesta por Tom Rowan, conocida con el nombre de
”Subplex”’[239].

Parametro Valor
Generaciones 50 000
Tamafio de la poblacion ~ 60
Iteraciones en la Bisqueda Local ¢pls 25

Probabilidad de cruzamiento en el segmento cadena P, 0.9
Probabilidad de cruzamiento en el segmento de arbol Py, 0.8
Probabilidad de mutacién en el segmento cadena Py, 0.01
Probabilidad de mutacién en el segmento de drbol Py, 0.01

TABLA 4.10: Resumen de parametros del estudio empirico con Grab-MO-GaP.

4.7.1. Definicion de la gramatica

La definicion de la gramética es una importante decision de disefio en la implementacién exitosa
de las extensiones propuestas. La correcta gestién de los genotipos a través de gramaticas ga-
rantiza fenotipos factibles para el problema de aprendizaje que se trabaja. La gramadtica dentro
de Grab-MO-GaP estd estrechamente relacionada con el aprendizaje indirecto de las variables

latentes.

La definicién de la gramaética para el aprendizaje de la OCP del electrodo negativo en el modelo
semi-fisico 2 debe explotar el conocimiento parcial que se tiene sobre los fendmenos electro-

quimicos subyacentes. La curva de salida observable relacionada con la tensién de la bateria
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(vp) es co-monétona con la OCP del electrodo positivo. Esta curva de potencial del electrodo
positivo es conocida y practicamente no cambia con la degradacién (en el presente estudio se
considera constante en el tiempo). Por otro lado, la curva de OCP del electrodo negativo es
mondtono decreciente en todo su dominio y por tanto es antitona con la salida de tension, re-
visite la Figura 3.19 para una mejor comprensién. Esta curva de la OCP del electrodo negativo
cambia con el envejecimiento de la bateria, se desplaza y se modifican ligeramente sus puntos de
cambios de pendiente. De lograrse el aprendizaje indirecto de esta curva mediante expresiones

analitica, se resuelve de inmediato el problema de la estimacién del SoH.

Para la presente experimentacion los datos de la curva del electrodo positivo fueros extraidos del
toolbox Alawa de Matlab™ | herramienta desarrollada por la Universidad de Hawaii. Alawa im-
plementa un modelo para el diagndstico y prondstico del SoCy el SoH [199]. Ademas, recolecta
mucha informacién sobre experimentos invasivos que se han realizado en diferentes tecnologias
de baterias basadas en Iones de Litio. El procedimiento para la obtencién de los datos consiste en
separar los compuestos del 4nodo y el citodo realizando ensayos que para obtener la diferencia

de potencial de cada uno de los compuestos frente al Litio en su estado puro.

Sobre esta base, para la definicion de la gramética, se explican a continuacién las funciones de
referencias que se han seleccionado para modelar el patrén del electrodo negativo y sus cambios

de pendiente.

Primero, la gramatica debe hacer uso de una funcién Logit, Ecuacién 4.5. Esta funcién es la

inversa de la funcién Logistica o funcién Sigmoide.

T

logit(z) = log( ) 4.5)

l—2z
La Figura 4.15 muestra la gréfica de la reflexion horizontal de la funcién Logit que servird de

patrén base para el electrodo negativo a aprender.

Segundo, deben afiadirse a patrén que establece la funcién anterior los cambios de pendiente
asociados al electrodo negativo. Estos repercuten directamente en los cambios de pendiente en
la salida de tensién del modelo. Para este fin, la gramética debe hacer uso de la versatilidad de

la funcién Sigmoide (Ecuacion 4.6).

1

En su forma general la funcioén Sigmoide es definida mediante la Ecuacién 4.7.

B-A
g
sigmoid?(z) = A + [ e K@ Xn) 4.7)
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10

-10

FIGURA 4.15: Reflexién horizontal de la funcién Logit.

Donde las constantes A, B, W, K y X, representan:

m A: La asintota inferior.

= [B: La asintota superior.

W Esta relacionada con el valor de sigmoid?(0).

K: Es el indice de crecimiento.

X es el punto medio de la funcién en el eje de las abscisas.

La Figura 4.16 muestra una funcién Sigmoide estandarcon A =0, B=1y X,,, = 0.

Sobre estas funciones se basa la definicidon de la gramética para el aprendizaje del algoritmo
Grab-MO-GaP. Seguidamente se presenta un ejemplo hipotético que facilitard la comprensién
de la gramatica que se define. Mediante este ejemplo se explica el mecanismo que se utilizara
para identificar los picos de la curva ICA a partir de la estructura del modelo aprendido, parti-

cularmente del aprendizaje indirecto del OCP perteneciente al electrodo negativo.

La Figura 4.17 muestra las curvas de los diferentes potenciales para una bateria de 45 Ah. Se
establece hipotéticamente el potencial del electrodo positivo (PE) constante en 3.4 V. El electro-
do negativo (NE) es modelado mediante la resta de la funciones Logit reflejada horizontalmente
con una funcién Sigmoide, ambas funciones deben ser escaladas. Estas funciones dependen de
la carga de la bateria segiin el modelo semi-fisico 2 (en este ejemplo no se asume el modelo

lineal de las cargas). Observe en la figura que las flechas indican el cambio de pendiente de las
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FIGURA 4.16: Funcién Sigmoide.

curvas del electrodo negativo y la tensidn de la bateria. En estas regiones se centra el andlisis
para la identificacion de los picos en las curvas ICA. Seguidamente se muestran las ecuaciones

correspondientes al ejemplo, donde se asume que:

34 ‘
2 PE =34V
= — Sigmoid
—— NE = Logit -Sigmoid
— VB =PE-NE

0.0 02 04 086 08 1.0

SoC

FIGURA 4.17: Funciones que fundamentan la definicion de la gramatica para la experimenta-
cién con Grab-MO-GaP.
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vB = PE — NE(QNE)

PE = 3,4V
NE(Qng) = Logit**(Qng) — Sigmoid* ™ (Qn )
Qne =Q
- scal _ QNE
Logit***(QnEg) = log(————)
1-0QnE

1
1+ e 100@np—0.4)

Sigmoidscal (QNE) =

Para facilitar el andlisis de la salida de tensién y sus cambios de pendiente en este ejemplo, se

invierten los ejes de coordenadas en la Figura 4.18.

100

80

60 —

SoC

40

20

29 3.0 3.1 3.2 3.3 3.4 3.5

FIGURA 4.18: Tension frente al SoC para identificar los cambios de pendiente.

A partir de estos datos se realiza el andlisis ICA y se determinan los picos caracteristicos que se
muestran en la Figura 4.19. Estos se corresponden con los puntos donde comienza el crecimiento
de la funcién Sigmoide, y donde culmina se pueden obtener de forma simétrica a partir de X,
y el factor de crecimiento K. En el presente ejemplo los puntos de cambio de tensién que
corresponden con los picos de la curva ICA: v1 = 3,126 V que se alcanza para el SoC =
32,05 % y v2 = 3,24 V correspondiente al SoC' = 50,97 %.

Desde el punto de la aplicacién practica, la correcta localizacién de los cambios de pendiente
en la salida de tension del modelo es de mucha utilidad para la estimacion del SoH. Esto es solo
posible proponiendo que el perfil de tension del electrodo negativo sea una cadena valida en la

gramadtica presentada en el Listado 4.1.
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FIGURA 4.19: Identificacién de los puntos de cambio de pendiente.

INICIO ::= POS % logit(QSCAL) — POS — STEPS
STEPS ::= POS |

POS x q |

POS % STEPS |

STEPS + STEPS |

sigmoid (Q_SCAL) |

QSCAL ::= POS x q — POS
POS ::= p0 | p2 | ... | p24

LISTADO 4.1: Gramatica definida para estudio empirico con Grab-MO-GaP

Esta gramdtica garantiza la obtencion de expresiones que se corresponden con curvas monéto-
nas decrecientes para el electrodo negativo. Todos los modelos vélidos restan a la reflexién

horizontal de la funcién Logit funciones mondtonas crecientes, estas pueden ser:

= Funcién Sigmoide.
» Funcidn de la carga de la baterfa ¢ por una constante.

= Suma de funciones mondtona creciente.
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= Productos de una constante por funciéon mondtona creciente.

En la gramatica, el conjunto de simbolos terminales desde p0 hasta p24 son valores positivos.

4.7.2. Analisis y discusion de los resultados

Los resultados obtenidos en las diferentes variantes del algoritmo propuesto se evalian en la
presente seccion. Los Frentes de Pareto obtenidos mediante la experimentacion se muestran en

la Figura 4.20.

]
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-
e —
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~ ) ® Grab-MO-GaP-SPEA2
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ot X > B = Grab-MO-GaP-MOEA/D
g 00 - Grab-MO-GaP-ThetaDEA
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FIGURA 4.20: Frentes de Pareto obtenidos de las diferentes variantes evaluadas del algoritmos
propuesto Grab-MO-GaP.

Para un andlisis detallado, en la Figura 4.21 se descomponen los FPs en dos dimensiones.

Observe que los FPs son una evidencia grafica que las estrategias de seleccién de la supervi-
vencia utilizadas en Grab-MO-GaP-SPEA2 y Grab-MO-GaP-NSGA-II obtienen FPs dispersos
en el espacio de decisién. Por otro lado, el resto de las alternativas Grab-MO-GaP-NSGA-3,
Grab-MO-GaP-MOEA/D y Grab-MO-GaP-ThetaDEA encuentran FPs concentrados. El estu-
dio permite observar que las estrategias que hacen uso de puntos de referencia en el espacio de
bisqueda y de nuevos mecanismos de promocién de la diversidad obtienen modelos potencial-

mente superiores al resto.
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FIGURA 4.21: Proyeccién en 2D de los FPs obtenidos con Grab-MO-GaP.
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Numéricamente la Tabla 4.11, en su primera parte, muestra la comparativa mediante el indicador
de calidad binario que se ha utilizado a lo largo del presente capitulo (/). En la segunda parte
de la Tabla 4.11 se muestra adicionalmente el indicador de Distancia Generacional Invertida
IGD(A, B). Este indicador proporciona informacién complementaria sobre la diversidad de

los FPs obtenidos.

A partir del andlisis numérico de los resultados, se debe resaltar que los resultado alcanzados
con las variantes Grab-MO-GaP-SPEA2 y Grab-MO-GaP-NSGA-II no dominan a ninguna de
las restantes. La variante del algoritmo que mejores resultados alcanza en la presente experi-
mentacion es Grab-MO-GaP-NSGA-3.

Para la evaluacion de las expresiones analiticas aprendidas indirectamente se selecciona alea-

toriamente un individuo del FP obtenido por el algoritmo Grab-MO-GaP-NSGA-3. La Figura

4.22 muestra la expresion obtenida que describe el electrodo negativo.

#3%)

exp

FIGURA 4.22: Ejemplo de una expresion obtenida indirectamente para el electrodo negativo.

Haciendo una evaluacidon de las expresiones analiticas aprendidas indirectamente se observa que
generalmente se identifican dos o cuatro de los cinco picos de la curva ICA. Si se toma como
referencia la Figura 4.23, las expresiones aprendidas indirectamente identifican los picos 2, 3,

4y 5 en el mejor de los casos. En otros individuos solo se identifican los puntos 4 y 5. La
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precision y el nimero de picos localizados por el modelo decrece cuando la corriente es alta. Si
la corriente es alta, los cambios en la pendiente son suavizados por los efectos cinéticos de la

bateria y la colocacién de las sigmoides no sera fiable.

312 314 316 318 320 322 324 326 328 330 332 334
Voltage(V)

FIGURA 4.23: Etiquetado de los puntos de cambio de pendiente en la curva ICA.

En el presente estudio empirico no se profundiza numéricamente en la precisién de las expre-

siones aprendidas indirectamente por dos motivos fundamentales:

1. No se cuenta con datos de la curva de OCP del electrodo negativo en las celdas utilizadas

en la experimentacion.

2. Se respeta la naturaleza del aprendizaje multiobjetivo donde ninguna de las soluciones
de los FP es superior. En este sentido, la discriminacién de soluciones de un FP por no
identificar la mayor cantidad de puntos de cambio de pendiente entraria en contradiccién

con el enfoque multiobjetivo del algoritmo propuesto Grab-MO-GaP.

Finalmente, teniendo en cuenta que el Sistema de Programacién-Genética-Difuso Multiobjetivo
y su aplicacién en el modelo semi-fisico 2 no tiene contrapartes en la literatura con las que pueda
compararse, con el fin de obtener una referencia numérica de la calidad del método propuesto

ha sido utilizada un red neuronal recurrente para aprender un modelo dindmico de la bateria.

Dicho modelo es una red neuronal LSTM (del inglés, Long Short Term Memory) con 50 nodos
ocultos y una capa lineal de salida. Las entradas han sido la corriente ip y la carga de la bateria
Q. La estimacién neuronal de la curva OC'V se obtuvo simulando un ciclo a C/25 con el modelo
aprendido. La red neuronal tiene la particularidad de que el conjunto de entrenamiento y el de
experimentacion es el mismo. La Tabla 4.12 resume los resultados obtenidos donde se aprecia

numéricamente la superioridad del modelo propuesto en la experimentacion realizada.
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Bateria Grab-MO-GaP LSTM
bat #1 0.00458 0.00781
bat #2 0.00470 0.00786

TABLA 4.12: Comparacién del error absoluto en Vatios entre Grab-MO-GaP y la red neuronal
recurrente.

4.8. Conclusiones parciales

En el presente capitulo se explicé detalladamente la elaboracidn de los juegos de datos utilizados
en la experimentacién. Luego se realizé un anélisis de las diferentes metodologias e indicadores
de comparacién de algoritmos de aprendizaje para modelos multicriterio. Se seleccioné para la
evaluacion de las propuestas la acumulacién del Super Frente de Pareto y el uso del Indicador

Binario Aditivo de Epsilon.

En el estudio empirico de los MOEAs para el aprendizaje del modelo SMF 1 se identificé que:

= El aprendizaje de este modelo es un proceso costoso.

= En el proceso evolutivo genera una cantidad elevada de individuos resistentes a la domi-

nacion.

= Pequefias mejoras en la funcién de adaptabilidad (basados en el MSE) repercuten signifi-

cativamente en el ajuste del modelo.

El estudio del algoritmo propuesto §-FPO permitié evaluar las ventajas de la inyeccion de co-
nocimiento en el aprendizaje del modelo. La propuesta mejora los resultados del resto de los

algoritmos evaluados.

Por otro lado, segtn el estudio realizado con el algoritmo Grab-MO-GaP para el aprendizaje del

modelo semi-fisico 2 se concluye que:

= E] algoritmo propuesto facilita el aprendizaje indirecto de variables latentes con expresio-

nes de facil comprension.

= En las diferentes variantes del algoritmo se destaca Grab-MO-GaP-NSGA-3 como la va-

riante que mejor converge en la experimentacion realizada.

= El método propuesto es competitivo con otros modelos inteligentes y es el punto de partida

de nuevas lineas de investigacion.



Evaluacion de las propuestas 139

Notas:







Capitulo 5

Conclusiones Generales

Como resultado de la presente investigacion se desarrollaron nuevos algoritmos de aprendiza-
je con enfoque multicriterio. Las aportaciones realizadas dotan a los investigadores de otras
alternativas para enfrentar problemas dindmicos. Particularmente, los algoritmos propuestos en-
contraron buenas soluciones en el aprendizaje de modelos semi-fisicos de baterias de Iones de

Litio, lo cual responde al objetivo general planteado pues:

1. Los modelos semi-fisicos de segunda generacién propuestos facilitan el aprendizaje indi-
recto de las variables latentes como el Estado de Carga y Estado de Salud. Aprender el
Sistema Genético-Difuso Multiobjetivo no-estdndar asociado al modelo semi-fisico 1 no
ha sido sencillo. La complejidad del proceso de aprendizaje esta fundamentalmente aso-
ciada al elevado nimero de individuos resistentes a la dominacién que se generan durante

el proceso evolutivo.

Se ha propuesto el modelo semi-fisico 2, que permite simplificar el diagnéstico del estado
de salud de baterias de Iones de Litio. Se ha realizado un profundo anélisis de la literatura
identificando carencias en los algoritmos necesarios para este modelo. El Sistema de Pro-
gramacion-Genética-Difusa Multiobjetivo asociado al modelo requirié de la extension de

los algoritmos existentes.

2. Se ha propuesto el algoritmo 6-FPO, el cual permite la inyeccion de conocimiento en
el proceso evolutivo mediante preferencias parciales. Con esta propuesta se establecen
nuevos mecanismos de presion evolutiva en el proceso de aprendizaje. La inyeccién de
conocimiento planteada permite enfrentar la complejidad del proceso de aprendizaje. En
el estudio empirico realizado se evidencia una mejor convergencia del algoritmo propues-
to. Se requiere menor nimero de generaciones para el aprendizaje, los cual es ventajoso
para la implementacion practica en BMSs de vehiculos eléctricos, asi como para la extra-
polacién de los resultados a zonas que no estuvieron representadas en los juegos de datos

de la experimentacion.
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3. El algoritmo propuesto Grab-MO-GaP introdujo modernos mecanismo en la etapa de se-
leccién de la supervivencia para el aprendizaje multiobjetivo basado en Evolucién Grama-
tical. El estudio empirico realizado evidencia la habilidad del algoritmo propuesto para el
aprendizaje indirecto de variables latentes del modelo. Este proceso saca provecho de la

co-monotonia entre las variables latentes a aprender y las salidas observables del modelo.
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5.0.1. Trabajo futuro

La presente investigacion tendrd su continuidad en varias lineas de trabajo que se listan a conti-

nuacion:

= Desde un punto de vista de aplicacién préctica, los resultado de la investigacion sugieren
que los algoritmos para el aprendizaje de modelos semi-fisicos pueden aplicarse con éxito
en BMSs para vehiculos eléctricos. Esta es una linea de trabajo derivada de la presente

tesis.

= Se trabajard en mejoras en Grab-MO-GaP enfocados al aprendizaje indirecto de expresio-

nes para ambos electrodos al unisono y con corriente més elevadas.

= Se trabajard estudiando la aplicacién de los algoritmos propuestos a otros problemas
dindmicos de la ciencia y la ingenieria. En este sentido, el desarrollo de los algoritmos
debe estar enfocado a problemas complejos donde se generan un elevado nimero de so-
luciones resistentes a la dominacion. La identificacion de posibles interacciones entre las

variables que puede estar presentes en los modelos es una interesante drea de trabajo.

= Finalmente, al autor de la presente tesis le interesa estudiar los algoritmos hiper-heuristi-

cos para el aprendizaje de modelos dinamicos.
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Notas:




Apéndice A

Produccion cientifica

La produccidn cientifica de la presente investigacion se comprende por la publicacién de los tra-
bajos que se lista a continuacién. Se incluyen contribuciones en revistas cientificas y congresos,

todos sometidos a procesos de revisidn por pares.

1. Y. Echevarria, I. Couso, D. Anseédn, C. Blanco, and L. Sdnchez, “Using fuzzy preference
orderings in f-dominance with application to health monitoring of Li-Ion batteries” in
Journal of Multiple-Valued Logic and Soft Computing, IN PRESS, 2016.

2. Y. Echevarria, L. Sdnchez, and C. Blanco, “Genetic Fuzzy Modelling of Li-lon Batteries
Through a Combination of Theta-DEA and Knowledge-Based Preference Ordering” in
Advances in Artificial Intelligence, Springer International Publishing, pp. 310-320, 2016.

3. Y. Echevarria, L. Sanchez, and C. Blanco, “Assessment of Multi-Objective Optimiza-
tion Algorithms for parametric identification of a Li-Ion battery model” Lecture Notes in
Computer Science. vol. 9648, pp. 250-260, 2016.

Se complementa la produccién cientifica con los siguientes trabajos sometidos a procesos de

revision:

1. Y. Echevarria, C. Blanco, and L. Sdnchez, “Learning Human-Understandable Models for
the Health Assessment of Li-lon Batteries through Multi-Objective Genetic Program-
ming”, SUBMITTED to Engineering Applications of Artificial Intelligence, 2017.

2. L. Sanchez, 1. Couso, J. Otero, Y. Echevarria, and D. Ansean, “Condition monitoring of
Li-Ion batteries through soft sensors for cyber-physical vehicle systems”, SUBMITTED

to Journal of Sensors, 2017.
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