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Ványi Róbert
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1. Bevezetés

Ez a tézisfüzet a Derivációs fa alapú genetikus programozás ćımű PhD
dolgozat eredményeit foglalja össze. A dolgozat a ćımben megjelölt, an-
golul ,,derivation tree based genetic programming” (röviden DTGP) néven
bemutatott eljárást mutatja be.

Az összefoglaló struktúrája a dolgozat feléṕıtését követi. A probléma-
terület bemutatása után az evolúciós algoritmusok és a formális nyelvek
releváns témaköreinek összefoglalása következik. A 4. fejezet a DTGP
módszert ı́rja le, mı́g az 5. fejezet az alap rendszer kiegésźıtéseit foglalja
össze. A 6. fejezet áttekintést nyújt a DTGP alkalmazásának eredményei-
ről, a 7. fejezet pedig a dolgozat téziseit ismerteti.

1.1. Problématerület

A számı́tástudomány egy gyakori alkalmazási területe az optimalizálási
problémák megoldása. Ide tartozik a minimalizálás, maximalizálás vagy
általánosságban a legjobb megoldás megtalálása. Megkülönböztetünk de-
terminisztikus és sztochasztikus módszereket. Bár az előbbieket általában
könnyebb vizsgálni, ezek az időigényük miatt sokszor nem praktikusak. A
sztochasztikus algoritmusok ezzel szemben egy bizonyos mértékű bizonyta-
lanságot hordoznak magukban, de a gyakorlatban alkalmazott időkorlátok
mellett sok esetben jobb eredményt érnek el.

Az evolúciós algoritmusok metaheurisztikus optimalizálási algoritmu-
sok, melyek a természetes szelekciót modellezik és ı́gy hoznak létre, vizs-
gálnak és választanak ki egyednek nevezett megoldáskezdeményeket. [3]
Többféle t́ıpusuk is ismert, mint az evolúciós stratégiák, a genetikus algorit-
musok és a genetikus programozás. Ezeket különféle problémák megoldásá-
ra alkalmazták a mérnöki tervezési optimalizálástól kezdve a számı́tógépes
programok automatizált előálĺıtásáig.

A fekete doboz paradigma azt jelenti, hogy az optimalizálási algorit-
musnak egyáltalán semmi, vagy csak nagyon kevés információja van a
megoldások struktúrájáról vagy magáról a megoldástérről. Ez azt is je-
lenti, hogy sokszor nem garantálható, hogy az új egyedek a problémának
egyáltalán megoldásai, ami rossz hatással van a keresés minőségére. Az
érvénytelen egyedek csökkentik a populáció effekt́ıv méretét és a detektálá-
suk, kiértékelésük illetve esetleges jav́ıtásuk többlet számı́tásigényt jelent.
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Egy módszer az evolúciós keresés szabályozására az evolúciós folyama-
tot iránýıtó formális nyelvtanok alkalmazása. Ha a megoldások, illetve
azok reprezentációi formális nyelvet alkotnak, vagyis a halmazuk léırható
egy nyelvtannal, a keresés korlátozható a nyelvtan szabályait követő egye-
dekre. Több nyelvtan vezérelt genetikus programozási (röviden GGGP)
módszert is definiáltak, közülük sok környezetfüggetlen nyelvtant használ a
folyamat iránýıtására és derivációkat a genot́ıpus reprezentálására. Megol-
dáskezdemények helyett derivációkon dolgozva garantálhatjuk az előálĺı-
tott egyedek érvényességét. [6]

1.2. A javasolt módszer

A dolgozatban bemutatott módszer derivációs fákat használ reprezentáció-
ként, és úgy definiálja az evolúciós operátorokat, hogy az egyedek mindig
érvényes derivációs fák legyenek. Az eddigi GGGP eljárásokhoz képest
előrelépést jelent a paraméterek széleskörű alkalmazása. Paramétereket a
fa minden csúcsában tárolunk, és ezeket különböző célokra használjuk fel,
mint például a véletlen csúcskiválasztás kiegyensúlyozottságának garantá-
lására, a kiértékelés időigényének lineárisról logaritmikusra való csökkenté-
sére, a keresés befolyásolására illetve szemantikai megkötések felálĺıtására.

1.3. Publikációk

A dolgozatban bemutatott eredmények öt publikáción alapulnak, melyek
időrendben a következők:

[11] R. Ványi and Sz. Zvada Avoiding syntactically incorrect individuals
via parameterized operators applied on derivation trees. In R. Sharker,
et al., editors, Proceedings of the 2003 Congress on Evolutionary
Computation CEC2003, volume 4, pages 2791–2798, Canberra, 8-12
Dec 2003. IEEE Press.

[16] Sz. Zvada and R. Ványi Improving grammar-based evolutionary al-
gorithms via attributed derivation trees. In M. Keijzer, et al., editors,
Genetic Programming 7th European Conference, EuroGP 2004, Pro-
ceedings, volume 3003 of LNCS, pages 208–219, Coimbra, Portugal,
5-7 Apr 2004. Springer-Verlag.
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[12] R. Ványi and Sz. Zvada Syntactically correct genetic programming.
In R. Poli et al., editors, GECCO 2004 Workshop Proceedings, Seat-
tle, Washington, USA, 26-30 Jun 2004.

[15] Sz. Zvada, G. Kókai, R. Ványi, and H.H. Frühauf EvolFIR: Evolving
redundancy-free FIR structures. In Second NASA/ESA Conference
on Adaptive Hardware and Systems (AHS 2007), pages 439–446.
IEEE Computer Society, 5-8 Aug 2007.

[10] R. Ványi Enforcing semantic constraints with derivation tree based
genetic programming. Abstract accepted to oral presentation at
Veszprém Optimization Conference: Advanced Algorithms (VOCAL
2012), 11-14 Dec 2012.

A [11] bemutatja a DTGP módszert, az alapvető fa operátorokat és a
véletlen fagenerálást. A [16] a kiegyensúlyozott véletlen csúcs kiválasztást
éṕıti fel és néhány paraméter alkalmazásának lehetőségét tekinti át. A
[12] a DTGP-t más GGGP módszerekkel hasonĺıtja össze, bemutatja a
készlet keresztezést illetve megvizsgálja az operátorok időigényét. A [15]
egy valós DTGP alkalmazást mutat be, amit a Fraunhofer Alaṕıtvány In-
tegrált Áramkörök Intézetével közösen fejlesztettünk, és felvázolja a sze-
mantikai megkötések alkalmazására tett első ḱısérleteket. A szemantikailag
korlátozott deriváció első formalizálását, beleértve a disztribúciós halma-
zokat, disztribúciós függvényeket és a megkötött szintetizált attribútumokat,
a [10] mutatja be.

1.4. Magyar kifejezések

A dolgozat angol nyelven készült, de ebben az összefoglalóban legtöbbször
az eredeti angol kifejezések magyar megfelelői szerepelnek.

Az evolúciós algoritmusok operátorait mutációnak, rekombinációnak,
illetve keresztezésnek nevezzük, és ezek a populációk egyedeit módośıtják.
A dolgozatban definiált készlet keresztezés eredeti angol elnevezése pool
crossover. A distribution set és distribution function kifejezéseket magyar-
ra disztribúciós halmaz, illetve disztribúciós függvény néven ford́ıtottuk.
A forced synthesized attribute magyar megfelelője a megkötött szintetizált
attribútum.
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2. Evolúciós algoritmusok

Az evolúciós algoritmusok (EA) egy speciális módszert használnak az op-
timális megoldás megtalálására, ami a természetben megfigyelhető evolú-
ción alapul. Evolúciós algoritmusok használatakor a keresési eljárás párhu-
zamos, vagyis több hipotézis kivizsgálása folyik egyidőben. A hipotéziseket
egyedeknek nevezzük, és ezek alkotják a populációt. A kezdeti populációt
véletlenszerűen hozzuk létre, majd minden hipotézist kiértékelünk a fit-
ness függvény seǵıtségével, amely megmutatja, hogy az adott hipotézis
mennyire jó. Ezután a szelekció operátorral kiválasztunk egyedeket a fit-
ness érték alapján, ezek lesznek a szülők. Végül az evolúciós operátorokat,
mint a mutációt vagy a rekombinációt, a szülők halmazára alkalmazva a
leszármazottak egy új populációját hozzuk létre, és a folyamatot az új
populációval újrakezdjük.

A folyamat közben a populációban (amit az adott lépés végén ge-
nerációnak nevezünk) egyre jobb egyedek jelennek meg. A folyamatot
akkor álĺıtjuk le, amikor az úgynevezett megállási feltételt elértük. Gyakori
megállási feltétel a lépések száma, csekély változás a legjobb fitness érték-
ben, vagy az optimum elegendően pontos megközeĺıtése.

Az evolúciós algoritmusoknak több fajtája van. [3] A legismertebbek az
evolúciós stratégiák (ES) és a genetikus algoritmusok (GA). Egy harmadik
t́ıpus a genetikus programozás (GP), amelyet a genetikus algoritmusokból
fejlesztettek ki.

2.1. Komplex struktúrák optimalizálása

A dolgozatban egy példán keresztül mutattuk be, hogyan lehet a genetikus
algoritmusokat komplex struktúrák optimalizálására alkalmazni. A cél egy
logikai kifejezés megtalálása volt, amely lehetőleg rövid, és az előre definiált
logikai függvényt ı́rja le. A kifejezéseket sztringekkel reprezentáltuk, egy
változókat, negált változókat, konjunkció és diszjunkció operátorszimbó-
lumokat illetve zárójeleket tartalmazó ábécé felett.

Az eredmények azt mutatták, hogy az algoritmus sok szintaktikailag
helytelen egyedet álĺıt elő, ami meggátolja a megoldás megtalálását. Le-
hetőség van az operátorok korlátozására, és ı́gy a helyes megoldások meg-
találhatóak, de a teszteredmények szerint az érvénytelen egyedek száma
továbbra is magas, a sikerességi ráta pedig alacsony marad.
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A genetikus programozást arra tervezték, hogy absztrakt szintakszis-
fákat optimalizáljon, elsősorban olyanokat, amelyek a LISP programozási
nyelv S-kifejezéseit reprezentálják. GP-t használva szintaktikailag helyes
egyedek jönnek létre, de csak bizonyos korlátok mellett: a hagyományos
GP megköveteli a zártsági tulajdonságot. [5, 9] Egyrészt ehhez t́ıpuskon-
zisztencia szükséges, ami azt jelenti, hogy minden argumentumnak és
visszatérési értéknek ugyanolyan t́ıpusúnak kell lennie. Ez azért szükséges,
mert az evolúciós operátorok tetszőlegesen cserélhetnek ki részfákat. Más-
részt a zártsági tulajdonság magában foglalja a kiértékelési biztonságot,
ami azt jelenti, hogy minden lehetséges részfa által reprezentált kifejezés
kiértékelhető, és ı́gy minden fához fitness érték rendelhető. Tehát a hagyo-
mányos GP nem szolgáltat általános megoldást az optimalizálási folyamat
szintaktikailag helyes egyedekre való korlátozására.

Azonban a GP átalaḱıtható, hogy formális nyelvtanokat használjon az
evolúciós folyamat során a szintaktikai helyesség biztośıtására. Ezeket az
eljárásokat nyelvtan vezérelt genetikus programozási (GGGP) algoritmu-
soknak nevezzük. [6] A dolgozatban javasolt módszer szintén egy GGGP
eljárás, amely környezetfüggetlen nyelvtanokat használ, és ezen nyelvtanok
néhány fontos tulajdonságára támaszkodik.

3. Nyelvtanok és formális nyelvek

Egy ábécé szimbólumaiból nyelvek feléṕıtésére legtöbbet használt eszközök
a Chomsky által definiált formális nyelvtanok. [2] A dolgozatban a környe-
zetfüggetlen nyelvtanoknak kiemelt szerepük van. Egy környezetfüggetlen
nyelvtan egy G = (N ,Σ,P, S) rendezett négyes, ahol N a nemterminális
ábécé, Σ a terminális ábécé úgy, hogy N ∩ Σ = ∅, P ⊂ N × (N ∪ Σ)∗

át́ırási szabályok egy véges halmaza, és S ∈ N a kezdő szimbólum.

Nyelvtanokkal nyelveket a levezetések (derivációk) seǵıtségével generál-
hatunk. A kezdő szimbólumot egy megfelelő át́ırási szabállyal lecseréljük.
Ezután az új szóban lehetnek nemterminális szimbólumok, melyeket újabb
át́ırási szabályok alkalmazásával cserélünk ki. Az át́ırási szabályokat addig
alkalmazzuk, amı́g egy csak terminális szimbólumokból álló szót kapunk.
Mivel általában több át́ırási szabály alkalmazható, egy adott nyelvtannal
több szó is generálható. A legtöbb GGGP módszernél a deriváció fogalma
kifejezetten fontos, ezért itt megadjuk a formális defińıcióját is.
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3.1. defińıció. (Deriváció)
Az (N ∪ Σ)∗ halmaz felett bevezetünk egy ⇒G-vel jelölt bináris relációt,
amit közvetlen derivációnak nevezünk. Tetszőleges γ, δ ∈ (N ∪ Σ)∗-ra
γ ⇒G δ akkor és csak akkor áll fenn, ha ∃ϕ,ψ ∈ (N ∪ Σ)∗ és egy A → β
szabály P-ben, amelyre teljesül, hogy γ = ϕAψ és δ = ϕβψ. A deriváció
a közvetlen deriváció tranzit́ıv, reflex́ıv lezártja, amit ⇒∗G-gal jelölünk.

A közvetlen deriváció seǵıtségével definiálható a derivációs szekvencia,
ami szavak egy véges α0, α1, α2, . . . , αn sorozata, melyre αi ⇒G αi+1. A
derivációs szekvencia hossza a közvetlen derivációs lépések száma, azaz n.

A deriváció seǵıtségével definiálható a generált nyelv. A G nyelvtan
által generált nyelv a következő: L(G) = {u ∈ Σ∗ | S ⇒∗G u}.

3.1. Derivációs fák

A környezetfüggetlen nyelvtanok feletti derivációkat egyszerűen reprezen-
tálhatjuk. Tekintsük a levezetett szavak betűit csúcsoknak. Amikor egy
nemterminális szimbólumot kicserélünk egy szóra, vagyis szimbólumok egy
sorozatára, ezeket a szimbólumokat úgy ábrázolhatjuk, mint az eredeti
szimbólum csúcsának gyerekeit egy fa struktúrában, amit derivációs fának
nevezünk. A tényleges levezetett szó a fa határában található, ami a fa
leveleinek sorozata balról jobbra haladva.

Fontos megjegyezni, hogy egy szó akkor és csak akkor vezethető le egy
szimbólumból, ha létezik olyan derivációs fa, amelynek a gyökere az adott
szimbólum, a határa pedig az adott szó. Ez a megállaṕıtás különösen
fontos a kezdőszimbólumra és a terminális szavakra, ahogyan a következő
tétel kimondja.

3.2. tétel.
Egy u ∈ Σ∗ szóra S ⇒∗ u akkor, és csak akkor, ha létezik T ∈ T (S), úgy
hogy fr(T ) = u, ahol T (S) az S gyökerű derivációs fák halmaza.

3.3. következmény.
Egy u ∈ Σ∗ szóra u ∈ L(G) akkor, és csak akkor, ha létezik T ∈ T (S), úgy
hogy fr(T ) = u.

Ez a következmény azt jelenti, hogy ha derivációs fákkal dolgozva biz-
tośıtjuk, hogy az eredmények is érvényes derivációs fák legyenek, akkor a
fák határaiban található szavak mindig érvényes megoldások lesznek.
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3.1.1. Derivációs fák mérete

A dolgozatban adatt́ıpusként derivációs fákat alkalmazunk, ezért érdemes
megvizsgálni a levezetett szavak, a derivációk és a derivációs fák mérete
közötti kapcsolatot. Ha a terminális szimbólumok számát az r át́ırási
szabály jobb oldalán |r|Σ jelöli, akkor a korrelációt a következő tétellel
ı́rhatjuk le.

3.4. tétel. (A derivációhoz kapcsolódó méretek korrelációja)
Adott egy G = (N ,Σ,P, S) környezetfüggetlen nyelvtan. Egy tetszőleges
α0, α1, . . . , αk, αk ∈ Σ∗ derivációs szekvenciára jelölje a hozzá tartozó
derivációs fa méretét s, a levezetett terminális szó αk hosszát pedig n.
Ebben az esetben s = O(k). Továbbá, ha |r|Σ az összes alkalmazott ri
(1 ≤ i ≤ k) szabályra átlagolva legalább 1, akkor k ≤ n.

3.2. Attribútum nyelvtanok

Az attribútum nyelvtanok azzal terjesztik ki a környezetfüggetlen nyelv-
tanok koncepcióját, hogy a szimbólumokat attribútumokkal látják el és a
deriváció során ezekhez értékeket rendelnek. [1]

Egy attribútum nyelvtan egy AG = (G,SD,AD,R) rendezett négyes,
ahol G egy környezetfüggetlen nyelvtan, SD a szemantikai tartomány,
amely az attribútum t́ıpusokat, függvényeket és relációkat definiálja, AD
tartalmazza az attribútum léırásokat, R = {R(p) | p ∈ P} pedig halma-
zok egy családja, amely definiálja a szemantikai szabályokat a G nyelvtan
minden át́ırási szabályára.

A dolgozatban a következő attribútumokkal kapcsolatos feltételezéseket
alkalmazzuk. Egy a attribútum örökölt, ha minden X → Y1Y2 . . . Yn
szabályra a kalkulációs séma a következő:

Yi.a = fa(X.a, Y1.a, . . . , Yi−1.a),

illetve szintetizált, ha a kalkulációs séma a következő:

X.a = ga(Y1.a, Y2.a, . . . , Yn.a).

Ennél formálisabb defińıcióra nincs szükségünk, de az olvasó fellelheti őket
az irodalomban. Az örökölt attribútumokat más néven fentről-lefelé, mı́g
a szintetizált attribútumokat lentről-felfelé attribútumoknak nevezzük.
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4. Derivációs fa alapú genetikus programozás

Az érvénytelen egyedek kezelésének általános módja az, hogy a kiértékelési
függvény kiszűri őket például úgy, hogy nagyon alacsony fitness értékeket
rendel hozzájuk. Egy másik lehetőség, hogy egyáltalán nem engedünk
meg ilyen egyedeket. Ehhez a reprezentáció vagy az evolúciós operátorok
módośıtására van szükség. Ezt három különböző módon érhetjük el.

Minden hipotézis engedélyezése A legegyszerűbb mód, hogy minden
hipotézist elfogadunk megoldásként. Ehhez nem szükséges az evolú-
ciós algoritmust megváltoztatni. Erre a megközeĺıtésre egy példa a
hagyományos GP, ahogyan Koza definiálta. [5]

Operátorok korlátozása Egy kézenfekvő módszer az operátorok módo-
śıtása, bár ez nem mindig egyszerű feladat. Így működik az erősen
t́ıpusos genetikus programozás. [7]

Reprezentáció újradefiniálása A harmadik lehetőség a reprezentációk
halmazának olyan definiálása, hogy zárt legyen az evolúciós operá-
torokra nézve. Ehhez szükségesek lehetnek apróbb változtatások az
operátorokban. Ezt a megközeĺıtést követi a DTGP.

4.1. Nyelvtan vezérelt genetikus programozás

A nyelvtan vezérelt genetikus programozás (GGGP) [6] egyre nagyobb
népszerűségnek örvend. A GGGP eljárások feltételezik, hogy az érvényes
egyedek halmaza egy környezetfüggetlen nyelv, és ezért környezetfüggetlen
nyelvtanokat használnak az evolúciós folyamat iránýıtására. A reprezen-
tációtól függően két t́ıpust különböztetünk meg.

4.1.1. Fa alapú GGGP

Az első fa alapú GGGP ḱısérleteket Gruau [4] végezte, aki környezetfügget-
len nyelvtanokat és derivációs fákat használt az egyedek helyességének
ellenőrzésére. Az ellenőrzés után azonban a derivációs fákat törölte, majd
az új egyedekre újra előálĺıtotta. Whigham [13] a populáció egyedeit de-
rivációs fákkal reprezentálta, és az operátorokat közvetlenül ezekre alkal-
mazta. Az ő módszerének korlátja, hogy az operátorok nem paraméterez-
hetőek, ı́gy csak globális változókkal lehet őket befolyásolni.
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4.1.2. Lineáris GGGP

A legnépszerűbb lineáris GGGP módszer a nyelvtani evolúció (GE ) [8],
ami bitvektorokat használ az egyedek reprezentálására. Ez lehetővé teszi
a genetikus algoritmusok területén megismert operátorok és módszerek
alkalmazását.

A hipotézisek egy Σ ábécé feletti szavak, és a megoldások halmazát
egy G nyelvtan ı́rja le. Az érvényes reprezentációk, vagyis az L(G) nyelv
szavai léırhatóak baloldali levezetésekkel, amelyek viszont binárisan tárolt
indexvektorokkal reprezentálhatóak. A nyelvtani evolúció ezeket az in-
dexvektorokat használja egyedekként.

Azonban ennek a módszernek vannak hátrányai. Először is, mivel csak
a szabályok indexeinek sorozata kerül eltárolásra, a derivációkat el kell
végezni és a derivációs fákat, vagy legalább azok határát ki kell számı́tani
ahhoz, hogy megkapjuk a tényleges megoldást. Ez jelentős időt vehet
igénybe. Továbbá nincs kölcsönösen egyértelmű leképezés a bitsztringek és
a derivációk között, ami befejezetlen vagy végtelen derivációkhoz vezethet.

4.2. A DTGP módszer alapjai

A derivációs fa alapú genetikus programozás egy fa alapú GGGP módszer.
A reprezentációk derivációs fák egy G környezetfüggetlen nyelvtan felett.
A megoldások, vagyis az L(G) nyelv szavai, ezen fák határában talál-
hatóak. Az evolúciós operátorokat úgy definiáljuk, hogy csak érvényes
derivációs fákat álĺıtsanak elő. Ennek következtében az evolúciós folya-
mat csak érvényes hipotéziseket generálhat. A módszer alapjai nagyon
hasonlóak Whigham [13] eljárásához, viszont az adatt́ıpus az algoritmus
jav́ıtására használt paramétereket is tartalmaz.

4.2.1. Derivációs fa adatt́ıpus

A derivációs fa gyakorlatilag egy hagyományos fa adatt́ıpus, általában
pointer alapú implementációval. Viszont a DTGP nem csak a ćımkéket
tárolja el minden csúcsban, hanem paraméterek formájában további in-
formációt is. Ezen paramétereknek köszönhetően az eljárás több előnnyel
is rendelkezik más fa alapú GGGP módszerekkel szemben, ahogy ez a dol-
gozatban bemutatásra is került.
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A dolgozatban használt jelöléseket az 1-es táblázat mutatja be. Meg
kell jegyeznünk, hogy a csúcs és a fa jelölések sok esetben felcserélhetőek.
Például a fa méretét jelölheti T.size, de ezt általában paraméterként tá-
roljuk el a fa N gyökerében, ezért N.size-zal is jelöljük.

szimbólum jelentés megjegyzés
T, T1, T2, . . . fa, részfa T1, T2, . . . a T egy részfáját jelöli
N,N1, N2, . . . csúcs N1, N2, . . . az N gyerekei
N [T1, . . . , Tn] fa N gyökér T1, . . . , Tn részfákkal
N.label ćımke N csúcs ćımkéje
T.label ćımke T fa gyökerének ćımkéje
N.param paraméter N csúcs paramétere
T.param paraméter T fa gyökerének paramétere

1. táblázat. A derivációs fa adatt́ıpus részeinek jelölése

4.2.2. Paraméterezett derivációs fák

Az evolúciós folyamat közben az operátorok a derivációs fák több tulaj-
donságát is felhasználhatják. Mivel ezeknek az ismételt kiszámı́tása nagy
munkaigényű lehet, ezért a DTGP az értékeket paraméterként eltárolja a
részfák gyökereiben.

A műveletek részfákat módośıtanak, és az a célunk, hogy ezek a változ-
tatások csak a csúcsok egy korlátozott halmazát érintsék, ezért megkövetel-
jük, hogy egy fa tulajdonságai csak a részfáinak tulajdonságaitól függjenek.
Ez azt jelenti, hogy ezeket a tulajdonságokat lentről felfelé definiáljuk, ı́gy
minden p tulajdonságra és minden T = N [T1, . . . , Tn] fára a kalkulációs
séma T.p = fp(N,T1, . . . , Tn).

A paraméterek csúcsokban történő eltárolásának hátránya, hogy ezeket
az evolúciós folyamat során aktualizálnunk kell. Viszont mivel a paramé-
tereket lentről felfelé definiáljuk, könnyű belátni, hogy a derivációs fán
belül egy részfa megváltoztatása csak a részfa gyökerétől a derivációs fa
gyökerébe vezető úton lévő csúcsokra van hatással. Ezért a paramétereket
egy egyszerű algoritmussal frisśıthetjük, ami csak logaritmikus időigényű a
fa méretére nézve. Az algoritmus a megváltoztatott részfa csúcsából indul
ki és az őseit aktualizálja, amı́g el nem éri a fa gyökerét.
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4.3. Evolúciós operátorok

Az evolúciós operátorok a szokásos faoperátorokon alapulnak, bár szükség
van néhány módośıtásra annak biztośıtásához, hogy csak érvényes de-
rivációs fák jöhessenek létre. A DTGP-hez több különböző mutáció és
kereszteződés operátort definiálhatunk. Ezek az operátorok két alapmű-
veletet használnak: a véletlen fagenerálást és a véletlen csúcskiválasztást.
Az operátorokat úgy terveztük meg, hogy figyelembe vegyék a környezet-
független nyelvtan által definiált megkötéseket, de az evolúciós algoritmus
bonyolultságát ne növeljék jelentősen.

4.3.1. Véletlen fagenerálás

A véletlen fagenerátor egy alapvető része a DTGP-nek, mert ez az egyetlen
komponens, amelynek információja van a keresési térről, egy környezet-
független nyelvtan formájában. Az alapötlet az, hogy egy adott nemter-
minális szimbólumból kiindulva vegyük az alkalmazható szabályokat, vá-
lasszunk egyet véletlenszerűen, alkalmazzuk, majd vegyük a nemterminális
szimbólumokat a létrehozott fa határában. Az algoritmus addig foly-
tatódik, amı́g van nemterminális szimbólum a fa határában.

A fa méretének korlátozásához egy minp nevű konstanst rendelünk
minden p szabályhoz, hogy tudjuk, mekkora a legkisebb előálĺıtható fa,
amennyiben az adott szabállyal kezdjük a derivációt. A minp konstans
kiszámı́tása igényel valamennyi időt, de csak egyszer kell elvégezni a szá-
mı́tást, mégpedig az evolúciós folyamat elind́ıtása előtt.

4.3.2. Véletlen csúcskiválasztás

Minden operátornak ki kell választania a derivációs fa egy vagy több
csúcsát. A komplex adatstruktúra miatt ez nem triviális feladat, különösen
azért, mert nem minden csúcs lehetséges jelölt a kiválasztásra. Egy vek-
torból véletlenszerűen kiválasztani egy elemet egyszerű, de az összes csúcs
vektorba rendezése csak a kiválasztás miatt nem hatékony megoldás. Ezért
a DTGP-hez egy, a keresési fa kiválasztási módszerén alapuló véletlen
csúcskiválasztót definiáltunk, ami logaritmikus időigényű. Ez azt jelenti,
hogy a fában bejárunk egy utat a gyökérből lefelé, miközben véletlensze-
rűen választunk az aktuális csúcs, illetve a csúcs gyerekei közül. Ha magát
a csúcsot választottuk, a keresés befejeződik.
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Azonban ha minden gyereknek ugyanaz a súlya, a véletlen csúcskivá-
lasztó kiegyensúlyozatlan lesz, mert a kisebb részfákban található csúcsok-
nak nagyobb lesz a kiválasztási valósźınűsége. Ezért minden X csúcsnál a
részfa méretét is eltároljuk az X.size nevű paraméterben, és ezt kiválasz-
tási súlyként alkalmazzuk. Így az X X ′ lépés valósźınűsége a következő-
képpen definiálható:

P (X X ′) =

{ 1
X.size ha X ′ = X,
X′.size
X.size ha X ′ az X-nek egy gyereke.

Belátható, hogy ezzel a defińıcióval a fa összes csúcsát ugyanakkora
valósźınűséggel választjuk ki. Továbbá, mivel a kiválasztási útvonal a gye-
rekeken keresztül megy, és mindig lefelé halad, ezért a maximális úthossz
a fa magasságával egyenlő, ami a csúcsok számát tekintve logaritmikus.
Mivel az X.size értéke csak az X ′.size-től függ, ahol X ′ az X gyereke,
ezért X.size lentről-felfelé definiált tulajdonságnak tekinthető, és mint
ilyen, paraméterként eltárolható a csúcsokban, ı́gy további számı́tás nélkül
elérhető a véletlen csúcskiválasztáskor. Ez a módszer általánośıtható úgy,
hogy különböző kiválasztási súlyokat engedjünk meg minden csúcsra.

4.3.3. Derivációs fa mutáció

Az előzőekben definiált véletlen fagenerálással és véletlen csúcskiválasz-
tással egy egyszerű mutáció könnyen definiálható. Először véletlenszerűen
kiválasztunk egy csúcsot, majd a csúcs alatti részfát kicseréljük egy vé-
letlenszerűen generált új részfára. A generált részfát korlátozhatjuk a
kiválasztott csúcs aktuális attribútumaival. Például néha ésszerű egy adott
mélységű részfát egy azonos mélységű részfával kicserélni, viszont általában
nincs erre vonatkozó megkötés, csak az új részfa méretére adott globális
korlát. Fontos megjegyezni, hogy ezek a mutáció operátorok csak lokális
változásokat eredményeznek, és több paraméterrel szabályozhatóak. A
mutáció költsége főként a véletlen fagenerálásból és a véletlen csúcski-
választásból tevődik össze. Néhány további számı́tás szükséges az att-
ribútumok újraszámı́tásához a részfa beillesztése után, ami logaritmikus
időigényű, ahogy azt a 4.2.2 fejezetben emĺıtettük.
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4.3.4. Derivációs fa keresztezés

A derivációs fákra alkalmazható keresztezés a mutációnál egyszerűbben
definiálható, mivel nincs szükség részfa generálásra. Csupán két csúcsot
kell kiválasztani, és az ezek alatti részfákat megcserélni. Egy nehézség
azonban jelentkezik, ugyanis a kiválasztott részfáknak azonos ćımkéjű gyö-
kérrel kell rendelkezniük. Ha nem ez az eset áll fenn, a keresztezés kihagy-
ható vagy újra meg lehet próbálni a kiválasztást. Megtehetjük azt is, hogy
az első szülőben kiválasztunk egy csúcsot, és ezután a második szülőben
egy speciális kiválasztással egy ugyanolyan ćımkéjű csúcsot keresünk, de
ez a módszer nem hatékony. Az is lehetséges, hogy a keresztezés operátort
újradefiniáljuk úgy, hogy az egész populáción működjön, ne csak szülőpá-
rokon. Ez a megközeĺıtés lehetővé teszi, hogy kicseréljünk részfákat akkor
is, ha az egyszerű véletlen csúcskiválasztást alkalmazzuk, és a kiválasztott
csúcs ćımkéjét nem határozzuk meg előre.

4.3.5. Készlet keresztezés

A keresztezés jelentősége, hogy a jó egyedek részeikkel hozzájárulnak az
új generáció sikerességéhez. Ezt nem csak úgy érhetjük el, hogy veszünk
két szülőt, és belőlük két leszármazottat hozunk létre. A keresztezést
definiálhatjuk úgy, hogy az egész populáción működjön, akárcsak a globális
ES rekombináció. A dolgozatban erre az ötletre éṕıtve egy új operátort
definiáltunk a derivációs fákra készlet keresztezés néven.

Ez az operátor a következőképpen működik. Az első lépésben kiválaszt
egy-egy részfát, eltávoĺıtja ezeket a szülőkből és felveszi őket a készletbe,
a kiválasztott csúcs ćımkéje szerint csoportośıtva. A második lépésben
ezeket a részfákat visszailleszti a szülőkbe véletlenszerű sorrendben.

4.3.6. Operátor költségek

Úgy tűnhet, hogy a fa műveletek, mint a részfa kivágása vagy beillesztése
miatt az operátorok költsége lényegesen magasabb a bitvektorokra alkal-
mazott operátorokénál. Azonban pointer alapú implementációt használva
a részfa kivágása és beillesztése konstans idő alatt elvégezhető a láncolt
listákhoz hasonlóan.

Az operátor költségeket az általános esetre vizsgáltuk a dolgozatban,
ezeket a 2. táblázat foglalja össze. A vizsgált operátorok a mutáció (MUT)
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és a négy féle keresztezés: standard (XO), szimbólumonként súlyozott
(XO-W), újrapróbálkozás (XO-R) és a készlet keresztezés (POOL). Az
RNS és OP oszlopok mutatják a véletlen csúcskiválasztás és az operátor
alkalmazásának időigényét. A megoldás méretét, vagyis a szó hosszát n-nel
jelöljük és a 3.4 tétel alapján a fa méretét O(n)-nek tekintjük.

RNS OP frisśıtés siker méret
MUT O(log n) O(|P|r) O(log n) 100% O(1)
XO O(log n) O(1) O(log n) 1/|N |a O(1)
XO-R O(|N | log n)a O(1) O(log n) 100% O(1)
XO-W O(log n) O(1) O(|N | log n) 100% O(|N |)
POOL O(log n) O(1) O(log n) ≈ 100%b O(1)

aa nemterminálisok eloszlásától függően
bha a populáció N -hez viszonýıtva nagy

2. táblázat. A DTGP operátorok költségeinek összegzése

Ez az elemzés a DTGP módszer (és más fa alapú GGGP módszerek)
enyhe hátrányát mutatja a sztring alapú GGGP módszerekkel szemben,
mivel az utóbbiak legtöbbször konstans időigényű operátorokat használ-
nak, és a sikeres műveletek aránya 100%. Viszont az elemzés a DTGP más
fa alapú módszerekkel szembeni előnyét is megmutatta. A paraméterek
csúcsokban való eltárolásával a DTGP lineárisról logaritmikusra tudja
csökkenteni az időigényt, mivel elkerüli, hogy a véletlen csúcskiválasztás
során minden csúcsot be kelljen járni.

Az operátorok költségének tárgyalásánál a kiértékelés költségét is fi-
gyelembe kell vennünk. Először a genot́ıpust, esetünkben a derivációs fát,
le kell képeznünk a fenot́ıpusra a fa határának leolvasásával, majd ezután a
fenot́ıpust ki kell értékelnünk a fitness függvény seǵıtségével. Fontos meg-
jegyezni, hogy a fenot́ıpus mindig szintaktikailag helyes hipotézis, ezért
nincs szükség szintaktikai ellenőrzésre vagy korrekcióra. A fa határának
leolvasásához általában a fa bejárása szükséges, ami összevethető a lineáris
GGGP-knél végrehajtott derivációval. Tehát a genot́ıpus-fenot́ıpus leké-
pezés költsége mindkét megközeĺıtés esetén O(n). Bizonyos problémákra
azonban a DTGP alkalmazhat paramétereket a fenot́ıpus előálĺıtásához
vagy a fitness függvény kiszámı́tásához, és ı́gy csökkentheti a kiértékelés
költségét akár O(1)-re. Egy ilyen továbbfejlesztés nem lehetséges olyan
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algoritmusokkal, amelyek nem tárolják el a derivációkat, mint például a
lineáris GGGP módszerek.

4.4. DTGP példa

A DTGP működésének szemléltetéséhez, és a tulajdonságainak elemzésé-
hez egy példát mutattunk be és értékeltük ki. A példa egy logikai reg-
ressziós probléma volt, amit a genetikus algoritmus tesztelésére is hasz-
náltunk. A példához használt, az érvényes logikai kifejezéseket generáló
környezetfüggetlen nyelvtan nagyon egyszerű, és az irodalomban gyakran
ismertetett.

4.4.1. Eredmények

Az alapértelmezett beálĺıtásban a populáció mérete 1000 volt, és 100 lépést
végeztünk el a mutáció és készlet keresztezés operátorokkal. A kezdeti
populációban a fák magassága nem lehetett nagyobb 15-nél. A véletlen
csúcskiválasztásnál minden csúcsnak ugyanaz volt a súlya, kivéve ter-
mészetesen a leveleket. A mutációnál a véletlenszerűen generált részfák
magasságát 10-re korlátoztuk. A fitness számı́táshoz a kifejezést mind
a 25 = 32 lehetséges kiértékeléssel kiszámı́tottuk, és összehasonĺıtottuk a
célfüggvénnyel, amit egy 32-bites szám reprezentált. Minden találatot 1000
ponttal jutalmaztunk, majd a kifejezés méretét levontuk a pontszámból,
ı́gy elméletileg a maximális fitness 32000-1. Az egyik futás alatt a 40. ge-
nerációra az algoritmus talált egy kifejezést, amely pontosan léırja a függ-
vényt, majd a megoldáshoz tartozó derivációs fa méretét tovább tudta
optimalizálni 532-ről 247-re.

Az eredmény hasonló az általános GA algoritmus biztonságos mutá-
cióval elért eredményéhez. Viszont a GA eljárás egy 10000 egyedből álló
populációt használt, amelyek közül sok érvénytelen volt. A DTGP algorit-
musnak 1000 egyed elég volt. Az algoritmus által talált legjobb megoldás
egy 93 szimbólum hosszú kifejezés. Az általános beálĺıtásokkal 100 külön
tesztet futtattunk le, ezek közül 38 elért egy 31000 feletti fitness értéket,
vagyis mind a 32 bit helyes volt, ami sikeres futást jelent. A medián azon-
ban 31000 alatt volt, és a legrosszabb esetben a fitness kicsivel 27000 alatt
maradt, ami csak 27 helyes bitet jelent.

15



4.4.2. Paraméter beálĺıtások

A DTGP algoritmusnak sok beálĺıtható paramétere van. A legfontosabb
paraméterek az operátor alkalmazási ráta, a lépések száma és a populáció
mérete. A DTGP algoritmus csúcskiválasztási paramétereit és a véletlen
fagenerálás korlátait is be lehet álĺıtani. A DTGP eljárást több beálĺıtással
teszteltük, az eredmények összefoglalása alább olvasható:

Operátor alkalmazási ráta A [14] cikkben bemutatott eredményeket
megerőśıtve a különböző alkalmazási rátákkal kapott teszteredmé-
nyek megmutatták, hogy a mutáció a DTGP legfontosabb operátora,
bár a keresztezés magas alkalmazási rátája is jav́ıtja az algoritmust.
Továbbá azt is bizonýıtottuk, hogy ha a populáció elég nagy, a készlet
keresztezés sikertelenségének valósźınűsége elhanyagolhatóan kicsi.

A lépések száma Mivel az algoritmus által talált legjobb megoldás át-
lagos fitness értéke minden lépéssel fokozatosan javul, meg lehet
próbálni az algoritmust tovább futtatni, bár, ahogy a tesztek meg-
mutatták, a javulás mértéke egyre csökken. Ez főleg a populáció
csökkenő diverzitásának köszönhető, és a dolgozatban megállaṕıtásra
került, hogy két külön teszt futtatásával jobb eredményeket lehet
elérni, mint egy teszt dupla hosszúságú futtatásával. Például a dol-
gozatban használt beálĺıtásokkal kétszer 100 lépéssel jobb eredményt
kaptunk, mint egyszeri 200 lépéssel.

Populáció mérete A megfelelő populációméret fontos az evolúciós al-
goritmusok számára, mert a populáció diverzitásának megőrzéséhez
szükség van egy bizonyos mennyiségű egyedre. Továbbá egy nagy
populáció a keresési tér nagyobb részét fedi le. Viszont a populáció
méretének növelése csak egy bizonyos szintig jav́ıt az eredményeken,
ezért néha, akárcsak a lépések számánál, a populáció méretének
növelése helyett jobb, ha több külön tesztet futtatunk. A dolgo-
zatban bemutatott teszt 500-as populációmérettel érte el a legjobb
eredményeket.

A dolgozatban a keresési aszimmetriát is vizsgáltuk. A módszer enyhe
tendenciát mutat nagy fák generálása felé. Ez gyakori jelenség a genetikus
programozásban, amit a szakirodalom bloat-nak nevez. [9]
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5. A DTGP továbbfejlesztése

A DTGP által alkalmazott fa struktúra várhatóan aszimptotikusan nem
nagyobb, mint a lineáris GGGP struktúrái, de mégis nagyobb és bonyo-
lultabb adatt́ıpus. Szerencsére ez az adatt́ıpus lehetőséget nyújt az algorit-
mus továbbfejlesztésére. A dolgozatban bemutatott továbbfejlesztéseket
három csoportba sorolhatjuk: Paraméterek lehetőségeinek kihasználása,
szemantikai megkötések alkalmazása és a fagenerálás véletlenszerűségének
jav́ıtása.

5.1. Paraméterek felhasználása

Paramétereket alkalmazhatunk a részfák különféle tulajdonságainak eltá-
rolására. A dolgozatban ilyen információt a következő célokra használtunk:

A fa határának futásidőben történő előálĺıtása A fa határát para-
méterként eltárolhatjuk a gyökérben. Ez egy lentről felfelé definiált
paraméter, ezért a DTGP könnyen tudja kezelni, és a fa határát
konstans idő alatt elérhetővé teszi. Meg kell jegyeznünk azonban,
hogy ez a paraméter egyedenként O(n log n) tárhelyet igényel, O(n)
helyett.

A hipotézis futásidőben történő kiértékelése Egy egyed kiértékelé-
séhez a fa határa gyakorlatilag irreleváns, amı́g a reprezentált hipo-
tézis kiértékelhető. Ha a hipotézist tömören tudjuk reprezentálni,
akkor paraméterként használhatjuk, ı́gy a fitness számı́tásnál kons-
tans idő alatt elérhető lesz.

Futásidőben történő fitness számı́tás Bizonyos esetekben lehetséges,
hogy részben vagy akár teljesen kiszámı́tsuk és eltároljuk a fitness
érték részfához tartozó részét, például a részfa által reprezentált
részhipotézishez tartozó költséget.

Operátor befolyásolás A véletlen csúcskiválasztáshoz bármilyen kivá-
lasztási súlyt lentről felfelé definiált tulajdonságként paraméter for-
májában eltárolhatunk, és alkalmazhatjuk a véletlen csúcskiválasztás
befolyásolására. A dolgozatban három példát mutattunk be: magas-
ságküszöb szerinti kiválasztás, a szélesség-magasság aránytól függő
súlyozás, és egy, a magassággal exponenciálisan csökkenő súlyozás.
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5.2. Szemantikai megkötések

A DTGP-ben használt lentről felfelé definiált paramétereket tekinthetjük
egy attribútum nyelvtan szintetizált attribútumainak. Ezért ezeket szintén
szintetizált attribútumoknak vagy röviden attribútumoknak nevezzük. Az
a attribútum lehetséges értékeinek halmazát Va-val jelöljük. Ha másként
nem jelezzük, az attribútumok egy adott szabályra értelmezhetők, mert
még ha ugyanazt az információt is tartalmazzák minden csúcsban, a de-
fińıciójuk különböző lehet minden szabályra. Az attribútumokat a gyerek
csúcsok attribútumaiból számı́tjuk ki, vagyis T.a = fa(T1.a, . . . , Tn.a).

Szemantikai megkötések alkalmazása azt jelenti, hogy a véletlen fák
feléṕıtésekor előre definiált szemantikai információt kell tovább́ıtanunk le-
felé a részfáknak, és esetleg aktualizálnunk is kell a folyamat közben. Ezt a
folyamatot disztribúciós halmazok és disztribúciós függvények seǵıtségével
ı́rhatjuk le, amelyek meghatározzák, hogy a szemantikai információt mi-
képp osztjuk el a részfák között.

5.1. defińıció. (Disztribúciós halmaz)
Adott egy szintetizált attribútum a, amit a következő függvény definiál:

T.a = fa(T1.a, . . . , Tn.a)

A v0 ∈ Va attribútum értékhez és az n ∈ N nemnegat́ıv egészhez tartozó
disztribúciós halmaz vektorok egy Da(v0, n) halmaza, amit a következő-
képpen definiálunk:

Da(v0, n) = {(v1, . . . , vn) ∈ (Va)n | fa(v1, . . . , vn) = v0}

Tehát a disztribúciós halmaz az összes olyan értékvektor halmaza, ami az
előre definiált értéket szintetizálja.

5.2. defińıció. (Disztribúciós függvény)
Adott egy a szintetizált attribútum. Definiáljuk a D ⊆ Va × Z+ hal-
mazt, mint a legnagyobb olyan halmazt, amire minden (v0, n) ∈ D párra
a Da(v0, n) disztribúciós halmaz nem üres.

Egy disztribúciós függvény egy Dom(f̂a) = D felett definiált véletlen

f̂a függvény, amelyre

f̂a(v0, n) = ~v, ahol ~v ∈ Da(v0, n).

Vagyis az f̂a(v0, n) a Da(v0, n) egy véletlenszerűen kiválasztott eleme.
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Disztribúciós halmazok és disztribúciós függvények seǵıtségével defi-
niálhatunk olyan attribútumokat, amelyek szemantikai megkötéseket tesz-
nek a derivációs fákra. Ezeket megkötött szintetizált attribútumoknak ne-
vezzük, és a szintetizált attribútumokkal ellentétben ezeket nem a részfák
attribútumai alapján számı́tjuk ki, hanem az értékeket a disztribúciós
függvényekkel a szülőktől a gyerek csúcsokba adjuk tovább.

Meg kell jegyeznünk, hogy van hasonlóság az örökölt és a megkötött
szintetizált attribútumok között. A szemantikai információt mindkét eset-
ben fentről lefelé tovább́ıtjuk, de a megkötött szintetizált attribútumokat
lentről felfelé definiáljuk.

5.3. defińıció. (Szemantikailag korlátozott deriváció)
Adott G = (N ,Σ,P, S) nyelvtanra, az α0, α1, . . . , αn, α0 = S derivációs
szekvencia szemantikailag korlátozott egy a megkötött szintetizált attri-
bútummal, ha minden i lépésre αi−1 = ϕAψ, αi = ϕβψ és a p : A → β
szabályra a következő teljesül:

Da,p(A.a) 6= ∅,

és ha a β szó k > 0 nemterminálist tartalmaz, melyek B1, B2, . . . Bk, akkor

(B1.a, B2.a, . . . , Bk.a)
.
= f̂a,p(A.a),

ahol a
.
= az egyik lehetséges értékkel való egyenlőséget jelöli.

A szemantikailag korlátozott deriváció során, amikor az A → β sza-
bályt alkalmazzuk, vesszük az A-val ćımkézett csúcs a attribútumának
v0 értékét. Először ellenőrizzük a Da,p(v0) halmazt, hogy az értéket szét
lehet-e osztani. Ha a Da,p(v0) üres, akkor az adott szabály nem alkal-

mazható. Ha találunk alkalmazható szabályt, akkor az f̂a,p disztribúciós
függvény seǵıtségével meghatározzuk a β nemterminális szimbólumaihoz
tartozó attribútum értékeket.

5.2.1. Véletlen fagenerálás

Véletlen fa generálásakor úgy kell részfákat generálnunk, hogy az attri-
bútumaik a teljes fának megfelelő értéket szintetizálják. Ezért amikor a
megfelelő szabály alkalmazásával a részfák gyökereit létrehozzuk, a diszt-
ribúciós függvényt használjuk a szemantikai megkötések részfák gyökerei
közötti szétosztására.
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A szemantikailag korlátozott deriváció egy nehézsége, hogy zsákutcába
futhat, vagyis egy részleges derivációs fához vezethet, aminek egy vagy
több nemterminális csúcsában üres disztribúciós halmazok vannak. Ez a
lehetőség probléma-specifikus, és ezt a disztribúciós függvények definiálá-
sakor figyelembe kell vennünk.

5.2.2. Keresztezés

A standard keresztezés két fát választ ki, és mindkettőben egy azonos
ćımkével rendelkező csúcsot keres. Megkötött szintetizált attribútumok
alkalmazása esetén azonban az attribútumok értékeinek is egyezniük kell,
különben konfliktus alakulna ki.

Ennek a problémának a megoldására módośıtanunk kell az operátort
úgy, hogy ne csak a ćımkék, hanem a megkötött szintetizált attribútumok
is egyezzenek, amikor két részfát megcserélünk. A standard keresztezéssel
ez nehézkes, de a készlet keresztezést módośıthatjuk úgy, hogy kezelje
a megkötött szintetizált attribútumokat is. Ehhez az egyes készleteket
nemcsak nemterminálisokkal, hanem a megkötött szintetizált attribútum
értékeivel is meg kell jelölni.

Előfordulhat, hogy a készlet keresztezés sem működik. Ez akkor történ-
het meg, amikor egy készlet elemeinek száma pontosan egy. Ennek a
valósźınűsége nő a lehetséges készletek számával, és csökken a populáció
méretének növelésével. Ezért a készlet keresztezés nem alkalmazható,
ha túl sok nemterminális–attribútumérték kombináció létezik, hacsak a
populáció méretét nem növeljük.

5.2.3. A szemantikai megkötések korlátai

Amikor szemantikai megkötéseket definiálunk, figyelembe kell vennünk a
sikertelen derivációkat is. Ha a megkötés nagyon szigorú, nehézzé válik a
helyes megoldások generálása. Ez történik, amikor a célfüggvényt szeman-
tikai megkötésként használjuk a logikai regressziós problémán. A sikerte-
len derivációk elkerülése érdekében a derivációs fák magasságát növelnünk
kell, de ezzel a fák mérete exponenciálisan növekszik. Tehát szemantikai
megkötés bevezetése csak egy bizonyos mértékig használható. Továbbá
könnyű belátni, hogy a készlet keresztezés a megkötések szigoŕıtásával
egyre kevésbé hatékony, mivel a készletek száma is exponenciálisan nő.
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5.3. Véletlenszerűśıtés

A derivációs fa alapú genetikus programozás, mint bármely más sztochasz-
tikus algoritmus, nagyban függ a véletlenszerűśıtés (randomizáció) minő-
ségétől, mivel ez befolyásolhatja a keresést, és meghatározhatja, hogy a
keresési tér mely részeit vizsgáljuk nagyobb valósźınűséggel. A dolgozat-
ban a következőket vizsgáltuk:

Kiválasztás A kiválasztás operátort illetően a DTGP nem különbözik
más evolúciós algoritmusoktól. Ezek több különböző kiválasztási
módszert is definiálnak, melyek közül bármelyiket alkalmazhatjuk
a DTGP-vel is.

Véletlen csúcskiválasztás a csúcsok súlyai alapján működik, amit pa-
raméterként tárolunk. Az általános súly a levelekre 0, a többi csúcsra
pedig 1. A dolgozatban két további példát mutattunk be a logikai
regressziós problémán. A három tesztelt súlyozás közül a standard
súllyal értük el a legjobb eredményt.

Véletlen szabály kiválasztás A véletlen szabály kiválasztás optimali-
zálásához bizonyos tulajdonságok alapján a szabályokhoz súlyokat
rendelhetünk. A dolgozatban három lehetőséget teszteltünk, ezek
a szabály minimum értéke, amit a minp konstansban tárolunk, a
nemterminálisok száma a jobb oldalon és a rákövetkező szabályok
száma. Az eredmények azt mutatták, hogy a minimum érték szolgál-
tatja a legjobb eredményt.

Részfa korlát elosztás Miután egy szabályt kiválasztottunk és alkal-
maztunk, vagyis új csúcsokat szúrtunk be a derivációs fába, a részfa
korlátait újra kell számolnunk, és továbbadnunk a véletlen fagenerá-
tornak minden nemterminális csúcsra. Ennek elvégzésére különböző
stratégiák léteznek, a dolgozatban a következőket emĺıtettük: a stan-
dard eljárás, ami véletlen elosztást használ, a minp-vel súlyozott és a
szekvenciális. Azonban a tesztek nem mutattak lényeges javulást sem
a logikai regressziós problémával, sem az integer generálással, ezért
a gyakorlatban elég a standard disztribúciós stratégiát alkalmazni.
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6. DTGP alkalmazások

A dolgozatban a DTGP bemutatására példaként a logikai regressziós prob-
lémát használtuk, de más feladatokra is alkalmaztuk a módszert, és rövi-
den elemeztük őket. Az első példa a 6-Multiplexer probléma volt, ami a
genetikus programozás egy standard példája. A második példa az utazó-
ügynök probléma volt, amit gyakran használnak optimalizálási módszerek
tesztelésére. A harmadik példa a DTGP egy gyakorlati alkalmazása volt
FIR (finite input response) filterek optimalizálására.

6.1. Multiplexer

A multiplexer egy n ćımbittel és 2n adatbittel rendelkező logikai kapu,
ami a ćımbitek által kiválasztott adatbitet adja vissza kimenetként. A
dolgozatban három lehetőséget mutattunk be a 6-Multiplexer probléma (2
ćımbit és 4 adatbit) megoldására DTGP alkalmazásával. Az eredmények
megmutatták, hogy a DTGP algoritmus képes megoldani a 6-Multiplexer
problémát 88%-os sikeraránnyal, és ha szemantikai megkötéseket is alkal-
mazunk, az eredmény még jobb. Ez megmutatta a DTGP egyértelmű
előnyét más fa alapú GGGP módszerekkel szemben.

6.2. Utazóügynök probléma (TSP)

Az utazóügynök problémára lefuttatott különböző tesztek eredményei azt
mutatták meg, hogy a DTGP algoritmus alkalmazható a TSP útvonalának
optimalizálására, bár a talált megoldás nem mindig optimális. Mivel az
utazóügynök probléma megoldásai utak vagy körök egy gráfban, ezek belső
struktúrája nagyban különbözik a környezetfüggetlen nyelvek szavaitól.
Ezért egy szintaktikailag megkötött optimalizálási algoritmus alkalmazása
nem a legjobb választás, és a szakirodalomban is csak nagyon kevés olyan
példát találhatunk, amiben a hagyományos vagy nyelvtan vezérelt geneti-
kus programozást a TSP probléma megoldására alkalmazták.

6.3. FIR filterek

A DTGP algoritmust alkalmaztuk FIR filterek optimalizálására egy közös
projektben a Fraunhofer Társaság Integrált Áramkörök Intézetével. [15]
Ennek az alkalmazásnak az összefoglalója is megtalálható a dolgozatban.

22



7. Összefoglalás

A dolgozatban egy új nyelvtan vezérelt genetikus programozási (GGGP)
eljárás, a derivációs fa alapú genetikus programozás (DTGP) került de-
finiálásra és kiértékelésre. Ez a módszer egy előre megadott környezet-
független nyelvtan feletti derivációs fákat használ az egyedek reprezentá-
lására, és ezekre a fákra alkalmaz genetikus programozást. Ennélfogva
a derivációs fa alapú GGGP -k kategóriájába sorolható, és más nyelv-
tan vezérelt eljárásokhoz hasonlóan garantálni tudja, hogy az előálĺıtott
egyedek az adott nyelvtan szempontjából mindig szintaktikailag helyesek.

A lineáris GGGP megközeĺıtésekkel összehasonĺıtva a DTGP adat-
t́ıpusa nagyobb, bár legtöbbször nem aszimptotikusan, de mindenképp
összetettebb. Ez a dolgozat bemutatta, hogyan lehet az evolúciós operáto-
rokat helyesen és hatékonyan definiálni úgy, hogy ne csak a derivációs fák
legyenek helyesek, hanem az időbonyolultság is logaritmikus maradjon az
esetek többségében.

Azt is bemutattuk, hogyan lehet paramétereket alkalmazni az algo-
ritmus továbbfejlesztésére. Ennek egy fontos alkalmazása a fent emĺıtett
véletlen csúcskiválasztás. A lentről-felfelé paraméterek arra is alkalmasak,
hogy a fitness számı́táshoz használható információt tároljunk el. Némely
esetben a fenot́ıpus, vagy akár a fitness érték is kiszámı́tható paraméter-
ként, és ı́gy a kiértékelés időigénye konstans, egy további, logaritmikus
idejű művelettel a paraméterek frisśıtésére.

A lentről-felfelé paraméterek értékeit előre is megadhatjuk, mint sze-
mantikai korlátokat. A disztribúciós halmazok és disztribúciós függvények
használatával ezeket az értékeket fentről lefelé haladva lehet továbbadni a
részfáknak a véletlen fa generálása során. Ezt az eljárást szemantikailag
korlátozott derivációnak nevezzük. A szemantikai korlátok alkalmazása
egy jelentős előrelépés a korábbi GGGP eljárásokhoz képest, mert eddig
ilyen korlátozásokat csak a fitness függvénybe lehetett beéṕıteni. Ebben az
esetben olyan egyedek is létrejöttek, amelyek nem eléǵıtették ki a szeman-
tikai korlátokat, és ezeket később a fitness érték alapján kellett kiszűrni.

A dolgozatban a DTGP módszer a logikai regressziós problémán került
részletes bemutatásra. Ezen ḱıvül, a DTGP algoritmust teszteltük a 6-
Multiplexer problémán, valamint bemutattuk, hogyan lehet alkalmazni az
utazóügynök problémára. A módszer FIR (finite input response) filterek
optimalizálására való gyakorlati alkalmazását szintén összefoglaltuk.
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A dolgozat megállaṕıtásainak összefoglalása:

I. Tézis A derivációs fa alapú genetikus programozás, ahogy ebben a
dolgozatban definiáltuk, egy specializált evolúciós algoritmus, ami
különböző optimalizálási problémák megoldására alkalmazható a fe-
kete doboz elv alkalmazásával, miközben az előálĺıtott egyedek szin-
taktikai helyessége is garantált.

a. A jól definiált véletlen fagenerátorral a DTGP érvényes de-
rivációs fákat álĺıt elő, miközben a szükséges méretkorlátozást
is betartja.

b. Az operátorok alkalmazása előtt a DTGP logaritmikus időben
ki tud választani egy véletlen csúcsot a derivációs fában, miköz-
ben biztośıtja, hogy a kiválasztás valósźınűsége minden csúcsra
ugyanaz. Továbbá a kiválasztható csúcsok halmaza korlátoz-
ható, és szükség esetén nem uniform szelekciós súly is alkal-
mazható.

c. A gyengén teljeśıtő hagyományos keresztezés helyetteśıthető a
készlet keresztezéssel, ami ugyanolyan időigényű, de legtöbbször
100%-os hatékonysággal működik.

II. Tézis A derivációs fák kibőv́ıtett adatt́ıpusának köszönhetően, megfe-
lelően definiált paramétereket alkalmazva, a DTGP viselkedése ala-
ḱıtható, és az algoritmus továbbfejleszthető.

a. Megfelelő információ csúcsokban történő eltárolásával bizonyos
esetekben a fitness függvény konstans időben kiértékelhető. A
paraméterek frisśıtése további számı́tást igényel az operátorok
alkalmazása után, de ez nem növeli a teljes időbonyolultságot.

b. Paraméterek használatával a véletlen csúcskiválasztás, és ı́gy
az evolúciós operátorok, valamint a fitness kiértékelés is be-
folyásolhatóak.

c. Megkötött szintetizált attribútumok seǵıtségével szemantikus
korlátok helyezhetők az algoritmusba.

III. Tézis A DTGP alkalmazható különféle optimalizálási problémákra,
különösen akkor, ha a megoldásoknak olyan struktúrájuk van, amely
egy környezetfüggetlen nyelvtannal léırható.
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