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Resumo

A previsdao do comportamento de ativos financeiros é uma linha de pesquisa que vem
sendo investigada por diversas técnicas ao longo dos ultimos anos. Mesmo com inimeras
pesquisas, prever precos de ativos ou tendéncias continua sendo uma tarefa extremamente
dificil, uma vez que tal comportamento est4 ligado as incertezas do mercado financeiro e
outros fatores. Desta forma, neste trabalho foi desenvolvido um meta-classificador baseado
em métodos de inteligéncia computacional para descobrir tendéncias de preco para ativos
de bolsa de valores, como a B3. O kernel do meta-classificador é baseado na ferramenta
WEKA, onde 7 classificadores sao combinados para serem otimizados na etapa seguinte
pela meta-classificacao. Testes foram realizados com alguns dos ativos mais liquidos de
diferentes setores e o ativo que acompanha o indice Bovespa da B3, sdo eles: BOVA11,
CIELS, ITUB4, PETR4, USIM5, CMIG4, GGBR4, KROT3 e GOLL4. Os resultados foram
satisfatérios, apresentando uma boa acuracia na classificagdo com até 57%, além de
resultados financeiros com ganhos de até 100% do valor de capital inicialmente investido.
Também tivemos bons resultados quando comparamos com os baselines buy-and-hold,
aleat6rio e estratégia inversa.

Palavras-chave: Inteligéncia Computacional. Meta-Classificador. Séries Financeiras.
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Abstract

Predicting the behavior of financial assets is a task that has been researched by various
techniques over the last years. Despite there exists an extensive research in this area, the
task to predict asset prices or trends remains an extremely difficult task because due to the
uncertainties of the financial markets and other factors. This work proposes and implement
a meta-classifier based on computational intelligence techniques to find price trends for the
stock market assets, as the B3. Meta-classifier kernel is based on the WEKA tool, where 7
classifiers are combined to be optimized in the next step by meta-classification. Tests were
performed with some of the most liquidity assets of different sectors and the assets that
accompany the Bovespa index of B3, are: BOVA11, CIEL3, ITUB4, PETR4, USIM5, CMIG4,
GGBR4, KROT3 and GOLLA4. The results were satisfactory, showing a good accuracy in the
classification with up to 57%, in addition to financial results with gains of up to 100% of the
capital value initially invested. We also had good results when compared to the buy-and-hold,
random and inverse strategy.

Keywords: Computational Intelligence. Meta-Classifier. Financial Series.
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Capitulo 1

Introducao

O mercado de a¢des € uma parte importante de qualquer economia e, por isso, seu enten-
dimento é constante alvo de varios estudos. Investidores, economistas e pesquisadores
de diversas areas procuram modelos e informagdes que possam ajuda-los a entender e,
possivelmente, prever o comportamento do mercado.

A previsao do comportamento da série de retornos de ativos do mercado financeiro sempre
foi alvo de grande interesse em especial de investidores, buscando maneiras de maximizar
ganhos financeiros através da identificacdo de oportunidades na compra e venda de ativos.

Adicionalmente, com as mudancas observadas na economia brasileira nos ultimos anos, o
comportamento do investidor brasileiro vem mudando progressivamente. Se antes era, de
certa forma, vantajoso guardar dinheiro na caderneta de poupanca, hoje em dia isto ja ndo é
mais verdade. Com a queda dos juros da SELIC, os rendimentos fornecidos pela poupancga
estdo muito baixos. O mesmo acontece com outras formas de investimento seguras, ou
melhor, que oferecem baixo risco de perda de capital ao investidor, como a renda fixa e os
certificados de depdsito bancéario (CDBs). Atualmente, o investidor que deseja obter uma
lucratividade maior precisa migrar para formas de investimento mais arriscadas, que assim
sao definidas porque, apesar de oferecerem a possibilidade de lucros maiores, podem
também trazer ao investidor prejuizos maiores, se mal utilizadas.

A verdade é que nao ha uma formula magica para prever o mercado financeiro (BARRY-
MORE, 2017). Diante da grande dificuldade desta previsao, o0 mercado de agdes demanda
a criagao de diversas técnicas que auxiliem em cenérios para a tomada de decisdes
(INFOMONEY, 2017).

Sendo o mercado de agdes um ambiente de grandes oportunidades, existem diversos
estudos sobre este tema ja desenvolvidos e outros tantos em construgao (TKac; VERNER,
2016; CAVALCANTE et al., 2016). Na maioria desses estudos, o grande desafio € minimizar
o erro de previsao, auxiliando na tarefa de prever o timing do mercado, isto €, o melhor



momento de compra ou venda de um ativo, maximizando o lucro. Para isso, sao utilizados
diversos modelos aplicados aos dados histéricos a fim de prever seu comportamento futuro.
Esses dados podem ser vistos como uma série temporal’.

A previsao de séries temporais financeiras € uma das questdes mais pesquisadas no campo
das finangas, sobretudo no que diz respeito ao mercado aciondrio; prever o seu comporta-
mento futuro ndo € uma tarefa simples (LIMA, 2017). Para tanto, essas pesquisas envolvem
desde modelos estatisticos e econométricos até modelos de inteligéncia computacional®.

Alguns exemplos da utilidade das previsdes financeiras séo:

e Gerar modelos de andlise de crédito para caracterizar clientes que pagam em dia,
clientes que pagam em atraso e clientes que ndo pagam;

e Desenvolver mecanismos de deteccao de fraudes em compras de cartdo de crédito;

e Ainda na area de finangas, construir e avaliar modelos de predigao de séries temporais
a partir do historico de cotagdes de agdes na bolsa de valores.

Enfim, muitas sdo as formas de se utilizar a previsao em séries temporais financeiras de
modo a obter melhores resultados em problemas reais.

1.1 Definicao do Problema de Pesquisa

Embora os erros de previsao sejam inevitaveis, diversas técnicas exploram modelos na
busca de minimizar os erros de predicao, utilizando um arsenal de métodos estatisticos e
de inteligéncia computacional.

O problema de pesquisa abordado nesta tese é um tema interdisciplinar que envolve
diversas areas do conhecimento como, por exemplo, finangas, matematica, estatistica,
economia, ciéncia de dados e aprendizado de maquina de forma integrada e aplicada.
Diante deste cenario, o problema de pesquisa foi decomposto em quatro questdes principais
a serem investigadas:

o Tratamento dos Dados: devido a grande quantidade de fontes de dados, existe a
necessidade de entender melhor o comportamento e a relevancia de alguns ativos,
setores, indicadores e indices de mercado. Deste modo, pretendemos responder a
seguinte questao: Qual a melhor forma e/ou técnicas de ciéncias dos dados para
selecionar, preparar e analisar os dados de séries de cotagdo histérica sobre o

'Uma série temporal é um conjunto de observacgdes de um fendmeno ordenadas no tempo (BROCKWELL;
DAVIS, 2002)

2Inteligéncia Computacional é uma area da Ciéncia que tem como objetivo desenvolver e aplicar recursos
que permitam aos computadores terem um comportamento similar ao humano em tarefas especificas
(GOLDSCHMIDT, 2010).



mercado financeiro?

e Modelo de Previsao: na literatura existem inUmeros algoritmos de classificagdo
desenvolvidos, 0s quais consistem na generalizagao de experiéncias passadas para
predizer algum valor discreto (conhecido como classe) em novos exemplos (HASTIE;
TIBSHIRANI; FRIEDMAN, 2009). Com base neste problema, definiu-se a seguinte
questao: Quais algoritmos escolher? Outro tema importante € que existem estudos
que mostram que combinar classificadores geralmente traz melhores resultados que
os classificadores isolados. Este tipo de técnica considera, por exemplo, a estratégia
utilizada quando uma pessoa precisa tomar uma decisao dificil. Normalmente, prefere-
se considerar opinides de varios especialistas em vez de considerar a opiniao de
apenas um. Assim, complementa-se a questao: € melhor combinar algoritmos no
problema em questdao? Quais técnicas utilizar?

e Parametrizacao dos Modelos de Previsao: cada algoritmo selecionado depende
de inUmeras configuragdes, dificultando diretamente a qualidade do aprendizado do
modelo de previsdo. Com base neste problema, surge a seguinte questao: como
configurar, treinar e medir tais algoritmos de classificagéo para a geragao de previsao
de tendéncias que garantam uma taxa minima de aprendizado em relagao a sua
precisdao como medida de desempenho?

¢ Modelo de Operacao: é um grande desafio modelar estratégias de operacao para o
mercado financeiro a fim de identificar quais delas sdo melhores ou mais adequadas
para diferentes objetivos almejados em relacdo ao risco/retorno. Portanto, outra
questao de pesquisa seria: De que forma podemos aplicar uma série de previsdo
de tendéncias como estratégia de operacao buscando resultados cujo percentual
de retorno financeiro seja viavel, rentavel e que supere os valores de referéncia dos
baselines para a aplicagcdo em um ambiente real do mercado financeiro?

1.2 Objetivos geral e especificos

O objetivo geral deste trabalho € apresentar um método para a previsao de séries temporais
financeiras utilizando um conjunto de técnicas de inteligéncia computacional combinadas.
Pretende-se usar as técnicas de Programacado Genética (PG), Maquinas de Vetor de
Suporte (SVM), Florestas Aleatérias (RF), Perceptron Multicamadas (MLP), Arvore de
Decisao (J48), Otimizacao Minima Sequencial (SMO) e Redes Bayesianas (BN) a fim de
criar um meta-classificador com o intuito de minimizar os erros de previsao.

O que se pretende é utilizar as saidas de um conjunto de classificadores base para o
treinamento de um outro conjunto de meta-classificadores para, entdo, fornecer a predi¢ao
final. A explicagao para o uso dessa técnica é o fato de que, segundo Wolpert (1992),
ao passar pelas camadas, o meta-classificador aprende com os erros dos classificadores



anteriores.

O método proposto recebe como entrada os valores dos periodos passados e retorna uma
previsdo que indica o que ird acontecer com a série temporal financeira sendo analisada no
proximo periodo: se ird subir ou ndo. Com esse resultado, um algoritmo de estratégia pode
decidir o que fazer: vender ou comprar a agao. Os resultados sdo apresentados por meio
do indice de acertos do método, a variacao de capital que um investidor hipotético teria
obtido se tivesse seguido todas as operagdes recomendadas, e uma comparacao desta
variagao com a que seria obtida com outras abordagens comparativas, como: buy-and-hold,
aleatério e estratégia inversa (JOHNSTON, 2003). Para validar o método em diferentes
situagdes, avaliamos seu comportamento com um conjunto de agées do mercado brasileiro
com granularidade diaria.

Desta forma, espera-se obter retornos financeiros acima dos ganhos da média do mercado
financeiro. Para alcancar esta meta, os objetivos especificos sao:

e Revisar a literatura referente a métodos de previsao de séries temporais financeiras,
especialmente trabalhos que envolvem técnicas de inteligéncia computacional.

e Construir o arcabougo de meta-classificagao, por meio de ferramentas tecnolégicas
adequadas;

e Realizar testes utilizando dados de séries reais financeiras da Bolsa de Valores de
Sao Paulo (B3);

e Apresentar os resultados de métricas de performance;

e Apresentar os resultados de estratégias financeiras simuladas;

1.3 Contribuicbes

A principal contribuicdo deste trabalho € a construgéo de um arcabougo que implementa a
abordagem do previsor baseado em meta-classificadores e estratégias de investimento.

Assim, durante todo o periodo de doutorado, inimeras iniciativas, construgdes, tentativas,
combinagdes e avaliagdes foram realizadas com o intuito de resolver os problemas em
questao e, como consequéncia deste trabalho realizado, os tdpicos discutidos nesta tese
geraram as producdes bibliograficas descritas a seguir.

Em congressos nacionais e internacionais:

e Carlos Assis, Adriano Pereira, Eduardo Carrano. “Forecasting Financial Time Series
using Meta-Classifier based on Genetic Programming”. Econophysics Colloquium.
2016. Status: Publicado. Qualis: N/A.

e Carlos Assis, Adriano Pereira, Eduardo Carrano, Rafael Ramos, Wanderson Dias.



“Restricted Boltzmann Machines for the Prediction of Trends in Financial Time
Series”. International Joint Conference on Neural Networks (IJCNN). 2018. Status:
Publicado. Qualis: A1 - Ciéncia da Computagao.

Em periddicos nacionais e internacionais:

e Carlos Assis, Eduardo Machado, Adriano Pereira, Eduardo Carrano. “Hybrid deep
learning approach for financial time series classification”. Revista Brasileira de
Computacgao Aplicada. 2018. Status: Publicado. Qualis: B2 - Interdiciplinar.

1.4 Organizacgao do trabalho

Este trabalho esta organizado em seis capitulos. Neste capitulo, introduzimos o tema,
apresentando os objetivos e, posteriormente, foram detalhadas as motivagdes justificando o
estudo do problema de previsdo de séries temporais financeiras, além das contribui¢coes
do trabalho. No capitulo 2 apresentamos uma metodologia de revisao bibliografica cha-
mada Revisao Sistematica da Literatura (RSL), juntamente com a revisdao de algumas das
principais técnicas de séries temporais financeiras encontradas na literatura. No capitulo 3
mostraremos todo o referencial teérico utilizado como base para a formalizagao deste traba-
lho. Serdo apresentados todos os algoritmos e conceitos necessarios para a construcao da
solucéo proposta. No capitulo 4 sera exposta toda a metodologia, serao descritas todas as
ferramentas utilizadas, os conjuntos de dados histéricos, os métodos de transformacgao dos
dados, a forma de validacao dos resultados, em resumo, todo o arcabougo desenvolvido.
No capitulo 5 sera discutida a analise dos resultados obtidos; apresentaremos resultados
com métricas de performance e resultados financeiros simulados. No capitulo 6, sera apre-
sentada uma conclusdo com uma analise das principais contribuicées geradas. Além disso,
serdo apresentados os proximos passos da pesquisa. Por fim, os apéndices B, C, D, E, F,
G, H, | e J apresentam os resultados graficos de comparagéao gerados.



Capitulo 2

Revisao da Literatura

Este capitulo tem como objetivo identificar e analisar trabalhos existentes relacionados ao
tema proposto. Para realizar este trabalho de forma metédica, realizou-se uma Revisdo
Sistematica da Literatura (RSL) proposta por Kitchenham (2004).

No apéndice A apresenta de forma geral os principais conceitos e diretrizes desta metodolo-
gia, e sua aplicacao neste trabalho.

2.1 Trabalhos Relacionados

Nesta Secéao serdao apresentados os principais trabalhos relacionados ao tema que foram
encontrados apdés a aplicacdo da RSL.

De modo geral, as técnicas de previsdo do mercado financeiro podem ser classificadas em
trés categorias, como segue:

¢ Métodos convencionais: sdo aqueles criados principalmente pela estatistica e eco-
nometria. Atsalakis e Valavanis (2009) apresentam um amplo estudo sobre estas
técnicas;

¢ Métodos do mercado: estes podem ser subdivididos em dois tipos: a analise funda-
mentalista, sendo um dos grandes expoentes dessa escola o economista Graham
(1917); e a analise técnica, cujos pais sdo os americanos Hamilton e Dow (1922),
este ultimo um dos fundadores da Dow Jones e do Wall Street Journal. Charles Dow
formulou uma série de estudos que vieram a compor o nucleo da analise técnica, que
ficou conhecida como a Teoria de Dow;

e Sistemas computacionais: em sua maioria fazem uso de inteligéncia computacional;
Tkac e Verner (2016), Cavalcante et al. (2016) apresentam uma extensa revisao da
aplicagéao de diversos métodos computacionais em aplicagdes financeiras.

Nas seg¢des seguintes abordaremos alguns trabalhos que fazem uso de inteligéncia compu-
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tacional aplicada a séries temporais financeiras, meta-classificadores em geral e, por fim,
trabalhos que utilizaram meta-classificadores para o0 mercado financeiro, respectivamente.

2.1.1 Inteligéncia Computacional em Séries Temporais Financeiras

Os autores Nametala et al. (2016) construiram uma estratégia automatizada (rob6 investidor)
que combina previsdes feitas por redes neurais artificiais e preditores econométricos em
uma segunda rede neural; esta age como um comité de decisdo. Estas previsdes foram
utilizadas para gerar sinais de compra ou venda por meio de um modelo de negociagao
incorporado ao algoritmo. Os experimentos foram conduzidos com séries reais referentes a
trés ativos de alta liquidez, uma commoditie e um indice de mercado. Os resultados obtidos
foram comparados de forma financeira frente a aplicacédo individual de cada preditor, e
também, a técnicas classicas de mercado. Os resultados mostraram que, para a maioria
dos ativos, na média da carteira e nos retornos percentuais totais, os lucros obtidos pela
combinacao que o rob6 fez dos preditores geraram resultados melhores do que quando
cada um deles foi aplicado individualmente.

Persio e Honchar (2016) aplicaram uma Rede Neural Artificial (ANN) (WIDROW; HOFF,
1960) para prever indices de mercado de ag6es. De acordo com os autores, foi elaborada
uma abordagem inovadora baseada na combinacéo de Wavelets' (STRUZIK, 2001), Redes
Neurais Convolutivas (CNN) (LECUN et al., 1998) e Redes Neurais Recorrentes (LSTM)
(HOCHREITER; SCHMIDHUBER, 1997); essa abordagem superou as abordagens de redes
neurais basicas. Testes foram realizados em séries financeiras histéricas da S&P500°.

Segundo Giacomel, Galante e Pereira (2015), embora muitos estudos de previsao de séries
temporais estejam focados na previsao de valores exatos no futuro, evidéncias mostraram
que esse tipo de problema funciona melhor quando o transformamos em um problema
de classificacdo. Portanto, os autores propuseram um agente de negociacdo baseado em
um ensemble de Redes Neurais que prevé se uma agao vai aumentar ou cair em vez de
prever seus valores futuros. Para validar a eficiéncia do método proposto em diferentes
situagdes, o algoritmo foi avaliado em dois conjuntos de dados diferentes: os mercados de
acoes norte-americano e brasileiro. Operacdes reais foram simuladas nesses mercados e a
solugao demonstrou capacidade de lucrar em todas as séries temporais testadas.

De acordo com Kampouridis e Otero (2015), a previsao financeira € uma area muito
importante nas finangas computacionais. Eles desenvolveram o EDDIE, um algoritmo que
utiliza a Programacéao Genética. A solucéo foi aplicada com sucesso em varios conjuntos
de dados financeiros internacionais. Segundo os autores, o objetivo principal deste trabalho

' Wavelet ou ondaleta é uma funcéo capaz de decompor e descrever uma série de dados originalmente
descrita no dominio do tempo.

20 indice S&P 500 é composto por quinhentos ativos (a¢des) selecionados devido ao seu tamanho de
mercado, sua liquidez e sua representac¢do de grupo industrial.
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foi melhorar ainda mais o desempenho preditivo do algoritmo, incorporando heuristicas na
busca. Para examinar a eficacia de seu desempenho preditivo, a solu¢ao foi comparada
com os algoritmos C4.5° (QUINLAN, 1993) e RIPPER* (COHEN, 1995). Os resultados
mostram que a introducao de heuristicas foi muito bem sucedida, permitindo que o algoritmo
superasse todos os algoritmos C4.5 e RIPPER. Os resultados também mostraram que o
algoritmo foi capaz de ter ganhos financeiros na maioria dos conjuntos de dados.

Cruz et al. (2015) desenvolveram um ensemble dinamico denominado META-DES apresen-
tando uma nova estrutura de meta-aprendizagem. Propuseram cinco conjuntos distintos de
meta-caracteristicas, cada uma correspondente a um critério diferente para medir o nivel
de qualidade de um classificador. As meta-caracteristicas foram extraidas dos dados de
treinamento e usadas para treinar um meta-classificador. Foram utilizados 30 conjuntos de
dados extraidos do repositorio UCI (LICHMAN, 2013). Os resultados apresentados foram
promissores em sua maioria e obtiveram ganhos de acuracia quando comparados com
Bagging e AdaBoost.

Patel et al. (2015) propuseram um algoritmo que faz a fusao de trés algoritmos de aprendi-
zado de maquina. A abordagem realizou a fusdo em dois estagios, envolvendo a Regressao
Vetorial de Suporte (SVR) (DRUCKER et al., 1997) na primeira etapa e, na segunda etapa,
uma abordagem de Rede Neural Artificial (ANN), Random Forest (RF) (BREIMAN, 2001)
e SVR resultando em modelos de predi¢ao de fusdao SVR-ANN, SVR-RF e SVR-SVR. O
algoritmo foi testado com dados reais da Bolsa de Valores de Bombaim (BSE), na india,
utilizando 10 anos de dados histéricos. O desempenho da predicdo destes modelos hibridos
foi comparado com os cenarios de um unico estagio onde ANN, RF e SVR s&o usados
sozinhos. A abordagem hibrida apresentou melhores resultados.

Em sua pesquisa, Dabhi e Chaudhary (2015) também apontaram que a previsao das séries
temporais financeiras € considerada uma tarefa altamente desafiadora. Segundo eles, a
tarefa torna-se dificil devido as caracteristicas nao lineares e nao-estacionarias inerentes
as séries temporais financeiras. Dessa forma, os autores propuseram uma combinacao de
Wavelet e Postfix-GP, um sistema de programacao genética baseado na notagéo postfix®,
para a previsao financeira de séries temporais. A capacidade de previsao foi testada em duas
séries de precos de acdes e dois indices de acdes. Os resultados obtidos foram comparados
com o framework ECJ (Java-based Evolutionary Computation Research System) (LUKE et
al., 2007). Os resultados mostraram um desempenho melhor das previsées do Postfix-GP.

Em outro trabalho, Pimenta et al. (2014) apresentaram implementacdes de algoritmos
Mono-Obijetivo e Multi-Objetivo para a tomada de decisao e negociag¢ao de acdes para a

3C4.5 é um algoritmo utilizado para criar uma arvore de decis&o.

4RIPPER é um algoritmo de extracdo de regras.

50 termo postfix indica a posicdo dos operando em relagéo ao operador; neste caso ficardo apés. Exemplo
da fungdo: X + Y ficaria XY+



bolsa de valores. Esses algoritmos utilizaram a Programacao Genética (PG) combinada
com os indicadores de analise técnica (médias moéveis e indice de forga relativa, entre
outros), identificando o momento da compra e da venda. Os testes foram realizados com
dados histéricos da B3 com quatro ativos, BOVA11, PETR4, VALE5 e BBAS3. Os resultados
mostraram-se promissores tanto na versao Mono quanto na Multi-Objetivo. Os autores
ressaltaram que, mesmo com o0 mercado em queda, foi possivel obter lucro.

Ja Seker et al. (2013) aplicaram um ensemble em dados histéricos financeiros a fim
de encontrar correlagado entre séries temporais financeiras e noticias da economia. Os
algoritmos combinados foram C4.5, SVM e KNN. Os resultados mostraram ganhos de 3%
na taxa de acerto quando comparados com os algoritmos individuais.

Outro problema identificado no segmento do mercado financeiro € a fraude. Para Abbasi et
al. (2012), este tipo de problema pode ter consequéncias graves para a sustentabilidade em
longo prazo de uma organizacao, bem como efeitos adversos sobre 0s seus empregados e
investidores e sobre a economia como um todo. Segundo os autores, varias das maiores
faléncias na historia dos EUA foram de empresas que se envolveram em grandes fraudes.
Por conseguinte, tem-se dado énfase consideravel ao desenvolvimento de abordagens
automatizadas para a deteccao de fraudes financeiras. Assim, os autores desenvolveram o
MetaFraud, uma nova estrutura de meta-aprendizagem para a detecc¢ao de fraude financeira.
Para validarem a estrutura proposta, uma série de experimentos foram conduzidos em
um conjunto de dados de uma instituicao financeira. Os resultados revelaram a eficacia
do framework de meta-aprendizagem sobre os métodos atuais de deteccao de fraude
financeira do banco.

Os autores Soltani, Akbari e Javan (2012) apresentaram um modelo baseado em Sistemas
Imunolégicos Artificiais (SIA) (FARMER; PACKARD; PERELSON, 1986) para deteccao de
fraudes em séries financeiras. O modelo proposto analisa o0 comportamento da conta de
cada cliente. Os resultados foram animadores e trouxeram boa taxa de acerto; no entanto,
o algoritmo apresentou um longo tempo na fase de treinamento.

Caldeira et al. (2012) aplicaram técnicas de inteligéncia computacional para detectar fraudes
em transacoes eletrénicas. As técnicas utilizadas foram Random Forest, Redes Neurais,
SVM e Sistemas Imunoldgicos Artificiais. Dados historicos financeiros do UOL PagSeguro®
foram utilizados. A técnica que obteve melhores resultados foi a rede neural. Além disso, a
técnica apresentou ganhos superiores ao praticado pela corporagao.

8https://pagseguro.uol.com.br/



2.1.2 Meta-Classificadores em Geral

Talagala, Hyndman e Athanasopoulos (2018) propuseram uma estrutura para selecao de
modelos de previsdo usando meta-aprendizagem baseada em caracteristicas de séries
temporais. O algoritmo FFORMS (Feature-based FORecast-model Selection) proposto
utilizou o conhecimento do desempenho passado de modelos candidatos de previsao
em uma coleg¢ao de séries temporais para identificar o melhor método de previsao para
uma nova série. Para validacao, a solugao foi aplicada em dados de competicdo M1 e
M3 (MAKRIDAKIS; HIBON, 2000). Os autores demonstraram que o método apresentou
melhores resultados que os métodos de benchmark.

Yerima e Sezer (2018) apresentaram um meta-classificador denominado DroidFusion. Se-
gundo os autores, o nimero de malwares’ para Android® vem crescendo consideravelmente.
Por isso, eles desenvolveram uma abordagem que emprega a fusdo de classificadores
baseada em uma arquitetura multi-nivel que permite uma combinacao de algoritmos de
aprendizado de maquina para obter uma maior precisédo. O framework proposto possui uma
camada de classificadores base em um primeiro nivel e, em seguida, aplica um conjunto de
algoritmos baseados em classificacdo em suas precisdes preditivas no nivel mais alto para
obter um classificador final. Para validacdo de método, foram realizados experimentos em
quatro conjuntos de dados de trés colegbes de amostras de aplicativos para Android. Os
resultados mostraram-se promissores, visto que quando, comparado ao Stacked Generali-
zation (StackingC) (SEEWALD, 2002), o DroidFusion apresentou melhor performance na
maioria dos testes.

Conforme declararam os autores Mishra, Pokhrel e Hoque (2018), a identificagao de protei-
nas de ligagao a DNA apenas a partir de informagao de sequéncia é um dos problemas
mais desafiadores no campo da Bioinformatica. A partir deste problema os autores desen-
volveram uma técnica de meta-classificagcao baseada em Stacking, chamada StackDPPred,
para a predigao de proteinas de ligacao a DNA, dada a sequéncia proteica. O objetivo da
solucéo proposta foi melhorar a precisdo da predicao das proteinas de ligacdo ao DNA.
Os autores concluiram que a técnica utilizada ajudou a reduzir o erro de generalizacéao e,
portanto, melhorou significativamente a precisdo quando comparada com classificadores
isolados.

2.1.3 Meta-Classificadores para Mercado Financeiro

Para os autores Mykova, Hajek e Olej (2018), existe um campo de grandes oportunidades
na analise de texto para previsao de indicadores do mercado de a¢des, como precos de

’E um programa de computador destinado a infiltrar-se em um sistema de computador alheio de forma
ilicita, com o intuito de causar alguns danos, alteragdes ou roubo de informagdes (confidenciais ou nao)

8E 0 nome do sistema operacional baseado em Linux que opera em celulares (smartphones), netbooks e
tablets.
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acodes, volumes de negociagao e volatilidade. Desta forma, os mesmos desenvolveram
um modelo de meta-aprendizagem para prever a volatilidade do retorno no mercado de
acdes que utiliza indicadores financeiros e artigos de noticias. A abordagem comparou sete
meta-classificadores com trés classificadores tradicionais com dados de quatorze ativos
da Bolsa de Valores de Nova lorque (NYSE). O resultado foi muito promissor, mostrando
melhor performance dos meta-classificadores em grande parte dos conjuntos de dados.

Segundo Duarte e Lorena (2018), saber quando comprar (ou vender) um ativo € uma
decisdo importante para a obtengao de lucros em mercados financeiros. Entretanto, antes
mesmo de se tomar tal decisdo, um investidor deve escolher o0 modelo ideal para o estudo
e analise de uma série de dados, devido a grande quantidade de modelos disponiveis.
Desta forma, os autores acreditaram que a meta-aprendizagem seria uma étima ferramenta
para auxiliar em tal decisdo. Eles buscaram utiliza-la para o estudo e analise de séries
temporais, mais especificamente em dados do mercado Euro/Délar, através de um algoritmo
de ranqueamento que classifica e ordena os melhores modelos para o usuario. Como
resultado, a aplicacao de meta-aprendizagem mostrou-se muito promissora na sugestao de
modelos para o estudo de séries temporais financeiras.

Como apresentado pelos autores Barak, Arjmand e Ortobelli (2017), prever os retornos das
acoOes e seu risco representa uma das preocupagdes mais importantes dos tomadores de
decisao de mercado. Muitos estudos encontrados na literatura tém utilizado classificadores
Unicos para a previsao de retornos de ativos e métodos de risco. Os métodos de fuséo, que
s0O surgiram recentemente, exigem um estudo mais aprofundado nesta area. Um conjunto
de métodos, incluindo Bagging (BREIMAN, 1996), Boosting (SCHAPIRE, 1990) e AdaBoost
(FREUND, 1999) foi aplicado para criar tal diversidade em combinagdes. Os resultados
demonstraram que os meta-classificadores trouxeram desempenho superior através de
testes realizados com dados da Bolsa de Valores de Teera (TSE) do periodo de 2002 a
2012.

Agapitos, Brabazon e O’Neill (2017) desenvolveram um meta-classificador denominado
Regularised Gradient Boosting (RGB), que é uma extensao do Gradient Boosting (GB). O
objetivo desta proposta é diminuir o overfitting do classificador, resultando na eliminagéao de
parametros de pouca importancia. Para validacao da performance da solucéo, o método foi
aplicado ao dominio de séries temporais financeiras. Como resultado dos testes, a proposta
superou o Gradient Boosting e mais dois métodos de aprendizado de maquinas na maioria
dos conjuntos de dados utilizados.

De acordo com Armaki et al. (2017), praticamente todas as instituicbes financeiras estao
expostas ao risco de crédito ao emitirem empréstimos ao consumidor. Desta forma, o de-
senvolvimento de solugdes confiaveis de pontuagao de crédito € um ponto crucial. Segundo
os autores, diversas técnicas de aprendizado de maquina vém demonstrando boa aplicabi-
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lidade neste cenario. Porém, em diversos estudos, modelos hibridos através da fusao de
varios algoritmos de aprendizado de maquina vém se destacando frente aos algoritmos
isolados. Diante deste cenario de oportunidades, os autores apresentaram um modelo de
meta-aprendizado em que a solucao utiliza trés classificadores base (nivel 0) para treinar o
meta-classificador (nivel 1). O classificador utilizado como meta foi 0 Deep Belief Networks
(DBN), ou seja, uma rede neural profunda. Para validagdo da solugao, foram utilizados
quatro conjuntos de dados da UCI Machine Learning Database Repository. Os resultados
foram muito positivos, pois em praticamente todos os cenarios o meta-classificador obteve
melhor performance que os classificadores isolados.

2.1.4 Consideragdes Finais

Diante dos trabalhos relacionados nesta pesquisa, 0s quais sao direcionados para algoritmos
de inteligéncia computacional, ensembles, fusdes e meta-classificadores, percebe-se que
ainda ha muitas oportunidades para o mercado financeiro, possibilitando ainda mais espago
para explorar tal proposta e trazendo inovacao e novas contribuicoes.

Sendo assim, esta tese de doutorado diferencia-se dos demais trabalhos relacionados aqui
por realizar a implementagdo de uma solugao que utiliza as predi¢cdes dos classificadores
base como atributos em um novo conjunto de treinamento. O processo funciona com uma
arquitetura em camadas. Desta forma, cria-se um novo conjunto de treinamento, que &
composto pelas predi¢coes dos classificadores do nivel anterior. Esse novo conjunto de
treinamento € utilizado para treinar o nivel subsequente do sistema, também formado por
classificadores, gerando assim meta-classificadores com o objetivo de fornecer a predi¢ao
final de uma instancia. Toda esta abordagem é encapsulada em um arcabougo metodoldgico
que implementa uma modelagem e a avaliagdo de estratégias de operacgéo, utilizando para
isso conceitos de teorias econdmicas, ciéncia de dados, andlise estatistica, andlise de
desempenho, analise de operacgao/risco, juntamente com os graficos de evolucao de capital
acumulados.
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Capitulo 3

Fundamentacao Teorica

Neste capitulo serdo detalhadas as principais abordagens que séo de fundamental importan-
cia para o nosso tema de pesquisa, principalmente conceitos basicos em relagao as séries
temporais financeiras, ao mercado financeiro e a finangas computacionais. Também serdo
apresentados os algoritmos que foram utilizados no desenvolvimento do meta-classificador.

3.1 Séries Temporais Financeiras

Uma série temporal € uma colecéao de observagoes feitas sequencialmente ao longo do
tempo. A caracteristica mais importante deste tipo de dados é que as observacgdes vizinhas
sdo dependentes. Algumas destas caracteristicas sao particulares a este tipo de dados,
por exemplo as observagdes correlacionadas sdo mais dificeis de analisar e requerem
técnicas especificas, precisando levar em conta a ordem temporal das observacoes. Fatores
complicadores como a presenca de tendéncias e variagdo sazonal ou ciclica podem ser
dificeis de estimar ou remover. Além disso, a selecado de modelos pode ser bastante
complicada e as ferramentas podem ser de dificil interpretagdo (BOX; JENKINS, 1976). A
Figura 1 mostra um exemplo gréfico de uma Série Temporal Financeira.

Para Tsay (2005), a maioria dos estudos financeiros, ao invés de utilizarem os precos dos
ativos, optam por utilizar os retornos gerados pelos mesmos, tendo razdes fundamentais
para justificar a utilizagéo de retornos. As séries de retorno sdo mais faceis de manusear
do que a série de precos porque possuem propriedades estatisticas mais atraentes, como
estacionariedade e ergodicidade.

Uma série temporal é dita estacionaria quando a mesma se desenvolve no tempo aleato-
riamente ao redor de uma média constante, refletindo alguma forma de equilibrio estavel.
Entende-se por ergodicidade a condicdo em que apenas uma realizacdo do processo &
suficiente para obter todas as estatisticas do mesmo.
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Figura 1 — Exemplo de Série Temporal Financeira

Ibovespa
INDEXBVMF- IBOV - 31 de jan 18:22 BRST

64.670,78 +369,05 (0,57%)

Um dia Cinco dias Um més Trés meses Um ano Cinco anos max
Abertura 64.309,77 Cap. merc
Alta 64.900,60 Pr.flucro
Baixa 64.283,59 Rend. div

Fonte: Google (2017)

Sendo assim, o retorno de um investimento ou ativo qualquer entre os periodostet + 1 é
definido pela Equagéo (1):

re=- 1, (1)

Pt—1
onde p; é o preco do investimento ou ativo no instante t.

Segundo Tsay (2005), também é muito comum em Finangas, quando temos dados diarios,
utilizar o chamado log-retorno, que é definido pela Equacao (2):

h:m&%ﬂ. )

Os log-retornos possuem diversas vantagens com relagcao aos retornos: sob suposi¢ao
de log-normalidade dos pregos, o log-retorno possui distribuicdo normal, que é facil de
tratar; os log-retornos sao aditivos ao longo do tempo, isto €, a soma dos log-retornos de
periodos consecutivos é o log-retorno do periodo total. Em contraste, o retorno acumulado
de varios periodos é o produtério de varios termos envolvendo cada retorno; O log-retorno €
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aproximadamente igual ao retorno para periodos curtos. Assim, neste trabalho utilizaremos
como principal input as séries de log-retorno.

Conhecendo o comportamento das séries financeiras e sabendo como trata-las, na proxima
secao sera apresentado o funcionamento do mercado financeiro.

3.2 Mercado Financeiro

O mercado financeiro € o local onde podem ser negociados, comprados ou vendidos, bens
como valores mobiliarios, mercadorias e cambio. A fungao do mercado é reunir diversos
vendedores em um Unico lugar, tornando-os acessiveis aos compradores interessados.
Mercados sao considerados como parte vital de qualquer economia, pois, quanto mais
ativos, mais se traduzem em oportunidades para que pessoas € empresas apliquem seus
recursos e contribuam para o aquecimento da economia (ASSAF, 2009).

O principio do mercado financeiro é simples, tentar comprar quando acredita-se que o ativo
vai subir de preco no futuro e vender quando acredita-se que o preco ira diminuir, de forma
a obter lucro. No entanto, realizar essas previsdes é um desafio gigantesco, pois existem
inumeros fatores que podem influenciar o valor de um ativo.

O preco de uma agao em bolsa é fruto das condicées de mercado (oferta e demanda) que
refletem as condicdes estruturais e comportamentais da economia de um pais, especificas
da empresa e de seu setor econdmico (FORTUNA, 2007).

Acdes sao titulos que representam fragcoes de capital de uma determinada empresa. Uma
acao é uma fracdo da empresa. Quando adquirimos a¢des de uma empresa, nos tornamos
sécios desta, participando de seus resultados. Esses titulos sdo emitidos quando uma
empresa toma a decisao de abrir seu capital para o publico, e ser negociada na bolsa de
valores (FILHO; ISHIKAWA, 2000). Existem dois tipos de agdes (CAVALCANTE; MISUMI,
2005):

e Ordinarias: estas agdes, além de proporcionarem a participagdo nos resultados da
empresa, conferem o direito de voto nas assembleias da empresa.

¢ Preferenciais: adquirindo este tipo de acdes, o investidor tera preferéncia no recebi-
mento de dividendos, porém, ndo tera o direito a voto nas assembleias.

No Brasil, temos a Bolsa de Valores de Sao Paulo, que é responséavel por gerir e administrar
todas as negociagcdes (BM&FBOVESPA, 2017). A todo momento existem agentes tentando
comprar ou vender ativos e tendo suas decisdes influenciadas pelos mais diversos fatores,
desde andlises bem fundamentadas até aspectos puramente psicol6gicos ou especulativos,
causando grande volatilidade nos precos dos ativos (CUTLER; POTERBA; SUMMERS,
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1988).

Em relacao as previsées no mercado financeiro, dada a sua complexidade e dinamismo
inatos, existe um constante debate quanto a possibilidade de prever mudancas de precos
em agbes. Fama e Malkiel (1970) introduziram a hipétese do “Mercado Eficiente” que define
que o prego atual de um ativo sempre reflete toda a informacao previamente existente
instantaneamente, ou seja, ndo é possivel utilizar nenhuma informacéao conhecida para
prever precos futuros. Portanto, qualquer técnica de previsao de precos consiste em um
esforco indutil.

Existe também a hip6tese do “Passeio Aleatorio” (MALKIEL, 1973) que alega que o prego
de uma acgdo varia independentemente do seu histérico, em outras palavras, o preco de
amanha ird ser influenciado apenas pela informagao de amanhéa, independentemente do
preco de hoje.

Essas duas hipéteses juntas determinam que nao existem meios de prever precisamente
0 preco de uma acgao e ainda existem experimentos que mostram que uma estratégia
de investimento utilizando um agente tomando decisbes completamente aleatérias pode
por vezes superar alguns métodos de investimento como “Convergéncia e Divergéncia de
Médias Méveis” (Moving Average Convergence / Divergence) e “indice de Forca Relativa”
(Relative Strength Index) (BIONDO et al., 2013).

Por outro lado, existem diversos outros autores que alegam por meio de experimentos
que, de fato, variagcoes de precos de agdes podem sim ser previstas até certo nivel (LO;
MACKINLAY, 1999). Varios métodos para previsao e modelagem do comportamento de
acdes sao objeto de estudo de varias disciplinas, sendo relevante notar que em 2012 era
estimado que aproximadamente 85% das negociagdes de acdes feitas nas bolsas de valores
dos Estados Unidos eram feitas através de algoritmos (GLANTZ; KISSELL, 2013).

Os métodos de analise do mercado financeiro podem se dividir em dois tipos (ANGHEL,
2013):

¢ Analise fundamentalista: acredita-se que o valor das acdes de determinada compa-
nhia é determinado por fatores econémicos e pelo desempenho financeiro da propria
companhia. Eventuais flutuagcdées nos precos sao corrigidas pelo mercado nos pro-
ximos periodos uma vez que a analise fundamentalista afirma que o preco de uma
acao é sempre justo.

e Analise técnica: interpreta que toda a informagao utilizavel ja esta contida no valor
das agoes e, portanto, os Unicos dados usados na analise do mercado podem ser 0s
valores anteriores deste proprio mercado. A analise técnica também afirma que os
movimentos do mercado que ocorrem no passado tendem a se repetir no futuro, o
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que reforca a necessidade de observar estes valores passados quando se quer prever
os futuros.

Este trabalho tem como foco principal a analise técnica. Desta forma, na préxima secao
sera abordada com maior propriedade e detalhamento.

3.2.1 Analise Técnica

Um dos métodos mais populares para a tomada de decisdes de investimento na bolsa
de valores é a andlise técnica, que é definida por Kirkpatrick e Dahlquist (2006) como
uma metodologia de previsdo de prec¢os baseada apenas em dados histéricos do mercado,
principalmente de preco e volume. A andlise técnica também se baseia nas seguintes
suposicoes:

e Fatos passados tendem a se repetir no futuro.
Precgos de ativos sao definidos unicamente pela relagdo de oferta e demanda.

Precos de ativos variam seguindo tendéncias.
Alteracdes de oferta e demanda causam reversdes nas tendéncias.

Alteracdes de oferta e demanda podem ser identificadas em graficos.

Padrbées em graficos tendem a se repetir.
e O mercado possui memoria.

De modo geral, investidores que utilizam esta analise técnica fazem uso de graficos para
detectar possiveis tendéncias. Acredita-se que estas sao baseadas na oferta e procura,
causando de modo geral um padrao ciclico (NORONHA, 2003). Existem inUmeros indi-
cadores técnicos que permitem este tipo de anélise. Estes podem ser utilizados também
como entrada para os algoritmos de inteligéncia computacional ou até para modelos de
estratégias de negociacao (PIMENTA et al., 2014). Abaixo estao listados alguns tipos de
indicadores juntamente com seus exemplos (INVESTIDOR, 2017).

¢ Indicadores de Momento: normalmente fornecem pontos (momentos) de entrada e
saida (ex.: indice de Forca Relativa, Williams %R, ROC);

¢ Indicadores de Tendéncia: fornecem a direcado do mercado; se esta subindo ou
descendo (ex.: Média Movel, ADX, MACD);

¢ Indicadores de Volatilidade: mostram se os pregos estdao muito volateis; subindo e
descendo sem tendéncia definida (ex.: Bollinger Band, Canal de Prego, Average True
Range);

¢ Indicadores de Volume: sdo baseados no fato de que o volume precede o movimento
do preco (ex.: OBV, Oscilador de Volume, Chaikin Oscilador).

Normalmente para criar os indicadores sdo necessarias informagdes contidas em um can-
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dlestick (GRAFBOLSA, 2017). Essas informagdes sao: os precos de abertura, fechamento,
mAaximo € minimo.

e Fechamento: mostra o valor que a agao atingiu ao final do periodo. E a métrica mais
conhecida e utilizada na analise do mercado;

e Abertura: é o preco da agdo no momento da abertura do pregédo. Nao é necessaria-
mente igual ao valor de fechamento do dia anterior, visto que geralmente uma acgéo
comega o dia ja em alta ou em queda, devido a operacdes de pre-market, feitas antes
do horario de abertura do pregao, e de after-market, feitas apds o final do pregao
anterior;

¢ Maximo: geralmente, ao longo do dia, o preco de uma agao sofre variagdes até chegar
no valor de fechamento. Esta métrica mostra o valor maximo atingido pela agéo ao
longo do periodo. Este valor ajuda na interpretacao de um preco porque quando 0
valor maximo de uma acéo € muito maior do que o valor de fechamento, significa que
0 preco da acgao caiu ao longo do periodo e a tendéncia é de que continue caindo no
periodo seguinte. O inverso pode ser interpretado para um valor maximo muito perto
do valor de fechamento;

e Minimo: mostra 0 menor valor atingido por uma agao durante o dia. Sua interpretacdo
é inversa a do valor maximo;

e Volume: é a soma do valor envolvido em todas as operacdes de compra e venda de
determinada ac&o ao longo do dia.

Um candlestick € uma forma retangular verticalizada e padronizada que identifica os precos
de uma agao, ou qualquer ativo financeiro negociado no mercado. Nas extremidades do
retdngulo pode haver linhas que saem da caixa, perpendicularmente ao retangulo.

As extremidades destas linhas representam o pregco maximo ofertado pelo ativo, se for
acima do retangulo, e o preco minimo, se for abaixo. Estas linhas também sao chamadas de
sombra. Por isso, convencionou-se identifica-lo como Candle Stick, que, traduzindo significa
bastao de vela, por realmente se parecer com uma vela. Abaixo, é possivel demonstrar os
dois tipos béasicos de candle, o de queda, ou seja, variagdo negativa dos pre¢os no periodo
de tempo, e de subida, de variagao positiva. As cores podem ser editadas e dependem das
preferéncias de cada um, mas, geralmente, utiliza-se vermelho ou preto para candles de
baixa, e verde ou branco para candles de alta.

O corpo do candle representa a diferenga entre o prego de abertura e o prego de fechamento
e, dependendo do mercado, pode se configurar de varios modos: desde corpos muito longos
até corpos estreitos nos quais ndo se pode identificar a diferenga entre os precos. Neste
caso, o candle é denominado Doji'. Conforme os precos variam no mercado, os candles

'Doji é o nome de um padréo de andlise grafica de Candlestick; uma técnica usada para andlise de
mercado.
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vao se dispondo lado a lado, formando variadas configuragdes ao longo de um periodo de
tempo.

Algumas disposicdes podem ser interpretadas como potenciais alertas para reversoes e
continuagdes de tendéncias, para uma possivel disparada nos precos e para um bom sinal
de compra ou venda (INVESTIDOR, 2017). A Figura 3 mostra um grafico de candles de um
determinado ativo.

Figura 2 — Candlestick.

|~ maximo—

Abertura—

Maximo

Few::hamento\HL

‘..__,,.-"" Minlmﬂ"’/"

Fonte: Autor

3.2.2 Estratégias de Negociacéo

Segundo Damien (2018), com o desenvolvimento das plataformas de negociacao on-line,
tornou-se possivel para qualquer pessoa especular diretamente nos mercados financeiros e
tomar posi¢des para a compra ou venda dos mais diversos ativos. Entretanto, existem duas
maneiras de negociar on-line. A primeira consiste em operar manualmente, desenvolvendo
estratégias proprias, e a segunda que é chamada “trading por algoritmos” e consiste em um
modo de operacao automatizado.

O trading por algoritmos, também chamado algotrading, utiliza um sistema de calculos
baseados em modelagem matematica. Trata-se, portanto, de um software que determina
as posicoes a serem tomadas, normalmente utilizando o sentido da tendéncia, o volume
a ser negociado e, finalmente, a estratégia a ser adotada (DAMIEN, 2018). O algotrading
apresenta certas carateristicas:

Primeiramente, permite aos investidores que nao dispéem de tempo suficiente para dedicar
a especulagao nos mercados tomarem posigcdes sem precisar acompanhar 0 mercado. Em
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Figura 3 — Grafico de Candlesticks.
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segundo lugar, permite uma presenga nos mercados 7 dias por semana e 24 horas por dia,
o que nenhum ser humano poderia fazer. Finalmente, o algotrading segue uma estratégia
rigorosa, exclusivamente fundamentada na analise técnica dos mercados, e ndo sofre de
nenhum estresse ou emogao passivel de favorecer erros de avaliagéo.

O algotrading pode ser utilizado s6 ou em complemento a uma andlise humana da situagao
de um mercado. Utilizado sozinho, ele se constitui como um software de trading automatico,
posicionando as ordens no lugar do humano, de acordo com os sinais detectados. Em
contrapartida, utilizado em complemento a uma andlise fundamentalista, ele constitui apenas
uma ajuda a andlise global e para a tomada de decisao, favorecendo uma estratégia
especifica.

O investimento direto em ac¢bes e outros ativos de renda variavel envolve alguns custos
operacionais, tais como taxa de corretagem, taxa de custédia, emolumentos e imposto
de renda que podem sofrer variacdes de valores conforme o tipo de transacéo realizada
(VIEIRA, 2015). Esses custos serdo detalhados a seguir.

e Taxa de corretagem: é um valor cobrado pelas corretoras para intermediar as ope-
racOes de compra ou venda de agdes junto a bolsa de valores. Esta taxa pode ser
um valor fixo independente do volume da operacdo ou uma porcentagem sobre 0
montante da operagédo, variando de acordo com o volume transacionado acrescida do
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Imposto Sobre Servigos (ISS) sobre o valor da corretagem. Esta taxa varia de acordo
com cada municipio e costuma ser de no maximo 5%.

¢ Emolumentos e liquidacao: os emolumentos sao cobrados pela bolsa de valores
(Bovespa) através de uma taxa fixa para cada tipo de operacéo, com a finalidade
de cobrir custos operacionais que incidem na compra e venda direta de agdes. As
operag¢oes normais, compra e venda de ac¢des efetuadas em pregdes distintos, tem
incidéncia de 0,0325%, sendo 0,0275% de Liquidacao e 0,005% de Emolumentos.
Ja as operacodes de daytrade, compra e venda de um ativo em um mesmo dia, tém a
incidéncia de 0,025%, sendo 0,02% de Liquidacao e 0,005% de Emolumentos.

o Taxa de custodia: € um valor cobrado pelas corretoras para intermediar as operagdes
de compra ou venda de acdes junto a bolsa de valores. Dependendo da corretora ou
do pacote de corretagem oferecido pela instituicdo financeira, o cliente pode até ficar
isento da taxa de custodia.

e Imposto de Renda: o lucro obtido ao se operar renda variavel, o chamado ganho
liquido, estéa sujeito a cobrancga de imposto de renda. A definicdo de ganho liquido
€ “a diferenga positiva entre o valor de venda e o valor de compra de uma agao, ja
descontadas as taxas”. Ganhos liquidos com operagdes comuns sao tributados em
15%. Ja aqueles obtidos com operacdes daytrade (compra e venda de um ativo no
mesmo dia) sdo tributados em 20%. Ha isencéo de IR para vendas no valor de até 20
mil reais em um Unico més. Dividendos também sao isentos de IR, assim como os
rendimentos pagos por fundos imobiliarios. Juros sobre Capital Préprio séo tributados
na fonte em 15%.

A apuracéo e o recolhimento do imposto de renda sobre o ganho liquido na negociacéo
de ativos de renda variavel sdo de responsabilidade do préprio investidor. Quando houver
uma venda sujeita a tributacao, o investidor deve emitir um Documento de Arrecadacgéo de
Receitas Federais (DARF) e paga-lo até o ultimo dia util do més seguinte ao da operagéo.
Todas as tarifas cobradas, para todos os mercados e tipos de ativo, estao disponiveis no
site da BS3.

3.3 Inteligéncia Computacional, Ferramentas e Algoritmos

A Inteligéncia Computacional (IC), denominada originalmente de Inteligéncia Artificial (1A), é
uma das ciéncias mais recentes, tendo surgido logo apds a Segunda Guerra Mundial e tendo
seu nome original cunhado em 1956 (GOLDSCHMIDT, 2010). A Inteligéncia Computacional
vai além da perspectiva de compreensao do pensamento humano, pois também procura
construir entidades artificiais inteligentes. IC é uma area da Ciéncia da Computacao que
tem como objetivos desenvolver e aplicar recursos que permitam aos computadores terem
um comportamento similar ao humano em tarefas especificas. As atividades na area de IC
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podem ser organizadas em trés grandes grupos: atividades voltadas ao desenvolvimento
tecnolégico em IC, atividades de construcao de sistemas inteligentes com recursos de IC e
atividades envolvendo a aplicagao de sistemas inteligentes (GOLDSCHMIDT, 2010).

Nas Secdes seguintes detalharemos a ferramenta que compde os algoritmos de IC utilizados
no meta-classificador, além de detalhar cada um deles.

3.3.1  Walkato Enviroment for Knowledge Analysis (WEKA)

Waikato Enviroment for Knowledge Analysis (WEKA) (WITTEN et al., 1999) é uma suite
de mineragao de dados muito popular no meio académico, criada nas dependéncias da
Universidade de Waikato, Nova Zelandia. Atualmente, € mantida por uma comunidade de
entusiastas por ser um software livre disponivel sobre a licenca GPL.

O Weka esta implementado na linguagem Java, que tem como principal caracteristica a
sua portabilidade. Desta forma, € possivel utiliza-la em diferentes sistemas operacionais,
além de aproveitar os principais beneficios da orientacdo a objetos. A ferramenta também
possui quatro tipos métodos de aprendizado: agrupamento, associacao, predicado numérica
e classificagao. Este trabalho baseia-se no método de classificagao.

3.3.2 Classificacao

Para Fayyad, Piatetsky-Shapiro e Smyth (1996), classificacéo € o processo de encontrar um
modelo (ou conjunto de fungdes) que descreve e distingue classes ou conceitos de dados.
De posse deste modelo, € possivel identificar objetos cuja classe ainda nao é conhecida. A
Figura 4 ilustra um processo genérico de classificacao.

3.3.3 Maquinas de Vetores de Suporte (SVM)

As Maquinas de Vetores de Suporte (SVM) sdo embasadas pela teoria de aprendizado
estatistico, desenvolvida por Vapnik (1995) a partir de estudos iniciados em Vapnik e
Chervonenkis (1971). Esse estudo estabelece uma série de principios que devem ser
seguidos na obtencao de classificadores com boa generalizagao, que é definida como a sua
capacidade de prever corretamente a classe de novos dados do mesmo dominio em que o
aprendizado ocorreu. Os algoritmos de aprendizagem de maquina SVM tém como objetivo
a determinacgéo de limites de decisdao que produzam uma separagao 6tima entre classes por
meio da minimizagao dos erros. As SVM destacam-se por ao menos duas caracteristicas:
sélida fundamentacéo tedrica e alto desempenho em aplicagcdes praticas (SANTOS, 2002).

Em sua forma béasica, SVMs sao classificadores lineares que separam os dados em duas
classes através de um hiperplano de separacdo. Um hiperplano 6timo separa os dados
com a maxima margem possivel, que é definida pela soma das distancias entre os pontos
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Figura 4 — Processo de classificacao.

Algoritmo de

Aprendizagem
Cliente ID | Casa Propria | Estado Civil | Renda Anual | Devedor
1 Sim Solteiro 125.000,00 Niio
2 Nio Casado 100.000,00 Nio [DG'
3 MNio Solteiro T0.000,00 Nio L ‘.’iﬂ
4 Sim Casado 120.000,00 Nio \ Gerar
5 Nio Divorciado 95.000,00 Sim o Modelo
Modelo
Cliente ID | Casa Propria | Estado Civil | Renda Anual | Devedor [ it
6 Nio Casado 60.000,00 Niio . R0 ApllCﬂI’
7 Sim Divorciado | 220.000,00 | Nio pred o Modelo
8 Nio Solteiro 85.000,00 Sim
9 Nio Casado 75.000,00 Niio
10 Nio Solteiro 90.000,00 Sim

Fonte: Basgalupp (2007)
positivos e 0s pontos negativos mais proximos do hiperplano. Estes pontos sdo chamados
de vetores de suporte e estéo circulados na Figura 5.
O hiperplano é construido com base em treinamento prévio em um conjunto finito de dados.

Figura 5 — Classificacdo de um conjunto de dados usando uma SVM linear.

Margem

Fonte: Readhead (2017)

Assumindo o conjunto de treinamento {z;,vy;}, v; € {—1,1}, z; € R", onde z; é o i-ésimo
elemento de entrada e y; é o0 seu respectivo valor de classe para z;, i = 1,.. .,[. O célculo do
hiperplano com margem 6tima é dado pela minimizagéo de ||w||? obedecendo as seguintes
restricoes:
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rw+b>+41, y=+1 3)
rw+b< -1, y;=—1 (4)

onde w € o vetor normal ao hiperplano, ||w|| € uma norma de w e |b|/||w| é a distancia
perpendicular do hiperplano da origem. Este € um problema quadratico de otimizagéo e
pode ser transformado para a forma dual, em que depende apenas dos Multiplicadores de
Lagrange «;:

N N
1
U= E a,-—i E aiajyiyj(xixj) (5)
i=1

t,j=1

respeitando as restricbes da equacéo linear:

N
Z ;Y = 07 (6)
=1
e as restricbes da inequacgao:
a; >0,V (7)
com a solugéo dada por:
N
w = Z QY T; (8)
=1

Onde N é o numero de exemplos de treinamento. Os elementos mais proximos ao hiper-
plano sdo chamados de vetores de suporte e estao localizados nos planos H1 e H2, como
apresenta a Figura 5. Esses sdo os pontos mais importantes, pois sao eles que definem a
margem de classificagdo da SVM (BURGES, 1998).

Para a maioria dos problemas reais, o conjunto de dados néo é separavel através de um
hiperplano linear, e o célculo dos vetores de suporte utilizando as formulagbes descritas
acima nao se aplicaria (PLATT, 1999).

Tal problema pode ser resolvido através da funcao kernel. Alguns dos kernels mais utili-
zados na pratica sao os Polinomiais, os Gaussianos ou RBF (Radial-Basis Function) e 0s
Sigmoidais.
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A SVM possui alguns hiper-parametros a serem escolhidos: a fungao kernel, gamma e
o cost. As funcdes de kernel sdo responsaveis por proverem uma ponte simples entre
algoritimos lineares e nao lineares. O parametro cost determina o equilibrio entre erros de
treinamento e margens de separagao, com o intuito de permitir flexibilidade na separagao
das classes. Ja o parametro gamma do kernel RBF controla a flexibilidade do classificador
(BEN-HUR; WESTON, 2010).

3.3.4 Redes Neurais Artificiais (RNA)

A histéria das Redes Neurais Artificiais (RNA) € bem extensa e ha uma imensidao de
pesquisadores envolvidos no assunto (WIDROW; HOFF, 1960; MCCULLOCH; PITTS, 1943;
HEBB, 1949; ASHBY, 1960; WIDROW; HOFF, 1962; ROSENBLATT, 1958; WERBOS,
1994).

Em resumo, RNAs sdo modelos matematicos que se assemelham as estruturas neurais
bioldgicas e que tém capacidade computacional adquirida por meio de aprendizagem e
generalizagdo. Esses modelos almejam semelhanca com o sistema nervoso dos seres vivos
e a com sua capacidade de processar informagdes (ROSENBLATT, 1958). Estabeleceu-
se na area da Inteligéncia Artificial um modelo computacional de um neurénio, conforme
ilustrado na Figura 6.

Figura 6 — Modelo computacional de um Neurénio Artificial.
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Os sinais da entrada no neuronio sdo representados pelo vetor x = [z1,22,23,...,xN],

podendo corresponder aos precos de um ativo, por exemplo. Ao chegarem ao neur6nio,
sao multiplicados pelos respectivos pesos sinapticos, que sdo os elementos do vetor
w = [wl,w2,w3, ..., wN], gerando o valor z, comumente denominado potencial de ativagao,
de acordo com a Equacéo 9.

N
= zaw;+b 9)
i=1
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O termo adicional b prové um grau de liberdade a mais, que ndo é afetado pela entrada
nessa expressao, correspondendo tipicamente ao bias (viés). O valor z passa entéao por
uma fungdo matematica de ativacao o, com a caracteristica de ser nao linear, responsavel
por limitar tal valor a um certo intervalo, produzindo o valor final de saida y do neurénio.
Algumas funcdes de ativacdo usadas sao a degrau, a sigmoide, a tangente hiperbdlica, a
softmax e a RelLU (Rectified Linear Unit).

Segundo Ramos (2003), o algoritmo Multilayer Perceptron (MLP), que baseia-se na aprendi-
zagem por corregao de erros. Este algoritmo utiliza um tipo de aprendizado supervisionado.
Quando o valor de saida é gerado, o erro é calculado e seus valores sao retro-propagados
para entrada, os pesos sao ajustados e os valores sdo novamente calculados. A Figura 7
mostra um exemplo de MLP.

Figura 7 — Exemplo de uma Rede Neural Artificial Multilayer Perceptron (MLP).
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Fonte: Pedregosa et al. (2011)

3.3.5 Arvore de Decisdo (J48)

Uma Arvore de Decisdo é um modelo de classificacdo/regressio cuja estrutura consiste
em um determinado numero de nés e arcos (também conhecidos como ramos) (QUINLAN,
1993).

O algoritmo J48 (C4.5) (QUINLAN, 1993) é um dos mais classicos algoritmos de arvore de
decisdo. Este algoritmo utiliza o método divisdo e conquista para aumentar a capacidade de
predi¢cdo das arvores de decisdo. Assim, sempre usa o melhor passo avaliado localmente,
sem se preocupar se esse passo vai produzir a melhor solugdo. Um problema é dividido em
varios subproblemas, sendo criadas sub-arvores entre a raiz e as folhas. A Figura 8 mostra
um exemplo de representacao de uma J48.

A principal tarefa realizada pelo algoritmo € verificar qual caracteristica que serd utilizada
como teste em cada n6. Naturalmente, o interessante é escolher uma caracteristica que
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Figura 8 — Exemplo de uma saida de Arvore de Decisdo (J48).
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Fonte: Adaptado de Mitchell (1997)

melhor classifique os subconjuntos que serado criados ao realizar o teste no né. Este critério
de selecao é calculado, e a caracteristica com melhor resultado € utilizada como teste no
no.

As arvores de decisao classificam instancias partindo da raiz da arvore para algum nodo
folha que fornece a classe da instancia. Cada nodo da arvore especifica o teste de algum
atributo da instancia, e cada arco alternativo que desce daquele nodo corresponde a um
dos possiveis valores deste atributo. Uma instancia é classificada comegando no nodo raiz
da arvore, testa o atributo relacionado a este nodo, e segue o arco que corresponde ao valor
do atributo na instancia em questao. Este processo € repetido, entao, para a sub-arvore
abaixo até chegar a um nodo folha.

3.3.6 Otimizacdo Minima Sequencial (SMO)

O algoritmo de Otimizacao Minima Sequencial (SMO) é um SVM e foi proposto por Platt
(1998). O SMO se propde a resolver o problema de Programacao Quadratica (PQ) que
existe no treinamento do SVM (ver segao 3.3.3).

A solugao proposta pelo SMO é a decomposicao do problema de PQ global em uma
série de subproblemas e, entdo, escolher o menor problema de otimizagdo possivel para
resolver em cada etapa. Estes pequenos sub-problemas sdo entao solucionados de forma
analitica, evitando assim o uso de métodos numéricos de otimiza¢do, computacionalmente
mais intensivos (PLATT, 1998). O SMO lida particularmente bem com conjuntos de dados
esparsos, bem como com dados de entrada binarios ou n&o-binarios.
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3.3.7 Florestas Aleatorias (RF)

Florestas Aleatérias (Random Forest - RF) é uma técnica de aprendizado de maquina
desenvolvida por Breiman (2001). Uma RF é uma combinagdo de arvores de decisao
em que cada arvore depende dos valores de vetores aleatérios amostrados de forma
independente e distribuidos igualmente para todas as arvores na floresta. Nesse método,
depois que um determinado numero de arvores é gerado, cada uma langa um voto para
uma classe do problema, considerando um vetor de entrada. Ent&o, a classe mais votada
sera escolhida na predicao do classificador (BREIMAN, 2001). Essa técnica permite que se
obtenha modelos muito eficazes sem nenhuma preparacéo de dados ou conhecimento de
modelagem (GISLASON; BENEDIKTSSON; SVEINSSON, 2006).

3.3.8 Redes Bayesianas (BN)

Redes Bayesianas (RB) sdo modelos de representacdo do conhecimento que trabalham
com o conhecimento incerto e incompleto por meio do Teorema de Bayes, publicado pelo
matematico Bayes (1763) e foram desenvolvidas no inicio dos anos 1980 por Pearl (1988).

As RB séo grafos aciclicos e direcionados, sendo uma representagao grafica de variaveis
e suas relacdes, dado um contexto especifico. A RB é um dos principais tipos de mode-
los graficos probabilisticos. Cada vértice representa uma variavel aleatéria e as arestas
representam as correlacoes entre as variaveis.

Formalmente, um grafo G (Figura 9) € um par de conjuntos (V, E') em que:

e I/ € um conjunto ndo vazio cujos elementos sdo chamados vértices ou nos;
e F é um conjunto de pares dos vértices de V, cujos elementos sdo denominados
arestas.

Figura 9 — Grafo G com ordem e tamanho igual a 5.

Aresta

Vérice

Grafo G

Para a correta compreensao de uma RB, é importante entender o que sao grafos direciona-
dos e ndo direcionados. Se as arestas sao constituidas de pares ordenados de vértices,
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diz-se que o grafo é direcionado.

Em um grafo direcionado, se existe uma aresta de v; para v; , diz-se que v; é pai de v; . Se
existe um caminho direcionado de v; para v;, diz-se que v; € ancestral de v;. Se um grafo
direcionado nao possuir ciclos direcionados, isto €, se para qualquer vértice v; € V nao
existe um caminho direcionado que comega e termina em v; , entdo diz-se que € um grafo
aciclico direcionado - DAG (Directed Acyclic Graph).

Os grafos direcionados aciclicos em RB sdo chamados de estrutura, e os valores da distribui-
cao de probabilidades condicionais sdo chamados de parametros. Tanto a estrutura quanto
os parametros de uma RB podem ser definidos manualmente, com os relacionamentos
entre as variaveis sendo definidos tanto por especialistas, a partir de uma base de dados,
quanto pela combinacao de ambas as abordagens.

Segundo Neapolitan (2003), as RB sao estruturas graficas para representar as relacoes
probabilisticas entre um grande ndmero de varidveis e para fazer inferéncia estatistica
com essas variaveis. As RB permitem eficiente e efetiva representacéo da distribuicdo da
probabilidade conjunta sobre um grupo de variaveis aleatérias. O objetivo dos modelos
graficos probabilisticos é criar uma estrutura matematica que une grafos e probabilidades e
que permita modelar situagdes complexas envolvendo aleatoriedade ou incerteza.

A regra da cadeia vale tanto para distribuicdes condicionais discretas quanto para continuas
se a condi¢ao de Markov é satisfeita. RBs com variaveis discretas satisfazem a condi¢ao
de Markov (NEAPOLITAN, 2003), que é dada por: cada variavel da RB é condicionalmente
independente do conjunto de todos os nao-descendentes desta, dado o conjunto de todos
0S seus pais.

Um importante aspecto de uma RB refere-se a sua estrutura (topologia do grafo), a qual
permite a representacao de complexas relagdes entre varidveis de forma gréfica e intuitiva.
A estrutura grafica de uma RB facilita o entendimento das relagdes entre variaveis do seu
dominio, além de permitir o uso combinado de informagdes obtidas do conhecimento de
especialistas e de dados histéricos para obter a distribuicao conjunta de probabilidades da
rede.

3.3.9 Programacao Genética (PG)

A Programacgao Genética (PG) é um método de Inteligéncia Computacional que aplica os
conceitos da biologia genética, baseados na teoria da selegdo natural. O paradigma da
PG foi desenvolvido por Koza (1992) com base na técnica de Algoritmos Genéticos (AG),
desenvolvida por Holland (1975), utilizada por Goldberg (1989) e Banzhaf et al. (1998) em
diversas aplicagdes de PG.
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Segundo Koza (1992), a diferenca principal entre o0 AG e a PG esta na representacao dos
individuos: enquanto o AG codifica os individuos em cédigo binério ou real, a PG codifica os
individuos na forma de uma arvore. Essa codificagcao dos individuos da PG gera alteragdes
significativas nos operadores genéticos, além de possibilitar grandes beneficios, tais como
conter ndo somente valores de variaveis, mas também fungdes.

O algoritmo béasico da PG é apresentado na Figura 10. O primeiro procedimento cria
uma populagédo de individuos. Na etapa de avaliagao (funcao fitness), cada individuo
€ executado e um valor de qualidade do individuo € determinado. Caso o critério de
parada seja satisfeito, o processo de evolugao é finalizado. Caso contrario, individuos de
melhor qualidade s&o selecionados com maior probabilidade para serem submetidos aos
operadores genéticos, gerando novas solugdes. Estas novas solugdes irdo compor uma
nova populagéo de individuos, a qual sera submetida aos mesmos procedimentos, com
excecao do primeiro que cria a populagéo inicial. A execugao iterativa desses procedimentos
permite a emergéncia de boas solugdes a cada geragao.

Figura 10 — Fluxograma do funcionamento basico de um Programa Genético.
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O detalhamento de todo este fluxo sera descrito nas subseg¢des 3.3.9.1 e 3.3.9.2.

3.3.9.1 Individuo

O individuo é um ponto no espaco de otimizagao, isto é, um conjunto de valores das
variaveis candidatas a otimizar a funcao objetivo (KOZA, 1992). O individuo representa
uma solucao candidata para o problema e sua codificacao tem formato de arvore, como ja
mencionado.

Para Koza (1992), o fato do individuo na PG ser representado na forma de arvore possibilita
a esse individuo conter ndo somente valores de variaveis, mas também funcoes. Esse
conjunto que compde o individuo é chamado de conjunto de fungdes.

Montana (1994) considera que o termo que melhor se aplica a esse conjunto é conjunto ndao
terminal, uma vez que o conjunto de noés terminais pode conter fungdes que nao recebem
parametros. Esse trabalho utilizard o termo conjunto de fungdes, por ser o mais utilizado na
literatura, devido a grande influéncia exercida pelo livro de Koza (1992). A Figura 11 ilustra
um exemplo de individuo da PG.

Figura 11 — Exemplo de individuo na Programagao Genética.
t (e
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Fonte: Adaptado de Koza (1992)

Nesta representacao, operadores e operandos estdo dispostos em nés de uma arvore. A
execucao de um dado programa pode ser realizada de duas formas: percorrendo os nés
em pds-ordem ou em pré-ordem. No primeiro caso, o programa € executado percorrendo 0s
nds das extremidades até o noé raiz, ou seja, visitando primeiramente os operandos e em
seguida os operadores (KOZA, 1992). No segundo caso, é realizado o processo inverso.
Parte-se da raiz para cada ramo, os nds sao visitados até chegar aos nos folha. Esta ultima
abordagem tem a vantagem de economizar recursos computacionais na existéncia de nés
condicionais, uma vez que sé serao executados 0s nos da subarvore associada a condi¢cao
satisfeita (KOZA, 1992).
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O individuo da PG deve satisfazer pelo menos duas propriedades (KOZA, 1992):

e Suficiéncia: garante a convergéncia do sistema, fazendo com que os conjuntos de
nés fungdes e nds terminais sejam capazes de representar uma solugao viavel para o
problema em questéo.

o Fechamento: garante que qualquer fungdo do conjunto de nés funcdes deve ser
capaz de operar com todos os valores recebidos como entrada. Isso garante que
sejam geradas arvores sintaticamente viaveis.

Na pratica, obedecer a propriedade de fechamento pode ser uma tarefa muito dificil. Entre-
tanto, ndo observar essa propriedade leva a situagdes que geram individuos inconsistentes,
ou seja, nao faz sentido existir operacdes entre atributos de dominios diferentes. Certa-
mente essa € uma das maiores dificuldades dos projetistas de algoritmos baseados em PG,
principalmente na aplicacao das operagdes de mutacao e cruzamento (PEREIRA, 2012).

O conjunto de individuos é denominado populagao e a geragao inicial, na maioria das vezes,
¢ feita de forma aleatéria (KOZA, 1992). A quantidade de individuos da populagéo é um
parametro de entrada da PG.

3.3.9.2 Operadores Genéticos

O principio basico dos operadores genéticos é transformar a populacao através de sucessi-
vas geragdes, estendendo a busca até chegar a um resultado satisfatorio (KOZA, 1992). Os
operadores genéticos sao necessarios para que a populagao se diversifique e mantenha
caracteristicas de adaptacao adquiridas pelas geracdes anteriores.

Nas préximas secoes serdo descritos os trés operadores genéticos utilizados: selegao,
cruzamento e mutacao, os quais sado usados para modificar estruturas sob adaptagao em
PG.

3.3.9.3 Selecao

No processo evolutivo, a selegao de individuos é realizada pelo conceito de aptiddo. Em
PG, a aptiddo € avaliada a partir dos valores obtidos da fungao fitness. Esta fungao consiste
na mensuracao da aptidao de cada individuo a partir da fungao objetivo que representa o
problema (GOLDBERG, 1989). No problema do caixeiro viajante, por exemplo, uma funcao
objetivo simples poderia ser o inverso da distancia total percorrida. Desta forma, as rotas
mais curtas teriam uma aptidao maior.

No processo de selecéo, a técnica de roulette wheel realiza a escolha dos individuos
proporcionalmente a sua respectiva aptiddo (GOLDBERG, 1989), a Equagédo 10 modela a
probabilidade de cada individuo ser selecionado. Onde p; é a probabilidade do individuo
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1 ser escolhido pela roleta e f; é a fitness do individuo. Esse procedimento de selecao €
realizado uma unica vez para cada individuo, o que representa o problema da selecéo
privilegiar individuos que possuam maior aptidao.

e
DO

(10)

Adicionalmente, a selecédo pode ser implementada por torneio e elitismo. No torneio, séo
selecionados diversos pequenos subconjuntos da populagao, sendo selecionado o individuo
de maior aptiddo de cada um desses grupos. Maiores detalhes sobre roulette wheel e
torneio podem ser vistos em Goldberg (1989).

Ja a técnica de elitismo, consiste em manter o individuo mais apto para as geragdes
seguintes. O individuo mais apto é aquele que possui maior valor da fungéo fitness (JONG,
1975).

3.3.9.4 Cruzamento

A operacao de cruzamento na PG consiste na troca de material genético entre os individuos
pais. Uma caracteristica bastante significativa da operagao de cruzamento € a sua capaci-
dade de alterar os tamanhos dos individuos durante a execugao do algoritmo (PEREIRA,
2012).

A operagao de cruzamento, em relagao ao conceito biolégico, corresponde ao processo de
reproducao sexuada (GOLDBERG, 1989). Dois individuos sao selecionados e recombinados
para gerar outros dois individuos a partir de seus valores de fitness (KOZA, 1992). Um ponto
aleatério de cruzamento é escolhido em cada individuo-pai e as arvores abaixo destes
pontos sao trocadas. A probabilidade dos individuos-pais cruzarem € um parametro de
entrada da PG.

Um exemplo de cruzamento pode ser visualizado na Figura 12.

3.3.9.5 Mutagéao

Como apresentado por Pereira (2012), o operador de mutagcao na PG nao é simples de
ser implementado. Primeiramente, € necessario ter certeza de que a arvore do individuo
se mantém valida ap6s a mutagao; isto €, o operador de mutagdo ndo pode substituir um
nd (ou subarvore) por um no de tipo de dado diferente. O operador de mutagao consiste
na troca de um né (terminal ou ndo) por outro né (terminal ou uma subarvore) gerado. E
notério que aqui, assim como no cruzamento, os individuos podem aumentar ou diminuir de
tamanho. A probabilidade do individuo sofrer mutacdo € um parametro de entrada da PG
(KOZA, 1992).
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Figura 12 — Exemplo de cruzamento na Programagao Genética.
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Fonte: Adaptado de Koza (1992)

Freitas (2002) classifica a operacao de mutacao em quatro categorias principais, baseadas
na capacidade de alteracdo de tamanho da arvore:

e Mutacao de Ponto: Consiste na troca de um né externo por outro n6 externo;

e Mutacao de Colapso: Um né externo substitui um né interno (subarvore). Nesse
caso, a arvore diminui sua altura;

e Mutacao de Expansao: Um né interno (subarvore) substitui um né externo. Nesse
caso, a arvore aumenta sua altura;

e Mutacao de subarvore: Um no6 interno substitui outro né interno. Nesse caso, a
arvore pode aumentar ou diminuir sua altura ou ainda n&o ter seu tamanho alterado.

Um exemplo de mutacao por expansao pode ser visualizado na Figura 13.

3.3.10 Multi-Classificadores

Sistemas multi-classificadores podem ser definidos como um conjunto de classificadores
cujas decisdes individuais sdo combinadas de alguma maneira de modo a classificar novas
instancias (KUNCHEVA, 2004). Entende-se por multi-classificadores: ensembles, comités,
voting, mixture of experts e meta-classificadores.

Estudos como de Dietterich (2000) mostram como multi-classificadores possibilitam um
desempenho significativamente superior aos individuais. A ideia da multi-classificacao é que

34



Figura 13 — Exemplo de mutacao na Programagao Genética.
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Fonte: Adaptado de Koza (1992)

nenhum método ou sistema pode ser uniformemente superior a outro, e que a integragao
de diversos métodos individuais melhora o desempenho do classificador final. Em geral,
a utilizacdo de multi-classificadores tem a tendéncia de diminuir a taxa de erro, tornando
o classificador final mais preciso (DZEROSKI; ZENKO, 2004). Por esta razao, os estudos
de métodos inovadores de multi-classificacdo cada vez mais tém sido pesquisados (TAN;
GILBERT, 2003).

O bom desempenho do sistema baseado em mudltiplos classificadores depende dos elemen-
tos do conjunto, ou seja, dos componentes do sistema. Um dos problemas citados por Ho
(2001) é o desafio em recursos computacionais em termos de treinamento.

Segundo Kuncheva (2004), os multiplos classificadores podem ser classificados em 4
(quatro) tipos, sao eles:

e Métodos de combinacao linear: as saidas fornecidas pelos classificadores séo
combinadas linearmente. Como exemplos de métodos de combinagao linear tém-se a
soma, a média e a mediana;

e Métodos de combinacao nao-linear: as saidas fornecidas pelos classificadores sédo
combinadas de forma nao linear, como o que ocorre no uso do voto majoritario e na
combinacao baseada em ordenagéo (ranking);

e Métodos baseados em estatisticas: utilizam-se probabilidades ou combinagdes
estatisticas nas saidas geradas pelos classificadores;

e Métodos baseados em inteligéncia computacional: técnicas de inteligéncia com-
putacional (IC) sdo usadas para combinar as saidas fornecidas pelos classificadores.

Alguns multi-classificadores destacam-se, como: Bagging (BREIMAN, 1996), Boosting
(SCHAPIRE, 1990), Stacking (WOLPERT, 1992) e StackingC e suas respectivas variagoes.
Na préxima segao sera abordado com mais énfase todos estes métodos.
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3.3.10.1 Meta-Classificadores

Meta-classificadores sao classificadores que incorporam conhecimento sobre o comporta-
mento de classificadores. Eles utilizam as saidas dos classificadores base como entradas
para o novo classificador a ser treinado. Alguns métodos da literatura que se destacam séo
listados a sequir:

e Bagging (Boostrap AGGregatING) é baseado na amostragem bootstrap (KUN-
CHEVA, 2004). Este consiste em gerar N subconjuntos de treinamento de forma
aleatéria sendo que os exemplos selecionados sdo devolvidos ao conjunto base para
geracao dos demais subconjuntos. Esta distingdo aleatéria entre os varios subconjun-
tos de treinamento confere diversidade aos modelos de classificacdo que sdo obtidos
a partir de cada um desses subconjuntos. Para combinar os diferentes classificadores
base um esquema de votagao simples € normalmente empregado. Além disso, o total
de classificadores obtidos equivale ao niumero de subconjuntos gerados, ou seja, V.
Outra caracteristica do Bagging € que o mesmo algoritmo é aplicado para todos os N
subconjuntos, podendo ser gerados em paralelo. O método Bagging busca, portanto,
classificadores que sejam instaveis, capazes de generalizar de forma distinta, nao
necessariamente de forma 6tima. Isso porque, mesmo que 0s componentes ndo
apresentem uma boa capacidade de generalizagdo, a combinac¢do deles tendem a
generalizar bem.

e Boosting: O método possui estratégia semelhante ao Bagging. No Boosting, o con-
junto de treinamento usado por cada classificador base, membro de uma sequéncia
de classificadores, € escolhido baseado no desempenho dos primeiros classificadores.
E necessario, assim, que os varios classificadores base do Boosting sejam treina-
dos sequencialmente, visando definir as instancias que irdo constituir os préximos
conjuntos de treinamento. Consequentemente, esta instancia tera uma chance maior
de ser escolhida para compor o conjunto de treinamento do préximo classificador a
ser gerado. Assim, pode-se observar que, ao contrario do que ocorre no Bagging,
apenas o primeiro classificador base da sequéncia do método é treinado a partir de
uma amostragem aleatéria do conjunto de dados original.

e Stacking: Também conhecido em inglés como stacked generalization (generalizacao
empilhada). O método Stacking tenta aprender qual € o classificador mais confiavel e
qual a melhor maneira para combinar as suas saidas. Stacking combina a saida de
varios classificadores, que sdo formados por diferentes algoritmos de aprendizado
de maquina, e estas saidas sdo combinadas por um meta-classificador, o qual gera
as saidas com um melhor desempenho. A Figura 14 ilustra a representacao deste
algoritmo.

e StackingC: uma variacao do algoritmo Stacking, o método StackingC (stacking with
confidences) remove os atributos que ndo sao relevantes e reduz a dimensionalidade
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da base de dados antes de utiliza-la como entrada para o meta-classificador.

Figura 14 — Representacao do algoritmo Stacking.

training data

=D- classifier output value

. output value
training data output value

= | classifier } classifier | =

output value

training data

== | classifier

Level O Level 1

Fonte: Lo (2017)

Segundo Zenko, Todorovski e Dzeroski (2001), o Stacking e sua variagdo sdo menos difun-
didos do que as técnicas de multiclassificagdo Bagging e o Boosting. A sua ideia bésica
pode ser aplicada em muitas variacoes diferentes. O algoritmo Stacking tem dificuldades
na definicdo de qual meta-classificador € mais apropriado, e de quais e quantos classifica-
dores base devem ser utilizados (WITTEN; FRANK, 2005). Wolpert (1992) denomina esta
caracteristica como black art.

Outros trabalhos na literatura, como os de Caffé, Perez e Baranauskas (2012), utilizam um
namero variavel de algoritmos base e, para gerar o meta-classificador, utilizam o algoritmo
Naive Bayes (HAND; YU, 2001), visto que, além de simples, o Naive Bayes é conhecido
por ganhar de métodos de classificagdo altamente sofisticados. DZeroski e Zenko (2004)
também recomendam a utilizacdo de algoritmos simples para compor 0 meta-classificador.

3.4 Meétricas de Avaliacao

Nesta secao serdao apresentadas as métricas de avaliagao de desempenho dos modelos
de Inteligéncia Computacional e as métricas de avaliagdo de risco das estratégias de
negociagao.

3.4.1 Medidas de Desempenho

As medidas de desempenho tém o objetivo de realizar a avaliacdo da qualidade dos
classificadores (preditores) com base em modelos de aprendizado de maquina, sendo
constituidas de formulas matematicas e estatisticas (ZHANG, 2014). Com as predi¢des
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dos classificadores, € possivel extrair a matriz de confusao e, assim, gerar as métricas de
desempenho e risco.

A matriz de confusao é frequentemente utilizada para organizar e exibir informagdes utili-
zadas para avaliar o desempenho de um algoritmo. Cada coluna da matriz representa as
instancias de uma classe prevista, enquanto cada linha representa os casos em uma classe
real. Verdadeiros positivos (VP) sdo exemplos rotulados corretamente como positivos, falsos
positivos (FP) referem-se a exemplos negativos incorretamente rotulados como positivos;
verdadeiros negativos (VN) correspondem a negativos rotulados corretamente como negati-
vos e falsos negativos (FN) referem-se a exemplos positivos incorretamente rotulados como
negativos (DAVIS; GOADRICH, 2006). A Figura 15 ilustra a matriz de confusao para duas
classes.

Figura 15 — Matriz de Confusao.

Valor Previsto

P n Total
p' Venljalldeiro Falsul P
Positivo Negativo
Valor

Real .

o Fal.\:ol Vtrdiltllﬂlr(} N’
Positivo Negativo
Total P N

Fonte: Adaptado de Pereira (2012)

As métricas mais utilizadas sdo a Acuracia, a Revocacao, a Precisdo, o F1-score e a
Especificidade, que sdo detalhadas abaixo:

e Acuracia: é a quantidade de amostras positivas e negativas classificadas correta-
mente dividida pelo total de amostras da série avaliada em percentual, representada

pela Equagéao 11.
VP+VN

A o — 11
A =P T FPY VN + FN (1)

e Precisao: é a quantidade de amostras positivas classificadas corretamente sobre o

total de amostras classificadas como falsas positivas acrescida das amostras positivas
em percentual, representada pela Equacgéao 12.

VP
Precisao = m (12)

e Revocacao: € a quantidade de amostras positivas (/' P) classificadas corretamente
sobre o total de amostras classificadas como falsas negativas mais VP em percentual,
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representada pela Equagéao 13.

P
Revocacao = V— (13)

VP+ FN
e F1-score: € a média harménica entre a Precisao e a Revocacao, representada pela

Equacéo 14.

2 % Precisao x Revocacao
F1 — score = . (14)
Precisao + Revocacao

Além das métricas de performance ja apresentadas, foram utilizadas também algumas
métricas financeiras para a analise dos resultados, visto que em problemas de investi-
mento € importante validar modelos de ponto de vista financeiro, pois estes nem sempre
correlacionam-se com a qualidade preditiva do modelo. Assim, entende-se que, por vezes,
modelos com precisado baixa sdo capazes de apresentar lucros superiores, desde que sejam
capazes de detectar mudangas mais agudas nos pregos.

3.4.2 Medidas Financeiras

As métricas financeiras utilizadas serao: o retorno financeiro, o ganho médio, a perda média,
e a quantidade de gatilhos de ganho e gatilhos de perda. Também serdao apresentadas
algumas medidas de risco, que tém a finalidade de avaliar o risco versus o retorno (ERNST,
2014) (VARGA, 2001) das estratégias de negociacao utilizando os seguintes indicadores:
volatilidade e indice Sharpe. Gatilho € o motivo para execuc¢ao de origem de compra ou
venda, este motivo por exemplo em nossa abordagem pode ser uma tendéncia de alta ou
nao alta.

¢ Retorno Financeiro: é o percentual de ganho financeiro de um ativo durante um
periodo, conforme a Equacgéao 1;

e Ganho Médio: é o percentual médio de ganho por gatilho;

e Perda Média: é o percentual médio de perda por gatilho;

o Volatilidade: é a medida da taxa de variacdo de um ativo num determinado periodo
de tempo, ou seja, € quanto este ativo variou em (%) num determinado periodo de
tempo. Em resumo, € o desvio padrao dos retornos dos ativos, conforme a Equacao
15. Onde x € o retorno de cada amostra, * € média das amostras € n a quantidade

DP:HM (15)
n

e indice Sharpe: é uma medida de eficiéncia da relagdo do risco X retorno, ou seja,

total de amostras.

quanto maior € o valor do indice Sharpe, mais eficiente € o retorno financeiro (RF)
encontrado na estratégia de operagdo. Para o célculo deste indice, é subtraido do RF
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o valor da taxa do CDI? do periodo avaliado e o resultado ¢ dividido pela volatilidade,

conforme a Equagéo 16.
RF —CDI

Volatilidade (16)

Sharpe =

3.5 Consideracoes Finais

Neste Capitulo foram apresentados diversos conceitos de extrema importancia para a
elaboracao da modelagem proposta. Foram definidos os conceitos de séries temporais,
juntamente com as dificuldades de previsao. Posteriormente, foram explicadas informacdes
sobre o0 mercado financeiro. Esclareceu-se o método de andlise do mercado financeiro que
foi utilizado para a tomada de decisdo do algoritmo proposto. Por fim, foram apresentadas
as técnicas de inteligéncia computacional em conjunto com as medidas de avaliagado que
compuseram a solucao proposta.

2CDI: Certificado de Depésitos Interbancérios é um valor médio dos juros praticados entre os bancos e
serve como uma referéncia para a economia.
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Capitulo 4

Metodologia

Este capitulo descreve o método proposto para a previsao de tendéncias em séries tempo-
rais financeiras. Resumidamente, as etapas da metodologia sao: [a] extracdo dos dados,
[b] tratamento dos dados, [c] meta-classificagao, e [e] analise dos resultados. A Figura 16
ilustra a metodologia proposta.

Meta-classificagdo
SVM
Extra¢do dos Dados \
‘ PETR4 H CIEL3 H TuB4 ‘ \ PredigBes de Nivel 0
Tratamento (Classificadores)
MLP
‘ BOVA11 H UsIM5 H CMIGA ‘ dos Dados /'
‘ GGBR4 H KROT3 H GOLLA ‘
148 \\ l //
SVM RB
Analise dos Simulagdo PredicBes de Nivel 1
Resultados | | doMercado | | | tifuiioin |
_MLF -145

Figura 16 — Metodologia Proposta.

4.1 Extracao dos Dados

Para a coleta das séries temporais financeiras foi utilizado o software MetaTrader. E um
programa criado para realizar negociacdes on-line, fazer andlise técnica e utilizar sistemas
de trading automatizados para os mercados financeiros. O MetaTrader 5 possui um conjunto
de indicadores técnicos que cobrem a maioria das necessidades do trader. Também tem
acesso a todo o historico de cotizagdes do instrumento financeiro (moedas e agoes). O
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ambiente de desenvolvimento € o MetaQuotes Language IDE (MQL). Esse software possui
diversas funcionalidades e, além disso, é amigavel para os desenvolvedores (METATRADER,
2017). As suas vantagens incluem: uma arquitetura orientada a objetos, maior velocidade de
célculo, e uma sintaxe semelhante a da linguagem de programacgao C++ (STROUSTRUP,
2000).

Os dados utilizados sao oficiais e sdo arquivos de cotagdes histéricas com dados agrupados
por granularidade diaria, contendo atributos relativos ao codigo do ativo, precos (fechamento,
abertura, maximo, minimo, fechamento anterior), quantidade de negécios, quantidade
de papéis, volume financeiro, data e hora das transacoes realizadas de todas as acoes
negociadas na bolsa de valores brasileira (B3).

4.2 Tratamento dos Dados

A etapa de transformacao de dados é responsavel por realizar a criagcao do atributo indicador
alvo (classe), e em sequéncia normalizar cada atributo de entrada: preco de fechamento,
abertura, maximo, minimo, fechamento anterior, quantidade de negécios, quantidade de
papéis e volume financeiro extraidos na etapa anterior.

Um indicador alvo (classe) é a variavel que procura-se prever, enquanto que um atributo é a
variavel de entrada, podendo ser mais de um.

Para atribuir atributo indicador alvo classe, a politica usada para determinar o valor &
baseada no prego de fechamento. Onde ¢ € o momento atual e ¢ + 1 o seguinte. Desta
forma, caso o fechamento ;1) seja maior que o fechamento; a classe sera 1 (alta), caso
contrério 0 (n&o alta), conforme a Equagéo 17:

1 se fechamentoy1) > fechamento;

classe = (17)

0 se fechamentoi1) < fechamento;

Apés a criagao do indicador alvo € realizada a normalizagéo dos dados de entrada. Como
apresentado no capitulo 3, a maioria dos estudos financeiros, inclusive esta tese, ao invés
de utilizarem os precos absolutos dos ativos, optam por utilizar os retornos gerados pelos
mesmos devido aos inUmeros beneficios ja apresentados. Sendo o principal motivo que
modelos estatisticos tém dificuldades em operar em séries cuja componente de tendéncia é
acentuada. Dessa forma, o objetivo desta normalizacéo é reduzir esta tendéncia.
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4.3 Meta-classificagao

A fim de prever a tendéncia dos retorno dos precos das acgoées, foi desenvolvido um algoritmo
de meta-classificacdo que, em seu conjunto de classificadores base (nivel 0), possui 6
técnicas de aprendizado de maquina: Florestas Aleatérias (RF), Maquinas de Vetor de
Suporte (SVM), Perceptron Multicamadas (MLP), Arvore de Decisdo (J48), Otimizagdo
Minima Sequencial (SMO) e Redes Bayesianas (BN), onde as entradas dos classificado-
res base sao os retornos normalizados com granularidade diaria. Ja em seu conjunto de
meta-classificadores (nivel 1), foram utilizadas as 6 técnicas ja citadas, mais a Programacgéao
Genética (PG). Segundo Bordin (2018) a utilizacdo da PG em conjunto com outras técnicas
de aprendizado de maquina, organizados em um comité de classificadores, pode incremen-
tar o poder de predicéo e o resultado geral do sistema, resultando em valores superiores
aos alcangados individualmente pelas técnicas.

As séries temporais de financeiras constantemente seu comportamento sofre mudancas
e sao influenciadas por muitos fatores externos de toda espécie (politicos, locais, ou
macroecondmicos), e por isso modelos capazes de generalizar no longo prazo séo algo
distante de se conseguir, logo prima-se pelo uso de apenas dados recentes.

Para este trabalho utilizamos o conceito de janela deslizante, no qual a massa de dados de
treinamento e teste se move conforme o tempo. Mais especificamente, um modelo novo de
predicdo é gerado a cada novo periodo de negociacdo. A Figura 17 mostra um exemplo da
janela deslizante.

Figura 17 — Exemplo de Janela Deslizante.

| A '_l_\
| A |} | B \I ¢

Do D1 D2 D3 Da Ds De
D1 D2 D3 Da Ds Ds D7
Dk Dk+1 Dks2 Dn Dn+1 Dn+2

Fonte: Elaborada pelo autor

Seguindo o exemplo da Figura 17, parametrizando uma janela deslizante de 7 (sete) dias.
O tamanho da janela N é fixado e a janela se move para a direita um dia de cada vez,
enquanto um dia do lado esquerdo é descartado. Para cada deslocamento da janela, um
novo modelo € gerado para a previsao do dia seguinte.
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Assim neste exemplo, a primeira configuragdo do experimento usaria o conjunto de treino A
que possui os dias Dy, D, e D, para treinar os classificadores de forma isolada; os dias
D3, Dy, Ds como conjunto de treino B para os meta-classificadores; e o conjunto de teste
C com o dia Dg. Seguindo esta logica, a proxima janela se inicia no dia D, visto que o
conjunto de testes neste exemplo é somente de um Unico dia. Assim, o nimero de janelas
finalizaria até que ndo existissem mais dias no conjunto de testes.

A abordagem de meta-classificagdo proposta é apresentada no Algoritimo 21. Mais es-
pecificamente o Algoritmo foi construido em duas fases. Na primeira fase, no nivel 0, um
conjunto de classificadores base é gerado por diferentes algoritmos de aprendizado de
maquina e um unico conjunto de dados de treinamento. Na segunda fase, nivel 1, os meta-
classificadores combinam as saidas doa classificadores base em uma predicao final. Os
dados do meta-classificadores tem, pois, tantos atributos quantos forem os classificadores
base.

Os parametros de entrada do arcabouc¢o séo: o ativo a ser avaliado, o conjunto de classi-
ficadores base (nivel 0), o conjunto meta-classificadores (nivel 1), por fim o tamanho dos
conjuntos de dados de treino nivel 0, treino nivel 1 e testes, estes estao representados

pelas variaveis ativo, classificadores metaClassi ficadores, s, Sp € Se.

Nas linhas 1 e 2 do algoritmo, sdo realizadas as etapas de extracdo dos dados 4.1 e
tratamento dos dados 4.2, conforme detalhe em suas respectivas se¢oes. Nas linhas 3, 4 e
5 sdo armazenados o tamanho correspondente a cada conjuntos de dados. Nas linhas 9, 10
e 11 os dados séo divididos, respeitando o numero de instancias previamente armazenado.

Com o objetivo de gerar os modelos dos os classificadores base, treina-se cada classificador
com o conjunto A, assim que todos os modelos tenham sido gerados (linha 12), aplicam-se
os conjuntos B e C nos modelos, gerando assim dois novos conjuntos B’ e C’ (linhas 13 e
14); esses conjuntos serdo compostos de previsdes de cada técnica, gerando 2 matrizes
binarias, onde 1 é sinal de alta e 0 sinal de ndo alta, esses sdo os meta-atributos gerados.

O préximo passo (linha 12) é treinar os meta-classificadores (nivel 1), utilizando o conjunto
B’ e testando no conjunto C’, para obtengao das previsdes dos meta-classificadores (linha
16). Sendo assim, estas previsdes logPredicoes serao utilizadas na proxima etapa de
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simulagcdo do mercado.

Algoritmo 1: PSEUDO-CODIGO DO META-CLASSIFICADOR
Entrada: ativo, classi ficadores, metaClassificadores, sq, Sp, Sc

Saida: log Predicoes

dados < obterDados(ativo);

dadosTratados + tratamentoDosDados(dados);
A.setTamanhoDoConjunto(s,);
B.setTamanhoDoConjunto(sy);
C.setT'amanhoDoConjunto(s.);

inicio

para j < dadosNomalizados.getQuantidade() faca

para i < classificadores.size() faca

A « dadosTratados.get(j, A.size());

B < dadosTratados.get(j + A.size(), B.size());

C < dadosTratados.get(j + A.size() + B.size(), C.size());
modelo < treinar(classi ficadoresli|, A);

B’ « classificar (modelo, B);

C' «+ classificar (modelo, C);

metaModelo <+ treinar(metaClassificadores|i], B');

logPredicoes <+ classificar (metaM odelo, C");
fim

j < j+ C.size();

fim
fim
retorna log Predicoes

4.4 Simulacao do Mercado

Foi desenvolvido um médulo capaz de avaliar a qualidade do uso das estratégias de
negociacdo. E importante destacar que uma caracteristica do sistema de negociacdo
desenvolvido é a granularidade, ou seja, candles diarios. Esta decisédo foi tomada devido
a alta liquidez da bolsa de valores no fechamento do dia. Criamos sete estratégias de
negociacao com a ideia base de comprar com previsao de alta e vender com previsao de
nao alta nos seguintes cenarios:

sem stops;

com stop loss;

com stop gain;

com stop loss e stop gain;

w0~
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5. com stop de periodo;
6. com stop loss, stop gain e stop de periodo;
7. compra com previsao de alta e vende no préximo periodo independente do sinal;

A funcionalidade de stop é uma medida de segurancga que o investidor possui ao operar na
Bolsa de Valores; e tém como fungao definir a perda maxima tolerada (stop loss) e o lucro
almejado (stop gain). O stop loss € uma funcionalidade que permite ao investidor configurar
uma venda automatica de determinadas agdes caso elas atinjam um valor ajustado por
ele. Isso serve principalmente para limitar o prejuizo de uma operagao, mas também para
manter parte do lucro obtido — caso haja a reconfiguracao do stop loss depois da valorizagao
dos ativos. O stop gain € também uma configuracdo para a venda automatica, mas na
situacdo contraria: quando a ag¢ao alcangar um determinado valor, é vendida. A motivagao é
simples: estas operagdes tém como objetivo o controle dos riscos (INVESTIDOR, 2017). Ja
0 stop por periodo foi um conceito que criamos para garantir a venda em um determinado
periodo sem operagoes.

Para uma maior clareza do funcionamento bésico das abordagens acima, segue o pseudo-
cbdigo da estratégia “sem stops” no Algoritmo 21.

Os parametros de entrada do algoritmo de simulacéo sao todas as previsoes realizadas
na etapa anterior, ativo a ser avaliado e o valor do investimento inicial, estes estédo repre-
sentados pelas variaveis ativo, log Predicoes e investimentolnicial. Na linha 1 a variavel
posticao realiza o controle de posi¢cao (comprado ou vendido), visto que nesta proposta,
quando é executada uma ordem de compra, utiliza-se de todo o capital e quando vende-se,
realiza-se todo lote de agdes.

Sendo assim, para cada previsao realizada é avaliada sua tendéncia (linha 6), caso a
tendéncia seja 1 (alta), realiza-se uma operagao de compra, caso contrario uma operagao
de venda. Ao final da avaliacdo da estratégia de operacao proposta, para cada ativo, serao
armazenados os dados e parametros que fazem parte do processo de execugao das ordens
de compra e venda (gatilhos) como, por exemplo, a quantidade de gatilhos e o percentual
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(%) (ganho, perda e retorno) acumulados no arquivo contendo o /log de operacao.

Algoritmo 2: PSEUDO-CODIGO DA ESTRATEGIA “SEM stops”

Entrada: ativo, logPredicoes, investimentolnicial
Saida: logOperacao

posicao < vendido;

dados < obterDados(ativo);

inicio

para i <logPredicoes.size() faga

tendencia < obterTendencia(log Predicoes.get(1));
se posicao = vendido entao

se tendencia = 1 entao

comprar (dados[i|.get PrecoF echamento());

posicao <— comprado;
fim

fim

senao

se tendencia = () entao

vender (dados[i].get PrecoF echamento());

posicao <— vendido;

fim
fim

logOperacao < calcular(investimentolnicial);
fim

fim
retorna logOperacao

4.5 Analise dos Resultados

A etapa da andlise de resultados apresenta trés tipos de analises distintas consolidadas para
cada codigo de ativo avaliado; as andlises: estatistica, de desempenho, e de operagao/risco.

A andlise estatistica apresenta a caracterizagdo da amostra de cada cédigo de ativo e é
composta pela distribuicdo dos dados em relagdo aos periodos de treino e teste da série

temporal avaliada, contemplando os seguintes indicadores:

e Quantidades de dias avaliados da série;

e Preco Inicial do cédigo de ativo;

e Preco Final do cédigo de ativo; e

e Percentual de dias em que ocorreram altas e ndo altas.
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A analise de desempenho avalia os modelos de classificagcao através das métricas previ-
amente descritas no Capitulo 3 com a finalidade de medir as taxas de desempenho dos
modelos de previsao (classificadores) durante a simulacao realizada:

e Acuracia (Equagao 11);
e Precisao (Equacao 12);
e Revocacao (Equacao 13);
e F1-score (Equacao 14); e

Para analise financeira foram utilizadas as seguintes métricas:

e Percentuais (%) de: Dias Positivos, Dias Negativos, Perda, Ganho e Retorno Total;

e indice Sharpe: avalia a rentabilidade e o risco de um investimento, sendo fundamental
para mensurar o quanto de retorno excedente em relacdo a um ativo livre de risco €
compensado através de seu nivel de risco. Conforme a Equacao 16

e Drawdown: é o percentual de queda a partir do Ultimo ponto maximo de retorno
financeiro cumulativo, drawdown maximo é o percentual maximo de queda em uma
determinada série de dados.

Todas as métricas, sejam elas de performance ou financeiras, sdo comparadas entre
os classificadores isolados, os meta-classificadores, alguns baselines e benchmarks do
periodo.

Dentre os baselines estao:

e Buy-and-hold: assumir posicao de compra no periodo inicial ¢, e fechar a posicao
(vender) no periodo final £,,.

e Random: modelo que sorteia a operagao de compra ou venda aleatoriamente.

e Estratégia Inversa: operar realizando a acao contraria ao que o modelo previsor
indica.

Ja os benchmarks para o mercado brasileiro, sao:

e Certificados de Depdésitos Interbancarios (CDI): é uma média dos juros praticados
entre os Bancos e serve como uma referéncia para o prego do dinheiro na economia,
pois € utilizada como benchmark em muitos investimentos (FINANCIAL, 2017);

e IGP-M: indice Geral de Precos do Mercado é o indicador de movimento dos precos
calculado mensalmente pela FGV (Fundacédo Getulio Vargas) e divulgado no final de
cada més de referéncia, sendo utilizado para o reajuste dos aumentos da energia
elétrica e dos contratos de aluguéis (ADVFN, 2010);

e Cotacao do Dolar em Reais: o dolar é a moeda oficial dos Estados Unidos e utilizada
no mundo inteiro, tanto em reservas internacionais, como em livre circulacdo em
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alguns paises;

e IBOV: O Ibovespa é o principal indicador de desempenho das a¢gdes negociadas na
B3 e relne as empresas mais importantes do mercado de capitais brasileiro. Foi
criado em 1968 e, ao longo desses 50 anos, consolidou-se como referéncia para
investidores ao redor do mundo.

O propésito desta etapa é avaliar a viabilidade e o grau de risco de investimento das
propostas de estratégias de operacgao utilizando algoritmos de aprendizado de maquina
combinados e a possibilidade de aplicacado futura destas estratégias em um cenario real no
mercado financeiro.

Para a validacdo da metodologia proposta, todo o arcabougo foi parametrizado para uma
quantidade de 30 execucgdes.

4.6 Consideracoes Finais

Este capitulo apresentou a proposta de uma metodologia para a previsdo de tendéncias
em séries temporais financeiras. Demostrando cada etapa de forma detalhada: a coleta
dos conjuntos de dados e seus atributos, a etapa de transformacao de dados, a apresen-
tacdo do algoritmo de meta-classificacao construido, além das estratégias de operacoes
desenvolvidas e, por ultimo, a descricdo das formas de anélise de resultados. O préximo
capitulo apresentara todo o instanciacdo da metodologia desenvolvida, ou seja, os ativos e
os periodos utilizados, a parametrizagdo dos algoritmos de aprendizado de maquina e o
tamanho de janelas. Por fim, os resultados obtidos.
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Capitulo 5

Experimentos e Resultados

Como visto anteriormente, neste trabalho investiga-se o uso de meta-classificadores para a
previsao de séries temporais financeiras. Neste capitulo serdao apresentados o0s conjuntos de
dados, parametrizagdes utilizadas na instanciacao dos testes e, por fim, os resultados. Para
a aplicacao e validacdo da metodologia, foram utilizados 9 conjuntos de dados histéricos da
B3.

Os codigos de ativos que foram analisados nos experimentos sdo de empresas que com-
pdem o indice Bovespa (Ibovespa). Esses ativos foram escolhidos por possuirem uma maior
representatividade em relacdo ao volume negociado, representando diferentes setores da
economia como petréleo e gas, mineragao, bancos, siderurgia, aviagao e educacao, listados
a seqguir:

e Petrobras (PETRA4): acoes da Petréleo Brasileiro S.A. Esta € uma empresa de capital
aberto, cujo acionista majoritario € o Governo do Brasil, sendo, portanto, uma empresa
estatal de economia mista';

e Cielo (CIEL3): acoes da empresa Cielo (antiga Visanet Brasil). Esta € uma empresa
brasileira que atua como adquirente multi-bandeira, sendo uma das responsaveis pela
captura, transmissao e liquidacao financeira de transa¢cées com cartdoes de crédito e
débito?;

¢ [tau Unibanco (ITUB4) ac6es da empresa Itat Unibanco. Este € um banco brasileiro
fundado em 4 de novembro de 2008 mediante a fusao de duas das maiores instituicbes
financeiras do pais, o Holding ltatl Bancos e Unibanco®;

e indice Bovespa (BOVA11): acompanha o indice Bovespa. O objetivo desse fundo é
obter uma performance préxima & do préprio indice Bovespa (IBOV). Dessa forma,
varios investidores unidos investem nesse fundo, que utiliza todo o recurso reunido
para comprar agées exatamente nas mesmas proporcoes do IBOV;

'http://www.petrobras.com.br/
2http://www.cielo.com.br/
Shttp://www.itau.com.br/
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¢ Usiminas (USIM5): uma empresa do setor siderurgico lider na produg¢édo e comerci-
alizagao de acos planos laminados a frio € a quente, bobinas, placas e revestidos,
destinados principalmente aos setores de bens de capital e de bens de consumo da
linha branca, além da indUstria automotiva*;

e Companhia Energética de Minas Gerais (CMIG4): é uma das principais concessio-
narias de energia elétrica do Brasil, tendo sede na cidade de Belo Horizonte, capital
do estado de Minas Gerais®;

¢ Gerdau (GGBR4): também referida como Grupo Gerdau, é uma empresa siderurgica
brasileira regida sob a forma juridica de sociedade an6nima. Possui operagdes in-
dustriais em 11 paises — nas Américas, na Europa e na Asia, as quais somam uma
capacidade instalada superior a 25 milhdes de toneladas de aco bruto por ano®;

e Kroton Educacional (KROT3): € a maior empresa privada do mundo no ramo da
educacdo. E a maior empresa brasileira no segmento de ensino superior para o
nimero de alunos e de receita’;

e Gol Linhas Aéreas Inteligentes (GOLL4): é a maior companhia aérea do Brasil em
nimero de passageiros, tendo 36% de participagdo do mercado doméstico 8.

Além dos experimentos que serdo mencionados neste Capitulo, foram realizados diversos
outros, utilizando configuracdes e parametrizagdes diferentes nos algoritmos com o intuito
de testar diferentes variantes até chegar ao modelo atual, que é resultado da melhor
configuragéo encontrada.

5.1 Caracterizacdo e Analise dos Dados

Foram coletados dados de candles diarios de agosto de 2015 a agosto de 2016. A Tabela
1 detalha informacdes de preco dos ativos utilizados. A Figura 18 mostra a evolugéo dos
precos durante este periodo. Em geral, as séries de precos apresentam uma alta volatilidade.
E interessante observar que em quase todos ativos entre o 1002 dia e o 1502 dia da série,
houve pontos de menor preco. Segundo Almeida (2016), este fato aconteceu devido ao caos
politico no pais, a economia despencou, fazendo o pais perder a confianca dos investidores
nacionais e internacionais.

Avaliando a proporgao das classes (Figura 19), € possivel verificar que a distribuicdo é
bastante balanceada para os ativos selecionados. Na maioria dos casos, 0 numero de
instancias de classe de alta é ligeiramente superior ao de nao alta.

4http://www.usiminas.com.br/
Shttp://www.cemig.com.br/
Shttp://www.gerdau.com.br/
"http://www.kroton.com.br/
8http://www.voegol.com.br/
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Tabela 1 — Valor de Mercado de Ativos entre Agosto de 2015 e Agosto de 2016.

Ativo Quantidade de Dias | Preco Inicial | Preco Final | % Nao Alta | % Alta
PETR4 244 R$ 10,18 R$ 11,87 47% 53%
CIEL3 244 R$ 35,88 R$ 36,75 50% 50%
ITUB4 244 R$ 27,79 R$ 33,78 48% 52%
BOVA11 244 R$ 48,59 R$ 55,68 49% 51%
USIM5 244 R$ 4,04 R$ 3,35 53% 47%
CMIG4 244 R$ 7,62 R$ 7,76 50% 50%
GGBR4 244 R$ 5,75 R$ 7,58 49% 51%
KROT3 244 R$ 8,17 R$ 13,61 49% 51%
GOLL4 244 R$ 5,67 R$ 4,92 58% 42%

Figura 18 — Série de Pregos de Fechamento Original.
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Com intuito de comparar os resultados financeiros, também foram coletados alguns indica-
dores de mercado (benchmarks). A Tabela 2 apresenta os benchmarks do periodo avaliado,
contendo: CDI, IGP-M, Délar, Ouro e indice Bovespa (IBOV).

Tabela 2 — Benchmarks

CDI IGP-M Dolar Ouro IBOV
19,27% | 11,60% | 29,70% | 17,83% | 14,76%
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Figura 19 — Distribui¢cdo das classes por ativo.
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Tabela 3 — Parametros SVM.

SVM

c

il

=

2

o |5

.MF

. To)

Q2| |~

LB

O | =

8

kel

©

[as)
LL
o
o
— |
[CHe]
c|l©

—~ g2
[] ©

o|co|&

.aedm.

[N

S1S18e

W.mqw,ed

8lgl&5|8
Ume

Fpm
«©
O | =
S| ®
o | O
o
s

S p

EIE|E|8

®| Q|G |0

glF|°

Tabela 4 — Parametros RF.

RF

=
X
3
3|5 o
3|2 |o|T
e...uo..ﬁm
(8|~ |E
S| =
(o]
ke]
=
£
8|8
S|8|Q
s |25
NIO |5
ERRsERE
«©
ouda
® |8« |
o598
.ﬂbom
EIRE
0| ®|c|®
0|o|ol|E
dd%
oo
|5 |8
E|E|T
= T e T I
Z |z |2
9]
[
o
[
2
3
S
g E|2|s
INEE
U |
rem.a
S | 9
Pmn
S
£

53




Tabela 5 — Parametros MLP.

MLP
Parametro Descricéao Conteudo
epochs Parametro de parada do processo 500
momentum Termo de Momentum 0,2
learningRate Taxa de aprendizagem 0,3
hiddenLayers Numero de camadas ocultas (atributos + classes) / 2
Tabela 6 — Parametros J48.
J4s
Parametro Descricao Conteudo
confidenceFactor Factor de confianga utilizado na poda 0,25
minNumObj Numero minimo de instancias por folha 2
Tabela 7 — Par@metros SMO.
SMO
Parametro Descricao Conteudo
kernel Fungéo kernel Radial Basis Function
gamma Valor do parametro do kernel RBF 0,01
tolerancia Tolerancia 0,001
exponent Expoente do kernel polinomial 1.0E-12
c Parametro C de complexidade 1
Tabela 8 — Parametros PG.
PG
Parametro Descricao Conteudo
tipo_mutacao Tipo de mutagao Um ponto
tipo_cruzamento Tipo de cruzamento Um ponto
taxa_mutacao Taxa de mutagao 0,15
taxa_cruzamento Taxa de cruzamento 0,85
num_geracoes Numero de geragdes 200
fitness Funcéo de fitness Acuréacia
selecao Tipo de selecao torneio
tam_populacao Tamanho da populagdo 500
oper Tipos dos operadores AND
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Apos vérias simulagdes com alternancia de diversos parametros com o objetivo de melhorar
a performance do arcabouco aos dados em questao, os mesmos foram calibrados de acordo
com a Tabela 9, na qual a coluna “Resultado” apresenta a configuracao final utilizada nos
experimentos. Foram realizadas 30 execugdes por ativo.

Em resumo, o meta-classificador foi inicializado com 7 algoritmos ja citados. Os conjuntos
de treinamento e testes foram divididos em trés sub-conjuntos em uma janela deslizante:
o conjunto A possui tamanho de 20 candles; o conjunto B possui 10; € o conjunto C, 10
também.

Para as estratégias de negociagao, aquelas que possuem stops, foi utilizado 10 dias para o
stop de periodo, juntamente com percentuais 2% e 3% para loss e gain, respectivamente.

Tabela 9 — Intervalo de parametros de calibragdo do Meta-Classificador

Parametros Variacdo | Resultado
Quantidade de conjuntos [2;3] 3
Conjunto A [5; 50] 20
Conjunto B [5; 50] 10
Conjunto C [1;30] 10
Stop de Periodo [5; 15] 10%
Stop Loss [1;5] 2%
Stop Gain [1; 5] 3%
Estratégia [1;7] 1

5.3 Avaliacdo dos Modelos e Estratégias

Diante do grande volume de informagao gerado pelo arcaboucgo, € muito importante selecio-
nar os resultados de quais modelos e quais estratégias apresentar. Desta forma, apos a
calibracao dos parametros do meta-classificador e a execugdo do mesmo, os resultados
gerados como saida do arcabouco sdo a combinacao dos seguintes dados:

e ativos: 9 Ativos da B3;

e modelos: 13 Modelos Preditivos (6 Classificadores Isolados + 7 Meta-Classificadores);
e cstrategias: 7 Estratégias de Simulagédo do Mercado;

e medidas: 11 Medidas de Desempenho.

Assim, através da Equacgéao 18, é possivel apresentar a quantidade total de indicadores que
sao gerados para a avaliagdo dos resultados. Neste caso, sdo gerados 9009 indicadores. O
que torna a analise impraticavel caso nao sejam definidos critérios e filtros de avaliagao.

indicadores = ativos x modelos X estrategias X medidas (18)
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Sendo assim, com a finalidade de filtrar e diminuir 0 espago de exploragao de possibilidades
de combinagdes com os modelos de previsées de tendéncia propostos na apresentacao
dos resultados, foram definidos 4 filtros macros, séo eles:

1. Estratégia: o objetivo deste filtro é utilizar a melhor estratégia de simulagdo do
mercado do arcabouco.

2. Percentual Médio de Retorno Financeiro: entre todas as informagdes de um inves-
timento, uma das mais relevantes para qualquer investidor € o Retorno Financeiro;
este filtro tem como objetivo selecionar os modelos que possuem percentual positivo
médio de retorno para todos ativos e com retornos financeiros superiores ao CDI,
IGP-M, Dolar, Ouro e IBOV, conforme a Tabela 2;

3. Acuracia Média: este filtro permite selecionar os modelos que apresentam resultados
de Acuracia acima dos 50%. Esta métrica foi utilizada como filtro, pois as estratégias
de simulacao apresentadas utilizam os sinais de compra e venda dos modelos, ou
seja, se faz necessario utilizar a predigcao tanto de “alta” quanto de “néo alta”. Além
disso, os conjuntos de dados utilizados sao balanceados, o que permite utilizar esta
medida como desempenho geral do modelo.

4. Percentual Médio de Retorno Financeiro entre o melhor classificador isolado e
o melhor meta-classificador: O intuito deste critério € demonstrar e selecionar o
melhor classificador isolado e o0 melhor meta-classificador com o objetivo de explorar
e aprofundar com mais detalhes apenas os resultados deste filtro.

A Tabela 10 apresenta os resultados simulados de Retorno Financeiro de todos os modelos
para todos os ativos. Os resultados foram agrupados por classificador com o intuito de
dar facilidade de visualizagdo aos resultados. Desta forma, é possivel visualizar que cada
classificador possui também um meta-classificador, com exce¢éo da Programacao Genética,
cujos resultados podem ser visualizados na Tabela 12.

Com o objetivo de facilitar também a identificagdo do melhor modelo para cada ativo entre
0S grupos, as colunas com melhor resultado por ativo foi destacado o texto em negrito; e
para identificar o melhor modelo entre todos os ativos, a coluna com o melhor modelo foi
sublinhada. A Tabela 11 apresenta os resultados de Acuracia com as mesmas caracteristicas
de visualizagao.

Ao verificar individualmente os resultados de cada ativo, é visivelmente clara certa superiori-
dade em retornos financeiros dos meta-classificadores em grande parte dos ativos. Outro
resultado interessante € que os meta-classificadores sao superiores em todos os retornos
financeiros médios. Também ¢é possivel visualizar o mesmo comportamento na acuracia.

ApoOs a apresentacao destes resultados, foi realizada cada etapa dos filtros elaborados. O
primeiro filtro foi definido durante a etapa de calibragem do arcabouco, assim identificou-se
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que, apesar de sua simplicidade, a Estratégia 1 (sem stops) demonstrou melhores retornos
financeiros em todos os ativos quando comparada as demais estratégias. O segundo filtro
mostrou-se bem arrojado e proporcionou uma sele¢ao bem rigorosa; foram selecionados
somente os modelos com percentuais de retorno financeiros positivos e com retornos acima
dos indices de mercado (CDI, IGP-M, Ouro, Ddélar), e foram selecionados todos os meta-
classificadores e apenas um classificador isolado, no caso, a MLP com retorno financeiro
médio de 30,87% no periodo. Ao aplicar o quarto filtro, temos como resultado os melhores
modelos de cada grupo. Representando os classificadores isolados, selecionou-se a MLP;
e representando os meta-classificadores, o Meta-RF obteve melhor performance. A Tabela
13 compara os resultados desse ultimo filtro.

Desta forma, com a execucao dos filtros, o objetivo de trabalhar com um conjunto de
resultados reduzido foi cumprido, sem perder informacao e qualidade para uma analise
mais criteriosa dos resultados. Nas proximas sec¢des serdo apresentados de forma mais
substancial e com mais profundidade os resultados desses dois modelos selecionados.

Tabela 10 — Comparacao de Retorno Financeiro Acumulado entre pares de Classificadores
e Meta-Classificadores.

Algoritmo | BOVA11 CIEL3 ITUB4 PETR4 USIM5 CMIG4 | GGBR4 | KROT3 GOLL4 Média
SVM -6,42% 7,69% 27,31% | -9,82% 14,53% 12,19% | 29,00% | 47,52% -3,03% 13,22%
Meta-SVM 58,89% 35,41% | 45,74% | 28,47% | 74,23% | 49,63% | 61,41% | 37,97% | 67,28% | 51,00%

RF -5,14% -1,60% 1517% | 13,24% | 71,17% | 33,82% | 32,19% | 84,54% | -12,15% | 25,70%
Meta-RF 29,24% 41,23% | 56,42% | 55,49% | 139,84% | 86,38% | 50,22% | 60,93% | 57,24% | 64,11%

MLP 3,78% -12,02% | 7,29% | 21,58% | 79,01% 0,84% 17,55% | 64,78% | 71,13% | 28,21%
Meta-MLP 18,67% 30,77% | 37,28% | 48,37% | 90,77% | 31,38% | -3,90% | 23,07% | 37,22% | 34,85%

J48 -2,78% -26,92% | 27,15% | 42,79% | 74,09% | 53,46% 9,30% 10,78% 17,00% | 22,77%
Meta-J48 19,85% 25,98% | 47,74% | 17,43% | 138,73% | 9,04% 34,23% | 26,10% | 128,42% | 49,73%

SMO 5,57% 9,36% 34,81% | 16,51% 19,98% 15,17% | 26,07% | 25,98% -5,85% 16,40%
Meta-SMO | 22,24% 34,28% | 32,00% | 21,13% | 165,00% | 55,62% | 13,89% | 95,32% | 79,99% | 57,72%

BN -11,18% -6,22% | 42,16% | -5,57% 35,80% -6,79% | 37,78% | 47,20% 15,65% 16,54%
Meta-BN 17,58% 55,06% | 19,65% | 11,52% | 48,74% 17,38% | 33,97% | 28,60% | 70,06% | 33,62%

5.4 Avaliacao da Viabilidade dos Custos Operacionais

Durante a execucao de qualquer simulagao de estratégias de negocia¢dao, um ponto muito
importante sdo os custos operacionais. Um modelo de previsdo pode até ter retornos
financeiros positivos, porém, caso o custo operacional seja maior do que o ganho bruto,
toda uma estratégia de operagao pode ser inviabilizada.
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Tabela 11 — Comparagcdo da Acuracia entre pares de Classificadores e Meta-
Classificadores.

Algoritmos | BOVA11 CIEL3 ITUB4 PETR4 | USIM5 | CMIG4 | GGBR4 | KROT3 | GOLL4 Média
SVM 47,50% | 45,00% | 45,50% | 48,50% | 52,00% | 49,00% | 51,50% | 53,00% | 56,50% | 49,83%
Meta-SVM 56,00% | 54,00% | 51,50% | 50,50% | 56,50% | 53,50% | 54,00% | 56,00% | 57,00% | 54,33%

RF 44,00% | 43,00% | 50,50% | 55,50% | 57,50% | 47,50% | 53,00% | 54,00% | 53,50% | 50,94%
Meta-RF 56,50% | 53,00% | 53,50% | 48,00% | 56,50% | 54,00% | 53,50% | 56,00% | 53,50% | 53,83%

MLP 45,00% | 44,50% | 51,00% | 54,50% | 55,00% | 49,00% | 50,00% | 56,50% | 52,00% | 50,83%
Meta-MLP 50,50% | 51,00% | 51,50% | 51,00% | 54,50% | 53,50% | 50,00% | 52,00% | 52,00% | 51,78%

J48 4450% | 42,50% | 51,50% | 49,50% | 51,00% | 46,00% | 47,00% | 47,50% | 55,00% | 48,28%
Meta-J48 49,50% | 50,50% | 53,50% | 47,50% | 55,00% | 50,00% | 52,00% | 54,50% | 58,00% | 52,28%

SMO 49,50% | 48,50% | 50,00% | 54,50% | 52,50% | 50,00% | 51,00% | 49,50% | 52,00% | 50,83%
Meta-SMO 49,00% | 52,00% | 50,00% | 56,50% | 58,00% | 54,00% | 50,00% | 56,50% | 54,50% | 53,39%

BN 45,00% | 44,50% | 50,50% | 50,50% | 51,50% | 51,00% | 52,50% | 51,50% | 57,00% | 50,44%
Meta-BN 47,00% | 55,00% | 49,00% | 55,50% | 56,00% | 47,00% | 49,50% | 53,50% | 57,00% | 52,17%

Tabela 12 — Comparagao de Retorno Financeiro entre melhor Classificador com Meta-GP.

Algoritmo | BOVA11 CIEL3 ITUB4 PETR4 | USIM5 | CMIG4 | GGBR4 | KROT3 GOLL4 Média
MLP 3,78% -12,02% 7,29% | 21,58% | 79,01% | 0,84% 17,55% | 64,78% 71,13% | 28,21%
Meta-GP 36,18% 23,04% | 32,61% | 42,77% | 51,20% | -0,07% | 37,03% | 52,76% | 141,84% | 46,37%

Tabela 13 — Comparacao de Retorno Financeiro entre melhor Classificador com Meta-
Classificador.

Algoritmo | BOVA11 CIEL3 ITUB4 PETR4 USIM5 CMIG4 | GGBR4 | KROT3 | GOLL4 Média
MLP 3,78% -12,02% 7,29% | 21,58% | 79,01% 0,84% 17,55% | 64,78% | 71,13% | 28,21%
Meta-RF 29,24% 41,23% | 56,42% | 55,49% | 139,84% | 86,38% | 50,22% | 60,93% | 57,24% | 64,11%

Assim, para todas as simulagdes realizadas neste trabalho foram contabilizados os custos
das operacgoes, contemplando o Imposto de Renda (IR) recolhido na fonte pela Bovespa,
o Imposto de Renda recolhido pelo investidor sobre o lucro, a Taxa de Corretagem sobre
as ordens de compra e venda, o Imposto Sobre Servicos (ISS) sobre o valor da taxa de
corretagem e os Emolumentos sobre o valor investido. Devido ao fato de muitas corretoras
isentarem seus clientes da taxa de custddia, esta néo foi acrescentada nos custos das
transacgoes.

A Tabela 14 apresenta os valores dos custos operacionais de forma detalhada durante os ex-
perimentos acrescidos de 3 exemplos de lucro bruto (R$100,00, R$1.000,00 e R$10.000,00),
0 que torna evidente o fato de que, quanto maior for o valor investido, menor seré o custo
operacional relativo, com excec¢ao da tributacdo do Imposto de Renda que é um valor fixo
de 20,00% sobre o ganho de capital para transa¢gdes de compra e venda no mesmo dia e
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15% sobre os lucros de operacdes de mais de um dia.

Segundo o site da B3, no Brasil atualmente existem 87 corretoras ativas. Contudo, cada uma
utiliza uma taxa de corretagem diferente e também existem corretoras que nao praticam
a cobrancga destas taxas. Oliveira (2019) apresenta uma recente comparagao entre as
principais corretoras brasileiras. Desta forma, como n&o existe uma padronizagao dos
custos operacionais, optou-se por utilizar o custo operacional de 20,59% apresentado na
Tabela 14, visto que o capital inicial utilizado das simulacdes foi de R$10.000,00. Entende-se
desta forma que o arcabougo demonstra certa compatibilidade com o mercado real sobre
0s custos para este cenario, com uma margem de erro prevista.

Tabela 14 — Exemplos de Custos Operacionais.

Lucro bruto

R$ 100,00 R$ 1.000,00 R$ 10.000,00
IR na fonte (0,50%) R$ 0,50 R$ 5,00 R$ 50,00

IR recolhido pelo investidor (20,00%) R$ 20,00 R$ 200,00 R$ 2.000,00
Corretagem por ordem (2,50) R$ 5,00 R$ 5,00 R$ 5,00
ISS sobre a corretagem (12,00%) R$ 0,60 R$ 1,20 R$ 1,20
Emolumentos (0,025%) R$ 0,03 R$ 0,25 R$ 2,50

Custo da operacao (R$) R$ 26,13 R$ 211,45 R$ 2.058,70
Custo da operacao (%) 26,13% 21,15% 20,59%

Custo da operacao sem IR (%) 6,13% 1,15% 0,59%

Lucro liquido sem IR (%) 93,88% 98,86% 99,41%
Lucro liquido (%) 73,88% 78,86% 79,41%

Lucro liquido (R$) R$ 73,88 R$ 788,55 R$ 7.941,30

5.5 Resultados Experimentais

Nesta secdo serao apresentados os resultados experimentais detalhados das duas me-
Ihores técnicas selecionadas para avaliagdo e comparagao, sao elas: MLP e Meta-RF.
Os resultados a serem relatados dizem respeito a simulagdes realizadas levando-se em
conta 244 dias de pregao dentro do periodo de Agosto de 2015 a Agosto de 2016 em 9
conjunto de dados de 9 ativos distintos da B3. Em todos os experimentos foram utilizados
investimentos inicias de R$ 10.000,00, onde os retornos financeiros ja consideram todos os
custos operacionais.

A Tabela 16 apresenta os resultados simulados do melhor meta-classificador (Meta-RF),
ja a Tabela 17 apresenta os resultados simulados do melhor classificador isolado (MLP).
Entende-se que com essas duas tabelas é possivel compara-los e demonstrar caracteristi-
cas relevantes dos 2 modelos de previsao.

Ao avaliar os 9 ativos selecionados e comparar os retornos financeiros acumulados, o
meta-classificador foi melhor em 7 oportunidades, perdendo somente nos ativos KROT3
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e GOLL4. Com grande destaque para os ativos BOVA11, CIEL, ITUB4, USIM5, CMIG4.
Os resultados sdo bem interessantes, visto que dentre os destaques, o meta-classificador
supera o classificador isolado em mais de 100% de média, por exemplo o retorno financeiro
da BOVA11 para o classificador isolado foi 4,90%, enquanto o meta-classificador foi de
27,20%. Nota-se que para o ativo ITUB4 o meta-classificador foi superior em 611%.

Para cada um dos ativos, os resultados sdo apresentados também nas Figuras 22, 23, 24,
25, 26, 27, 28, 29, 30; em cada Figura foram comparados as séries de retornos financeiros
acumulados, os drawdowns e o boxplot dos retornos.

Nesta mesma métrica de retorno financeiro, o0 meta-classificador e o classificador isolado
também foram comparados com 3 Baselines: buy-and-hold (BH), aleatorio e estratégia
inversa, conforme a Tabela 18. Ao avaliar a estratégia BH dos 9 ativos, apenas para KROT3
0 meta-classificador nao foi superior. Neste caso, a série de pre¢os possui uma caracteristica
de forte tendéncia de alta, conforme a Figura 18. Logo, é mais frequente encontrar este
comportamento em cenarios de tendéncia de grandes altas onde a estratégia buy-and-
hold apresenta ser superior aos modelos de previsdo. J4 para os demais Baselines, o
meta-classificador foi melhor em todos os ativos.

O classificador isolado nao obteve resultados satisfatorios nesta comparacao; por diversas
vezes foi pior que os Baselines, como foi o caso dos ativos: BOVA11, CIEL3, ITUB4 e
PETR4.

Para as demais métricas financeiras ao comparar as Tabelas tab:resultadosMLP e 16,
também é possivel verificar certa superioridade do meta-classificador, como € o caso para
Ganho Médio, Perda Média e Drawdown. Nota-se que quando o meta-classificador ganha,
ganha-se mais e quando perde, perde-se menos do que o classificador isolado.

E muito importante considerar também o Drawdown; a Tabela 15 demonstra bem o quanto
é dificil recuperar perdas. Ao simular um cenario hipotético de perdas de 50% de um capital
inicial de R$ 1000,00, o investidor teria em maos R$ 500,00, caso 0 mesmo investisse
novamente este valor e tivesse uma valorizagao do mesmo percentual da perda, ou seja,
50%. O capital final retornaria para R$ 750,00. Para que o capital retornasse ao valor do
inicio da simulacéo, ou seja, R$ 1000,00, haveria uma necessidade de valorizacio de 100%.

Neste aspecto o meta-classificador apresentou melhor performance também com um
Drawdown médio dos ativos de -18,98% enquanto o classificador isolado obteve -22,13%.

A mesma predominéncia do meta-classificador também é caracterizada nas medidas de
desempenho dos modelos (Acurécia, Revocacao, Especificidade, F1 e Precisao).

Por fim, dentro da analise das métricas financeiras foi realizada uma comparacao da dis-
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Tabela 15 — Referéncia de Drawdown.

% Capital Perdido | % Capital Requerido para Recuperar
10% 11.11%
20% 25.00%
30% 42.85%
40% 66.66%
50% 100%
60% 150%
70% 233%
80% 400%
90% 900%
100% Faléncia

Fonte: Adaptado de Zhang (2018)

persao de todos os retornos financeiros acumulados, conforme a Figura 20, que mostra o
melhor desempenho do meta-classificador. Também foi aplicado o teste t de Student (1908)
e a partir do p-valor de 0,04015 o meta-classificador mostrou ter diferenga estatistica signifi-
cativa, possibilitando a conclusao de que o meta-classificador € melhor que o classificador
isolado.

Figura 20 — Comparacao de Dispersao Geral dos Retornos Financeiros.
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5.5.1 Consideracbes Finais

Neste capitulo foram detalhadas todas etapas dos experimentos, ou seja, como realizou-se
as configuracdes dos algoritmos e seus parametros, a escolha do modelo de previsdo de
tendéncias mais adequado aos dados utilizados, a avaliagao das bases de dados disponiveis
e a verificagcao da viabilidade dos custos operacionais. Também foram apresentados os
resultados do meta-classificador proposto quando comparados ao melhor classificador
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Tabela 16 — Resultados Meta-Classificador - Meta-RF

Técnica Meta-RF
Ativo BOVA11 CIEL3 ITUB4 PETR4 USIM5 CMIG4 GGBR4 | KROT3 GOLL4
% Retorno Financeiro | 27,20% 36,13% 52,62% 52,98% | 116,37% | 68,62% 48,51% | 50,57% | 57,12%
Max Drawdown -11,54% | -10,26% | -14,82% | -22,40% | -29,59% | -18,62% | -28,80% | -9,69% | -25,06%
Volatilidade 2,52% 2,94% 7,85% 6,26% 14,18% 5,29% 6,72% 3,26% 6,59%
Indice Sharpe 6,83 8,87 5,42 6,86 7,5 11,07 5,73 12,43 7,14
% Perda Média -1,52% -2,08% -2,17% -4,14% -5,15% -3,21% -4,08% -2,33% -3,67%
% Ganho Médio 3,41% 2,44% 4,26% 6,28% 11,90% 5,31% 6,22% 3,61% 7,97%
% Dias Positivo 8,00% 12,50% 10,00% 9,50% 9,00% 11,00% 8,50% 12,50% 7,50%
% Dias Negativo 9,00% 6,00% 7,50% 8,00% 9,50% 7,50% 7,00% 8,50% 8,50%
% Gatilhos Positivos 23,53% 33,78% 28,57% 26,39% 23,68% 29,73% 27,42% 29,76% 22,73%
% Gatilhos Negativos 26,47% 16,22% 21,43% 22,22% 25,00% 20,27% 22,58% 20,24% | 25,76%
Acuracia 56,50% 53,00% 53,50% 48,00% 56,50% 54,00% 53,50% | 56,00% | 53,50%
Precisao 56,36% 52,88% 54,39% 51,06% 53,68% 54,26% 55,42% 56,57% | 41,51%
Revocacao 61,39% 55,00% 60,19% 45,28% 54,26% 51,00% 45,10% 55,45% 26,19%
Especificidade 51,52% 51,00% 46,39% 51,06% 58,49% 57,00% 62,24% 56,57% | 73,28%
F1 58,77% 53,92% 57,14% 48,00% 53,97% 52,58% 49,73% 56,00% 32,12%
Tabela 17 — Resultados Classificador - MLP.
Técnica MLP
Ativo BOVA11 CIEL3 ITUB4 PETR4 USIM5 CMIG4 GGBR4 KROT3 GOLL4
% Retorno Financeiro 4,90% -10,44% 8,60% 28,47% 63,37% 5,33% 23,67% 56,10% 71,13%
Max Drawdown -10,95% | -20,70% | -12,39% | -30,03% | -14,61% | -25,77% | -29,78% | -18,50% | -36,40%
Volatilidade 2,23% 3,26% 2,58% 6,39% 4,93% 4,62% 5,98% 5,54% 14,10%
Indice Sharpe -2,28 -6,26 -0,54 2,89 10,82 -1,008 2,28 8,32 5,75
% Perda Média -1,50% -2,20% -2,28% -4,57% -4,03% -3,57% -3,50% -2,95% -3,71%
% Ganho Médio 2,08% 2,22% 1,71% 5,21% 5,13% 4,04% 5,60% 5,20% 12,72%
% Dias Positivo 9,50% 10,00% 14,50% 11,50% 10,50% 9,50% 9,00% 10,50% 6,50%
% Dias Negativo 11,50% 12,50% 9,00% 10,00% 5,50% 10,00% 11,00% 9,00% 10,00%
% Gatilhos Positivos 22,62% 21,74% 30,85% 26,74% 29,17% 24,36% 22,50% 26,92% 19,12%
% Gatilhos Negativos 27,38% 27,17% 19,15% 23,26% 15,28% 25,64% 27,50% 23,08% 29,41%
Acuracia 45,00% 44,50% 51,00% 54,50% 55,00% 49,00% 50,00% 56,50% 52,00%
Precisao 44,71% 44,95% 52,87% 57,73% 52,50% 49,02% 51,25% 57,61% 43,48%
Revocacao 37,62% 49,00% 44,66% 52,83% 44,68% 50,00% 40,20% 52,48% 47,62%
Especificidade 52,53% 40,00% 57,73% 56,38% 64,15% 48,00% 60,20% 60,61% 55,17%
F1 40,86% 46,89% 48,42% 55,17% 48,28% 49,50% 45,05% 54,92% 45,45%
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Tabela 18 — Resultado de % Retorno Financeiro dos Baselines

Baseline
Ativo Buy-and-hold | Aléatorio | Inversa
BOVA11 21,10% 5,30% -71,40%
CIEL3 12,71% 8,52% -80,54%
ITUB4 23,92% 14,03% -82,16%
PETR4 52,90% 27,47% -95,35%
USIM5 -1,63% 3,66% -98,93%
CMIG4 38,12% 14,16% -94,82%
GGBR4 35,23% 24,47% -96,43%
KROT3 65,29% 33,21% -88,64%
GOLL4 34,40% 26,56% -98,97%

isolado e aos Baselines usados como referéncia, e em 90% dos ativos avaliados o meta-
classificador mostrou melhores resultados.
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Capitulo 6

Conclusao

Nesta tese foi apresentado um trabalho de pesquisa que teve por objetivo principal o
desenvolvimento de um método para a previsao de séries temporais financeiras utilizando
um meta-classificador que apresentasse principalmente boa performance financeira a partir
de suas previsdes. O objetivo proposto foi alcangado, uma vez que, de forma geral, 0 meta-
classificador apresentou melhores resultados que os Baselines e os métodos concorrentes.

Todo o arcabougo projetado foi implementado na plataforma WEKA. Durante o desenvolvi-
mento, diversas versdes foram criadas e algumas das informagdes produzidas acabaram
por ndo figurar no texto final, visto que varias destas nao faziam parte diretamente do
escopo final do projeto. No entanto, todas estas etapas influenciaram positivamente em
diversos momentos quanto as decisdes de implementagao.

Inicialmente, foram investigados diversos trabalhos com o tema relacionado a previsao
de séries temporais financeiras. Através de uma revisdo sistematica da literatura (RSL),
percebeu-se que o tema em questao € de grande interesse ndo sé para a area académica,
mas também para o mercado financeiro. Nao foram encontrados trabalhos que utilizam
meta-classificadores com as carateristicas implementadas para este cenario proposto, o
que motivou ainda mais o desenvolvimento deste trabalho.

Posteriormente, foi aplicada esta mesma técnica em dados da B3; testes iniciais foram
realizados no ativo BOVA11. Porém, foram encontrados alguns problemas nas previsoes,
com a observacao de baixa acuracia devido ao fato de ter sido utilizada apenas uma técnica,
além de ndo existir janela deslizante. Na sequéncia, foi elaborada uma proposta de meta-
classificagao utilizando os pregos absolutos como entrada com dois conjuntos de dados
para treino e teste, respectivamente. Outros problemas foram detectados: um deles era os
valores absolutos de preco, ou seja, a série de precos ndo normalizada; e o outro era que
os modelos estavam apresentando caracteristicas de overfitting. Também foi criada uma
versao onde foram inseridos indicadores técnicos combinados com o0s pregos como entrada

64



dos classificadores base. No entanto, ndo foram encontrados bons resultados em acuracia.

Na versao atual, foi desenvolvido um meta-classificador baseado em sete técnicas de
inteligéncia computacional para descobrir tendéncias em séries financeiras: Programacao
Genética (PG), Maquinas de Vetor de Suporte (SVM), Florestas Aleatorias (RF), Redes
Neurais (MLP), Arvore de Decisdo (J48), Otimizacdo Minima Sequencial (SMO) e Redes
Bayesianas (BN), o que percebemos como um grande diferencial deste trabalho.

Para validar a metodologia, realizou-se uma série de experimentos utilizando dados reais
da Bolsa de Valores de Sao Paulo (B3). Foram utilizados 9 conjuntos de dados de ativos:
BOVA11, CIEL3, ITUB4, PETR4, USIM5, CMIG4, GGBR4, KROT3 e GOLL4. Todos os
dados de entrada dos algoritmos foram tratados; utilizou-se a série de retorno na escala
logaritmica dos precos e volume em uma janela deslizante.

Os resultados foram satisfatorios, visto que é possivel mostrar que, em geral, os meta-
classificadores possibilitaram melhores ganhos, apresentando uma boa acuracia na classifi-
cacgao, com até 57%, além de resultados financeiros satisfatorios, com ganhos de até 100%
acima do valor de capital inicialmente investido, ja descontando custos operacionais.

Foi possivel observar que, em geral, o0 modelo proposto nesse trabalho tem resultados
melhores que os classificadores individuais e os baselines, com raras excec¢odes. Por fim,
com os resultados apresentados, pode-se concluir que os objetivos desta pesquisa foram
todos alcangados e com indicativos, inclusive, de seu potencial de aplicagdo em cenarios
reais de investimentos.

6.1 Trabalhos futuros

Apesar da solucao proposta ter se apresentado rentavel em um ambiente simulado e com
uma solugdes para etapas importantes de um algotrading como tratamento de dados,
previsdo, avaliagdo de cendrios e negociacao outras ndo puderam ser empreendidas. Os
desafios enfrentados durante as fases de testes demonstraram que certos pontos podem
ser delicados neste tipo de pesquisa. Para tanto, pode-se citar, principalmente, a influéncia
exercida por diversas variaveis como a profundidade do livro de ofertas, séries com maior
granularidade, humor de mercados, relacado entre horarios e liquidez dos ativos, dentre
outras.

Sendo assim, entende-se que o campo de estudos de previsbes em séries temporais
financeiras oferece uma infinidade de possibilidades de pesquisa. Desta maneira, esse
trabalho pode ser estendido de diversas formas.

Pode ser que existam outros atributos que ajudem a melhorar os resultados e que podem
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ser estudados, como por exemplo indicadores de sentimento de noticias relacionadas a
ativos, volume de dados relacionados em redes sociais ou mesmo sobre buscas em motores
de busca na web.

Sem muito esforco é possivel a realizagao de testes com algoritmos de Deep Reinforcement
Learning, com conjuntos de dados de mercado internacional e também com cripto ativos.

Do ponto de vista financeiro, € notério que a estratégia de investimento é tdo importante
quanto a prever corretamente o comportamento do mercado. Desta forma, entende-se que
se avaliar estratégias mais robustas de negociagao, possivelmente teriamos resultados
melhores. Por fim, avaliar o arcabougco em um cenario real.
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Apéndices



APENDICE A - Revisao Sistematica da
Literatura (RSL)

Kitchenham (2004) define a Revisdo Sistematica da Literatura (RSL) como um meio de
identificar, avaliar e interpretar pesquisas disponiveis relevantes para a questao de pesquisa
especifica, area tematica ou fenémeno de interesse.

As principais vantagens da RSL séo:

e Possuir uma metodologia bem definida e menos tendenciosa que fornece informacoées
sobre os efeitos de algum fendbmeno dada uma variedade de configuragdes e métodos
empiricos;

e Possibilitar consolidar as evidéncias e resultados obtidos em estudos anteriores sobre
o tema de interesse;

e Permitir identificar lacunas na teoria e pesquisas recentes como embasamento para o
aprimoramento das pesquisas;

e Fornecer embasamento e modelos tedricos para posicionar apropriadamente novos
temas e oportunidades de pesquisa, refutar ou validar hipéteses, ou criar novas
hipéteses sobre um determinado tema de pesquisa.

Uma RSL possui um eixo com trés etapas principais em sua estrutura. A Figura 21 mostra
essas etapas.

e Planejamento: Nesta fase € desenvolvido o objetivo da revis&o da literatura e o
protocolo da revisao sistematica;

e Execucio: E conduzido o processo de revisao da literatura com a selegdo dos estudos
primarios, verificacdo de sua qualidade, coleta de dados e sintese dos resultados;

¢ Resultados: Formatagao e avaliagao do relatério principal da revisao sistematica.

A seguir, sera detalhada cada etapa do processo de revisao sistematica da literatura aplicado
ao trabalho em questéo.

A.0.1 Planejamento

Para Kitchenham (2004) o planejamento € o momento de definir o tema da pesquisa, suas
questdes e o protocolo de avaliagdo.

O tema principal desse trabalho é o desenvolvimento de um meta-classificador baseado em
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Figura 21 — Principais Etapas da Revisdo Sistematica da Literatura.
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Fonte: Abilio et al. (2012)

inteligéncia computacional para predi¢cao de séries temporais financeiras.

Quanto as questdes, definiu-se como objetivo responder as seguintes questées de pesquisa
(QP) decompostas do tema principal:

e QP1: Quais sao as bases e ou fontes de dados disponiveis e como realizar a extracao
/ coleta destes dados?

e QP2: Quais sao as estratégias / algoritmos de negociagcao existentes para o mercado
de acbes?

e QP3: Como tratar o dado bruto, a aplicagao de normalizagéo, técnicas de agrupamento
e a reducao de dimensionalidade?

e QP4: Quais sao as técnicas e ou modelos mais adequados, suas configuragdes e
parametros?

e QP5: Quais s@o as medidas de desempenho e de avaliacdo de modelos de predicao?

e QP6: Quais sao os trabalhos existentes que utilizam técnicas para predi¢cao de séries
temporais financeiras?

e QP7: Quais séo os trabalhos existentes que utilizam técnicas de inteligéncia computa-
cional para predigéo de séries temporais financeiras?

e QP8: Quais sao os trabalhos existentes que utilizam meta-classificadores?

e QP9: Quais sdo os trabalhos existentes que utilizam meta-classificadores para predi-
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¢ao de séries temporais financeiras?

Assim, para apoiar a construcao e direcionamento das questdes de pesquisa, € necessario
estruturar um protocolo de avaliacao. Este protocolo descreve o processo, técnicas e
ferramentas que serao utilizadas durante a fase 2 (Execug¢ao), que, por fim, ira gerar as
saidas.

O protocolo é composto dos seguintes critérios:

e Base de dados (BD) e ferramentas de busca (FB): possiveis bases de dados can-
didatas que possam fornecer trabalhos relacionados em relagdo ao projeto proposto;

o Critérios de busca (CB): possiveis strings de busca (SB) que fazem parte do contexto
do trabalho;

e Critérios de inclusao (Cl): é a definicao de quais tipos de trabalhos (artigos, disser-
tacoes, livros e periddicos) serdo coletados;

e Critérios de exclusao (CE): consiste em uma analise qualitativa dos trabalhos cole-
tados, onde é verificada a disponibilidade dos textos, titulo, tema e resumo coerentes
com o contexto proposto do trabalho, com a flexibilidade de diminuir ou aumentar a
granularidade da investigacao.

e Critérios de qualidade (CQ): é o refinamento de todos os trabalhos coletados com o
objetivo de selecionar por categoria os trabalhos mais relevantes que se identificam
com o propésito do tema da pesquisa;

e Dados coletados (DC): ap6s a triagem da etapa anterior, as informacdes dos traba-
lhos coletados sédo catalogadas para posterior consulta em relacdo aos parametros de
publicagao, como, por exemplo, ano, tipo, titulo, autores, etc., com o foco de categorizar
os trabalhos selecionados.

Segue o protocolo desenvolvido neste trabalho.

o Base de dados e ferramentas de busca:
— BD1: |IEEE conference and journals;
— BD2: Google scholar;
— BD3: Google;
— BD4: ACM conference and journals;
— BDS5: Springer;
— BD5: Elsevier;
— BD6: Banco de teses e dissertacdes da Capes;
— BD7: Repositério dos grupos de pesquisas internos (CEFET-MG e UFMG);
— BD8: Scopus;
e Critérios de busca:
— SB1: (genetic programming OR genetic algorithm OR computational intelligence)
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AND (stock market or ensemble OR classifiers OR meta- classifier OR timeseries
OR forescasting applications OR stock exchange or financial market OR financial
indicators)

— SB2: (programacao genética OR algoritmo genético OR inteligencia computa-
cional) AND (mercado de a¢cdes OR meta-classificador OR classificadores OR
series temporais OR previsdao OR bolsa de valores OR mercado financeiro OR
indicadores financeiros);

e Critérios de inclusao:

— CI1: artigos publicados em revistas cientificas;

— CI2: artigos publicados em anais de congressos;

— CI3: dissertacoes defendidas;

— Cl4: teses defendidas;

— CI5: relatérios de pesquisas de entidades idéneas;

— CI6: capitulos de livros;

e Critérios de exclusao:

— CE?1: trabalhos que nao disponibilizam o texto completo para leitura;

— CEZ2: trabalhos repetidos;

— CE3: trabalhos sem resumo;

o Critérios de qualidade:

— CQ1: objetivos geral e especificos estao explicitos?

— CQ2: a metodologia do trabalho esta clara?

— CQa3: existem resultados consistentes?

e Dados coletados:

— DC1: autores

DC3: titulo
DC4: resumo

DC5: ano de publicacéao
DC®6: tipo de publicacao
DC7: palavras-chave

A.0.2 Execucao

Apés a etapa de planejamento, inicia-se 0 processo de selecéo e filiros dos trabalhos
encontrados a partir dos critérios estabelecidos no protocolo.

Segundo Kitchenham (2004) esta etapa de execugcao compreende cinco estagios:

¢ Identificacao da pesquisa: os critérios de busca sao testados e refinados até que
se tenha um conjunto de publicagbes satisfatorio para a pesquisa.
e Selecao dos estudos primarios: é feita por meio da leitura dos titulos e resumos das
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publicacdes apresentadas como resultado da busca do estagio anterior. Os trabalhos
selecionados sdo arquivados no software de gestao de referéncias, Mendeley'.

¢ Avaliacao da qualidade dos estudos coletados: a avaliacao das publicagdes sele-
cionadas no estagio anterior é realizada aplicando os critérios de qualidade.

e Extracao e monitoracao de dados: neste estagio, as publicagdes sao inteiramente
lidas e os dados séo coletados.

e Sintese dos dados: as publicacdes sao classificadas, de acordo com os dados
coletados.

A.0.3 Analise dos Resultados

O ultimo momento da revisao é uma compilagao das informagdes coletadas em um texto final
no qual sdo apresentados os resultados encontrados, com as devidas analises conforme o
objetivo da pesquisa.

Como resultado da revisédo sistematica de literatura, foram selecionadas as publicagoes
conforme a metodologia proposta. A Tabela 19 apresenta o resultado final.

Tabela 19 — Resultado RSL: Quantidade de trabalhos selecionados por area pesquisada.

Técnica Quantidade
Inteligéncia Computacional em Séries Temporais Financeiras 342
Meta-Classificadores 42
Meta-Classificador em Séries Temporais Financeiras 4

Durante toda a pesquisa de RSL foram encontrados diversos trabalhos publicados sobre
previsao de séries temporais financeiras, isso mostra que o campo de pesquisa ainda
€ muito forte, visto a grande dificuldade de prever tais tendéncias. Foram encontrados
poucos trabalhos que aplicassem meta-classificadores para Previsdo de Séries Temporais
Financeiras.

Assim, é possivel interpretar tal cenario como uma grande oportunidade de aplicagao deste
tema em um trabalho de doutorado. Tal trabalho teria como objetivo o desenvolvimento de
novos caminhos, estudos e pesquisas inovadoras no ambito do mercado financeiro.

Por fim, a RSL contribuiu de forma sistematica e metodica no intuito de responder todas as
questdes de pesquisa (QP1, QP2, QP3, QP4, QP5, QP6, QP7, QP8 e QP9).

<http://www.mendeley.com/>
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APENDICE B - BOVA11

Figura 22 — Comparagao Drawdown e % Retornos Financeiros - BOVA11.
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APENDICE C - CIEL3

Figura 23 — Comparac¢ao Drawdown e
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APENDICE D - ITUB4

Figura 24 — Comparagao Drawdown e % Retornos Financeiros - ITUB4.
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APENDICE E - PETR4

Figura 25 — Comparacao Drawdown e % Retornos Financeiros - PETR4.
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APENDICE F - USIM5

Figura 26 — Comparacao Drawdown e % Retornos Financeiros - USIM5.
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APENDICE G - CMIG4

Figura 27 — Comparagao Drawdown e % Retornos Financeiros - CMIG4.
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APENDICE H - GGBR4

Figura 28 — Comparacao Drawdown e % Retornos Financeiros - GGBR4.
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APENDICE | -

KROT3

Figura 29 — Comparacao Drawdown e % Retornos Financeiros - KROTS3.
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APENDICE J - GOLL4

Figura 30 — Comparagao Drawdown e % Retornos Financeiros - GOLL4.
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