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Capítulo 4 

Algoritmo genético.


A utilização do algoritmo genético segue as seguintes etapas:

· estudo das variáveis que influem no processo.

· determinação da sensibilidade de cada uma das variáveis, a fim de determinar o tamanho ideal do segmento cromossômico. 

· determinação do tamanho do cromossomo (soma do tamanho de todos os segmentos cromossômicos).

· Estudo do sistema para determinação de um índice de desempenho e da sistemática de cálculo que tenha sensibilidade para obtenção do resultado com rapidez.

· criação de uma população distinta que represente o espaço amostral e seja o mais disperso possível. Para tanto, é utilizado um gerador de números aleatórios  variando entre 0.0 e 1.0, que gera cada gene do cromossomo com valor 0 (número menor ou igual que 0.5) ou 1(número maior que 0.5).

· para cada indivíduo da população é calculado o valor do índice de desempenho (ou obtido através de medidas ou numa pesquisa em uma tabela pré determinada). Este índice mede o desempenho do indivíduo em relação às condições propostas.

· seleção dos indivíduos com melhor índice de desempenho para cruzamento, que é feito através do crossover de seus cromossomos, seguida de um cálculo estatístico para geração de mutação gênica.

· cálculo do índice de desempenho de cada indivíduo da nova geração. A dispersão da população pode ser utilizada para término do cálculo.

· verificação dos melhores indivíduos da população, decodificação dos cromossomos e geração dos sinais de atuação. Ao decodificar o cromossomo, as variáveis que atuam no processo são determinadas.


No esquema a seguir estão exemplificadas as etapas do algoritmo genético que são implementadas no programa de computador (Man 1996):

Inicialização da população

· Seleção dos parentes.


Primeira geração
Valor de desempenho z=f(x,y)


1100110110101000
3.481746


0101010110110101
3.668023

==>
1000010100110110
6.261380

==>
1101011111001100
12.864222

· Crossover

11010
11111001100
    ------- \
11010
10100110110

10000
10100110110
    ------- /
10000
11111001100

· Mutação

1101010100110110

1000011111001100

    (               (

z = 6.092

1111010100100110



z = 8.044



· Reinserção


Segunda geração
Valor de desempenho z=f(x,y)

==>
1111010100100110
8.044

==>
1000011111001100
6.092


1000010100110110
6.261380


1101011111001100
12.864222


Pode-se observar que a população inicial apresenta valores de desempenho que somados perfazem 26, e que na nova geração chegam a 33. Este aumento no valor do desempenho mostra que o GA está obtendo soluções que melhoram o desempenho do sistema a cada geração.

4.1 Modelamento matemático (Rudolf 1994).


O algoritmo genético baseia-se na criação aleatória de cromossomos de comprimento L, com genes podendo ter valores 0 ou 1, baseado em um gerador de números aleatórios com saídas [0,1].


No caso de um cromossomo de tamanho 3, teremos os seguintes valores:

Cromossomo
Estado.

000
0

001
1

010
2

011
3

100
4

101
5

110
6

111
7


A cada um dos valores assumidos pelo cromossomo, pode-se definir um estado.


Considerando uma coleção de variáveis randômicas X 0 , X 1 , X 2 , ...., onde X n é um estado do sistema em um instante n e que exista um conjunto de números p ij ; i,j=1,2,...,n que definem a probabilidade de transição dos estados i para j, pode-se dizer que a evolução de X n constitui uma cadeia de Markov com probabilidade de transição p ij . 


Ela define uma trajetória de probabilidades formada pelos estados que o sistema assume a cada transição, dentro do espaço de estados total.


As probabilidades de transição podem ser organizadas em uma matriz:
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onde  p ij está contido no intervalo [0,1] e para qualquer i tem-se:
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representando que todos os novos estados possíveis estão mapeados na matriz de transição. Matrizes com estas propriedades são chamadas estocásticas.


Para uma distribuição inicial p0 , a distribuição da cadeia após t passos é determinada por:
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onde P t= P P ...P.

A cadeia é determinada se for conhecido p0 e P.


Define-se a seguinte classificação para a matriz P:


- não negativa, se p ij >=0;


- positiva, se p ij >0;


- primitiva se existe k natural tal que pk é positiva;


- redutível se for possível particionar a matriz P na forma:
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onde C e T são matrizes quadradas.


- estocástica se  
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As mudanças probabilísticas dos genes da população, causadas pelos operadores genéticos, são discutidas em Rudolph (1994) como uma matriz de transição P, que pode ser decomposta em um produto de matrizes 
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onde C, M e S descrevem as transições causadas pelo crossover, mutação e seleção.


Partindo de uma população inicial p0 , as populações decorrentes das gerações seguintes podem ser escritas como:
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A probabilidade do indivíduo  b i ser selecionado é definida como:
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onde f é a função de desempenho.


A mutação opera independentemente em cada bit do indivíduo através da probabilidade de mutação p m contida em [0,1], levando o indivíduo b para b’.


[image: image9.wmf]{

}

0

)

p

1

(

p

'

b

b

M

k

L

m

k

m

i

i

>

-

=

®

-

                                       (4.8)

onde k é o numero de bits alterados (ou a distância de Hamming entre b e b’) e L é o comprimento do cromossomo.


A probabilidade de ocorrência do crossover é definida a priori e permanece  constante (C = pc) no procedimento.


Pode-se concluir que C, M e S são matrizes estocásticas, onde M e CMS são  positivas.

4.2 Condição de convergência e estabilidade do algoritmo genético.


A analise da convergência do GA é feita considerando a distribuição da população formada por n indivíduos com cromossomo de comprimento L dado.


Um indivíduo da população pode ser selecionado através do operador ( k i que separa a k-esima seqüência de L bits do estado i. 


Seja Zt uma seqüência de variáveis randômicas representando o melhor desempenho da população no passo t:
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O algoritmo genético converge para o ótimo global e fica estável se:
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onde f * é o máximo global. Se i for qualquer estado com max{ f( ( k i)}<f*  e p i t a probabilidade que o GA esteja neste estado no passo t, pode-se escrever que:
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pois se a probabilidade de não estar no estado ótimo é p i t , a probabilidade de estar no estado ótimo será 1- p i t ,e no limite de convergência do algoritmo:
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contrariando a eq. 4.10. 


Rudolph (1994) argumentou que este caso não representa um caso prático do GA pois em aplicações do mundo real a melhor solução encontrada é sempre mantida. De fato, após um número finito de transições a solução global será visitada e copiada, conseqüência de um teorema que estabelece que o tempo de transição esperado entre um estado inicial i e outro j é finito, independente dos estados i e j.


Para contornar este problema, seria necessário preservar o melhor indivíduo de cada geração para garantir a convergência e estabilidade.


Se para uma população x  há um inteiro positivo s tal que a probabilidade:
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onde C(x,y) representa a transição provocada pelo crossover, e existe uma população x tal que a probabilidade C(x,x)>0,  então a cadeia de Markov é irredutível e não periódica, que segundo a teoria geral das cadeias de Markov finitas, tem uma distribuição estável e única, que limita os estados (extremo).


Isto quer dizer que qualquer operador de crossover onde a população possa retornar a si mesma após um número finito de transições será estável.

4.2.1 Estudo de caso da condição de  convergência.


O crossover utilizado baseia-se em uma troca a partir de uma posição aleatória entre os cromossomos dos pais e a condição de retorno ao valor inicial pode ocorrer pois dois crossovers consecutivos entre os mesmos pais na mesma posição atendem a condição 4.13.


Na etapa de reinserção, o software foi alterado para apenas inserir os indivíduos que tenham um desempenho melhor que os pais e chamaremos a isto de critério elitista.


Na figura 4.1 é feita a comparação da aplicação da reinserção elitista comparada com a reinserção sem critérios (SGA). 
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Fig. 4.1: Melhor valor de desempenho (unidade arbitrária) dos resultados do SGA com as condições impostas para convergência da cadeia de Markov em função da geração.


Observa-se que a condição de reinserção elitista faz com que o algoritmo genético convirja para um máximo local mais rapidamente e faz com que não sejam pesquisadas outras trajetórias onde o passo inicial tenha um desempenho pior que o máximo local. No caso de sistemas onde o máximo global esteja concentrado em um ponto, a probabilidade de um novo indivíduo cair próximo ao máximo global e em uma região onde o desempenho seja maior que o desempenho do máximo local será remota.


Como o operador-seleção utiliza uma ponderação sobre os valores da função de desempenho de cada indivíduo, fica difícil haver a perda do indivíduo ótimo por crossover ou mutação na primeira ocorrência. Se isto ocorrer, após um certo numero finito de gerações, o máximo global será reencontrado.

4.3 Função de desempenho.


A função de desempenho (fitness ou simplesmente desempenho) representa o objetivo que se quer medir: no caso de uma população biológica, o desempenho do indivíduo às condições ambientais; para um sistema acústico o inverso da energia acústica resultante entre o ruído e o sinal de cancelamento, é um candidato natural à função de desempenho.


O teorema de Parseval relaciona a energia de um sinal nos domínios de tempo e freqüência através da seguinte expressão:
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Assim, pode-se calcular a energia do sinal resultante como a soma das amplitudes ao quadrado ou a área do espectro em freqüência ao quadrado obtido pela Transformada de Fourier do sinal. 


No caso da interação entre um ruído e um sinal formado por um tom puro, pode-se calcular a energia acústica como:
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onde (p e (s são os atrasos de percurso entre as fontes que geram R e S e ( o tempo de integração para calculo da energia. 


A integração pode ser visualizada na figura 4.2, que apresenta o comportamento para a interação de um ruído de 200 Hz com um sinal de mesma amplitude e variando a freqüência de 100 a 500 Hz e a fase de 0 a 2(.


Pode-se verificar na fig. 4.2 que na freqüência de 200 Hz  ocorre o pico positivo da função de desempenho e portanto a interferência construtiva (fase nula ou múltiplo de 2() e na defasada de ( a destrutiva. Próxima do pico há uma região de oscilação mostrando a existência de máximos e mínimos locais.


Outra condição de mínimo ocorre quando a energia do sinal for zero (a2 =0), caso onde permanece apenas a energia do ruído.
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Fig. 4.2 Energia da interação entre dois tons puros, com mesma amplitude variando a freqüência do sinal de 100 a 500Hz e a fase de 0 a 2(.

4.4 Estudo da codificação das variáveis no cromossomo.


Em cada problema onde se aplica o algoritmo genético, é fundamental escolher as variáveis que dêem sensibilidade à função de desempenho. No controle ativo de ruídos pode-se fazer as seguintes codificações dos indivíduos:

· do sinal de cancelamento, através da freqüência, fase e amplitude. Neste caso, as três variáveis comporão o cromossomo, e o problema estará em o GA identificar os valores que cancelem melhor o ruído. O desempenho é a inversa da energia do sinal sobreposto ao ruído.

· dos parâmetros de um modelo de controle do sistema. Esta abordagem necessita de um modelo que tenha uma estrutura invariante no tempo. Os parâmetros são encontrados pelo GA para maximizar a função de desempenho.

· dos modos ou funções que sejam solução do problema. Neste caso, os parâmetros modais são codificados no cromossomo. Como um sistema pode ter vários modos na região de interesse, o usuário pode optar por identificar o número de modos através da contagem dos picos representativos da FFT, ou então implementar um algoritmo de programação genética. O cromossomo teria um comprimento variável, dependendo do número de estados.

Dependendo do enfoque, cada solução terá prós e contras.

4.5 Estratégia de inserção.


Após calcular os novos indivíduos, pode-se optar por sobrepor apenas filhos com desempenho melhor que o dos pais. Esta característica elitista pode ser útil em sistemas com muitas variáveis codificadas, ou onde a sensibilidade do desempenho não seja significativa para variações das variáveis.


Sem a condição elitista, os indivíduos com um pequeno aumento da função de desempenho podem ser eliminados da geração por serem pouco representativos na soma de todos os desempenhos da população, critério usado na seleção. Isto leva o GA a ficar oscilando entre soluções distantes.



Neste trabalho chamaremos de “com elitismo”, o resultado obtido com inserção de filhos com melhor desempenho que os pais e quando não, “sem elitismo”.

4.6 Estratégia de mutação.


A probabilidade de mutação estabelece a ocorrência ou não de mutação. No caso de um cromossomo com muitos genes, poderá ocorrer mais de uma mutação em um mesmo indivíduo.


Como uma mutação representa um novo ponto de partida para a busca do extremo com alteração das variáveis codificadas, permitir a ocorrência de mais de uma em um indivíduo pode aproximar o GA de uma busca aleatória.


Por outro lado, a utilização em conjunto com um critério elitista poderá agilizar a busca em sistemas com função de desempenho pouco sensível.

4.7 Análise da população.


Em um ambiente multiprocessado, a divisão da população em grupos independentes por processador com troca dos melhores indivíduos não parece ser uma solução adequada, pois a solução ótima está espalhada em muitos indivíduos e não apenas no melhor.


Um indivíduo com uma seqüência pertencente à solução ótima pode ter um desempenho baixo, mas após um crossover o indivíduo originado poderá ser a resposta procurada.


O processamento de cada indivíduo pode ser executado por um processador em paralelo, mas a seleção deve levar em conta todos os indivíduos da população.

4.8 Convergência do GA na região de convergência de uma boa solução.


Para codificar uma variável no cromossomo é necessário conhecer seus limites máximo e mínimo, que definem uma janela de busca.


Uma forma de garantir que o GA fique em torno da solução desejada e não teste indivíduos que codifiquem condições iniciais muito díspares é variar os limites em tempo de execução para uma janela de 10% em torno do melhor valor, permitindo melhorar a resolução da solução encontrada. Isto traz o inconveniente de deslocar o máximo já encontrado de local. Serão indicados por “com convergência” os casos onde os limites foram alterados.

4.9 Estudo dos parâmetros.


Neste item serão discutidos os efeitos dos parâmetros utilizados no GA. 

4.9.1 Tamanho da população.


Pesquisar o extremo de um funcional com uma topologia complexa (cheia de máximos e mínimos locais) é uma tarefa difícil pois dependendo do ponto de partida, um máximo/mínimo local pode segurar a busca em sua redondeza.

No caso do algoritmo genético, como cada indivíduo representa uma condição inicial diferente, a probabilidade de algum indivíduo tender para o extremo do funcional é maior.

Mesmo que vários indivíduos fiquem capturados em máximos/mínimos locais, isto não deverá ocorrer para todos, devido ao mecanismo de mutação.

O tamanho da população deve ser definido pelo melhor custo benefício, levando em conta que se o valor for tão grande que na primeira geração já é encontrado o extremo, torna o GA desnecessário. Se for pequeno serão necessárias muitas gerações e mutações para que algum indivíduo caia próximo do extremo.

Goldberg (1993), desenvolveu um modelo para quantificar o limite inferior da população.

4.9.2 Tamanho do cromossomo.


Cada variável tem uma precisão que depende da relação sinal ruído, das características da instrumentação e do sistema de aquisição de dados. Com base nisto deve-se definir um número de genes que permita a codificação dos valores da variável sem perda de informação. O tamanho do cromossomo seria a soma do número de genes de cada variável codificada.

A precisão de uma variável pode ser calculada como:
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O tamanho do cromossomo define o número de estados possíveis para o sistema:
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onde t é a soma do numero de genes de cada variável e Li  é o número de bits usado na codificação. Para codificar 3 variáveis de 16 genes cada haveria 2.81 10 14 estados, e para 50 variáveis de 16 genes haveria 10 240  estados!

Ma (1996) utilizou o GA para  obtenção dos coeficientes de um  FIR de ordem 7 necessitando de uma população de 400 indivíduos e 40.000 gerações para obter o erro quadrático de 47 dB. 

A discretização na codificação de variáveis reais em formato inteiro introduz um efeito de quantização que deve ser analisado levando em conta a erro de medida experimental.

4.9.3 Probabilidade de mutação.



Quanto maior seu valor, maior será o desacoplamento entre os pais e filhos e mais próximo estará de uma tentativa e erro aleatória.

4.9.4 Probabilidade de crossover.



Estabelece a mobilidade da troca de informações (representada por pedaços de cromossomo) entre os indivíduos selecionados.

4.10 A obtenção da solução ótima pelo GA.


A solução ótima de um problema é um conjunto de valores que maximiza/minimiza uma função de desempenho.


Utilizamos como base numérica a base 10, formando os números com os caracteres de 0 a 9. Pode-se transformar a base para binária (2), onde apenas os caracteres 0 e 1 são utilizados. Esta é a representação utilizada pelos computadores.


Ao escrever os valores ótimos na base binária, obtém-se uma seqüência que pode ser caracterizada como um cromossomo do indivíduo que representa a solução ótima.


Quando o GA inicializa a população, pedaços da resposta ótima estarão distribuídos entre os indivíduos.  Cabe ao algoritmo obter o seqüenciamento e a posição corretas pela ação do operador de crossover.


No caso de um cromossomo muito grande, partes da solução podem não estar presentes, sendo utilizado o operador de mutação para sua obtenção.


Desta forma pode-se compreender porque o GA é definido como um algoritmo de busca aleatória dirigida.

4.11 Estudo da performance do GA.

Um estudo da determinação da performance do GA pode ser encontrado em Rooji(1996), ainda em fase inicial e atualmente impraticável operacionalmente devido à necessidade de modelar a função de desempenho com coeficientes para cada estado associado a cada bit (Transformada de Walsh-Schema).

4.12 Programação genética.


A programação genética (Koza 1992, 1994, Poli 1996, Fernandez 1999) consiste em uma generalização do algoritmo genético para problemas cuja solução requer estrutura variável. Pode ser aplicada para obter um modelo matemático, um modelo de controle ou um programa para solução de um problema. A programação genética modela o sistema através de funções, parâmetros e variáveis permitindo uma análise da complexidade e dos processos físicos envolvidos, utilizando inteligência artificial (AI) sintetizada pelos operadores genéticos.


Apresentaremos a seguir os pontos em que difere do GA.

4.12.1 A representação da solução em árvore.


Uma equação matemática é escrita seguindo uma série de regras sintáticas e semânticas. Para compreender os conceitos que representa, faz-se uma interpretação de seus símbolos, seguindo uma ordem definida pelos parênteses e colchetes utilizados.


Para tornar possível a compreensão pelo computador, é necessário codificar as fórmulas utilizando uma representação onde a interpretação e cálculo seja feita de forma seqüencial e recursiva, utilizando o conceito de nós e terminais. 

Chama-se nó a toda função ou operador matemático que depende de algum argumento. A escolha das funções adequadas para formar a solução do problema está relacionada com sua suficiência e depende do conhecimento do problema e da intuição do programador. Se o conjunto de funções não for suficiente, então o GP poderá apenas encontrar soluções que melhor se aproximam da exata pretendida.

Podem ser incluídos operadores aritméticos( +, -, *, /), matemáticos (sin, cos, exp, etc), booleanos (and, or, not, etc) condicionais (IF-THEN-ELSE), loop (FOR, REPEAT, etc) e qualquer outro que possua uma definição passível de ser codificada.

O número de argumentos de um nó se chama n-arity. 

Terminal é um extremo da árvore de 0-arity, e representa valores constantes, variáveis ou números aleatórios. O espaço de pesquisa do GP é o conjunto de todas as composições recursivas das funções e terminais definidos.

A fórmula x^3 + 4*y pode ser escrita utilizando o conceito de nós e terminais como a seguinte árvore:







ou como a seguinte estrutura:

(+  (*  (*  x  x  )  x  )  (*  4  y  )  )

que pode ser avaliada usando rotinas recursivas. Esta estrutura contém parênteses separando cada operação matemática (identificada pelo primeiro símbolo) e seus parâmetros (elementos restantes).


Neste caso, a avaliação da expressão é feita iniciando por (* x x), que resulta em x*x=x2 , seguida de (* x2 x) que resulta em x3 . Na Segunda parte da árvore é avaliada (* 4 y) resultando em 4y, que é somado a x3 para fornecer o resultado final.

4.12.2 A população inicial.


Para cada indivíduo da população uma árvore aleatória é criada com as funções e terminais definidas, através de uma rotina que verifica a sintaxe e a n-arity de cada nó. O tamanho da árvore é medido através da profundidade e do número de nós utilizados, e não possui tamanho fixo como no GA.

4.12.3 O crossover.


O crossover consiste em selecionar um ponto aleatório na árvore dos pais e trocar suas sub-árvores. O crossover entre dois pais diferentes pode ser visto na fig. 4.3 e entre dois pais iguais na fig. 4.4. Uma importante melhoria do GP sobre o GA é a possibilidade de criação de novas soluções a partir da mesma solução. 
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Fig. 4.3 Crossover entre pais diferentes.
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Fig. 4.4 Crossover entre pais iguais.

4.12.4 Mutação.


A mutação no GP pode ocorrer com um nó sendo substituído por outro nó, um terminal sendo substituído por outro terminal ou uma sub-árvore sendo substituída por outra sub-árvore. A fig. 4.5 apresenta um exemplo.
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Fig. 4.5 Mutação no GP.

4.12.5 A função de desempenho.


A definição da função de desempenho (fitness ou simplesmente desempenho) incorpora o objetivo a ser atingido pelo GP. 

No tratamento de uma série de dados experimentais, o problema da regressão simbólica consiste em obter função e os coeficientes que melhor ajustem os dados. O termo simbólico enfatiza o fato de não estarem sendo pesquisados os parâmetros ótimos, mas as funções ótimas. Neste caso, a função de desempenho é o erro quadrático entre os valores medidos e o calculado pela função representada pelo indivíduo.

A utilização do GP para obtenção do modelo de controle que cancela o ruído utiliza a soma das leituras do microfone de erro ao quadrado, durante um intervalo de tempo. Quanto melhor o modelo de controle menor será a energia lida pelo microfone.

4.12.6 O tamanho dos programas gerados.


Os programas gerados pela GP podem conter trechos que não contribuem para a solução do problema, por possuírem valores muito pequenos ou terem um produto por zero.


Soule (1996) estudou o crescimento dos programas e técnicas de redução, eliminando os termos não funcionais ou penalizando o desempenho. O resultado obtido mostra que o crescimento continua, mesmo com a remoção das partes de código não funcional, mostrando que é uma característica intrínseca do processo genético. No ser humano 80% a 90% do DNA não codificam proteínas funcionais, ainda que possuam função estrutural.
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